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Oz: Mikroplar insan viicudunun hem i¢inde hem de disinda yasayan ve hemen hemen her yerde bulunan tek hiicreli kiigitk
canlilardir. Zararli olabilecegi gibi yararli olan mikroplarda bulunmaktadir. Bu yiizden mikroplar ekolojik dengenin
saglanmasinda biiyiik bir rol iistlenmektedir. Ancak, bu mikroplari birbirinden ayirt edebilmek ¢ogu zaman mesakkatli bir i
olmaktadir. Mikroplarin gesitli dzelliklerini anlayan ve taksonomi niianslarini yorumlayabilen bir uzman bilgisinin gerekmesi
ve laboratuvar ihtiyacinin olmasi bu siireci hem maliyetli hem de zaman alic1 yapmaktadir. Bundan dolayi, bilgisayar destekli
sistemlerin bu alanda 6nemi artmis ve gliniimiizde yapay zeka teknolojileri mikroplarmn smiflandirilmasinda kullanilmaya
baglanmustir. Makine 6grenmesi ve derin 6grenme teknolojilerinin bu alana uygulanmastyla yiiksek seviyede dogruluk skorlar1
elde edilmekte ve biyogesitlilikle ilgili degerlendirmeler otomatik bir sekilde yapilabilmektedir. Bu ¢alismada da derin 6grenme
modellerinden biri olan tekrarlayici sinir aglar1 kullanilarak, mikroplarin siniflandirilmasi gergeklestirilmistir. Calisma dort
asamadan meydana gelmistir. Birinci asamada, veriler elde edilmistir. Ikinci asamada bu veriler normallestirme iglemine tabi
tutulmus ve Onislemden gegirilmistir. Uglincii asamada UKSB ve TSA modelleri tasarlanmis ve siniflandirilnustir. Son
asamada ise simiflandiricilarin performanslart dogruluk, kesinlik, duyarlilik, F1-skor ve EAA skoru ile belirlenmistir.
Caligmanin sonunda TSA smiflandiricist ile %92,53, UKSB siniflandiricisiyla ise %99,85 dogruluk skoru elde edilmistir.

Anahtar kelimeler: Mikrop tahmini, derin 6grenme, tekrarlayici sinir aglari.
Classification of Microbes with Recurrent Neural Networks

Abstract: Microbes are tiny single-celled creatures that live both inside and outside the human body and are found almost
everywhere. There are microbes that can be harmful as well as harmless. Therefore, microbes play a major role in maintaining
the ecological balance. However, distinguishing these microbes from each other is often a difficult task. The need for a specialist
who understands the various characteristics of microbes and can interpret taxonomy nuances and the need for a laboratory
makes this process both costly and time consuming. Therefore, the importance of computer aided systems in this field has
increased and artificial intelligence technologies have begun to be used in the classification of microbes today. With the
application of artificial intelligence technologies to this field, high level accuracy scores are obtained, and biodiversity
assessments can be made automatically. In this study, microbes were classified by using deep learning models, which is one of
the artificial intelligence methods. The study consisted of four stages. In the first stage, the data were obtained. In the second
stage, these data were preprocessed and normalized. In the third stage, LSTM and RNN models are designed, and data were
classified. In the last stage, the performances of the classifiers were determined by accuracy, precision, recall, F1-score, and
AUC score. At the end of the study, an accuracy score of 92,53% was obtained with the RNN classifier and 99,85% with the
LSTM classifier.

Key words: Microbe prediction, deep learning, recurrent neural networks.
1. Giris

Tek hiicreli bir canli olan mikroplar hayatimizin hemen hemen her yerinde bulunmaktadir. Mikroplar zararlt
olabilecegi gibi yararli da olmaktadir. Bazilari saglikli sindirime yardimc1 olmak i¢in insanlarin bagirsaklarinda
yasarken [1], bazilari ciltlerde bulunmaktadir [2]. Bu yararli mikroplar viicudun dengede kalmasina ve bagisiklik
sisteminin giiglendirilmesinde yardimci olmaktadirlar [3]. Bunun yani sira, zararli mikroplar ise yiizeylere yapisip
bulasic1 hastalik yayarak viicutta hastalik ve enfeksiyonlara yol agan rahatsizliklara neden olabilmektedirler [4].
Yararh ve zararli olmak iizere dort farkli tiirde mikrop bulunmaktadir. Bunlar; bakteriler, viriisler, mantarlar ve
tek hiicrelilerdir.

Mikroplar havada, suda, bitkilerde, vyiyeceklerde, hayvanlarda, toprakta ve suda yogun olarak
bulunabilmektedirler. Bunlara ek olarak, dogrudan ya da dolayli temas yolu olmak iizere genellikle iki farkl yol
ile yayilmaktadirlar [5]. Mikroplardan korunabilmek i¢in yapilmasi gereken en temel islem kisisel hijyene
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dayanmaktadir. Kisisel hijyene 6nem verilmesi, kullanilmis triinlerin tekrar kullanilmamasi, egyalarin ortak
kullanilmamasi, vb. iglemler, mikroplarin bulagmasini engelleyebilmektedir.

Zararli mikroplar kisilerde enfeksiyona neden oldugu i¢in, izlenecek tedavi yollar1 da farklilik gostermektedir.
Bundan dolayi ¢esitli ilag tedavileri uygulanabilmektedir. Ancak, mikroplarin yararli ya da zararli olup olmadigina
karar vermek uzun suren ve sikici bir iglemdir [6]. Bunun yani sira, mikroplarin siniflandirilabilmesi ve
ozelliklerine gore ayirt edilebilmesi i¢in bir uzman yorumuna ihtiya¢ duyulmaktadir [7]. Bu da siirecin yavas
olmasina ve laboratuvar ihtiyaci gerektirdigi i¢in maliyetli olmasina neden olmaktadir [8]. Bu dezavantajlarin
Oniine gecebilmek i¢in, arastirmacilar yapay zeka destekli ¢alismalara yonelmisler ve hem derin 6grenme hem de
makine 6grenmesi algoritmalarini kullanarak etkili sonuglar elde etmislerdir. [9] numarali ¢aligmada arastirmacilar
LR (Lojistik Regresyon — Logistic Regression), DVM (Destek Vektor Makinesi — Support Vector Machine) ve
KNN (K En Yakin Komsu — K Nearest Neighbor) algoritmalarint kullanarak smiflandirma islemi
gerceklestirmislerdir. Caligma {i¢ asamadan meydana gelmistir. Birinci asamada veriler elde edilmistir. ikinci
asmada Onislem yapilmis ve PBA (Parcacik Bilesen Analizi — Principal Component Analysis) ile dznitelik se¢imi
gerceklestirilmigtir. Son asamada ise siniflandirma islemi yapilmis ve modellerin basarimlar1 dogruluk, kesinlik,
hassasiyet ve F1-skorlari ile belirlenmistir. En yiiksek basarim DVM ile elde edilmis ve %98,2 oraninda dogruluk
gozlemlenmistir. Bagka bir ¢aligmada ise arastirmacilar mikro alglerin gériintiilerini kullanarak siniflandirma
islemi gergeklestirmistir [10]. Calismada goriintii verileri degerlendirilmis ve gesitli goriintii isleme yontemleri
kullanmilarak simiflandirma yapilmistir. Simiflandirma islemi i¢in CKA (Cok Katmanlh Algilayict — Multi-Layer
Perceptron), SMO (Sirali Minimum Optimizasyon — Sequential Minimal Optimization), Bagging ve J48
algoritmalart kullanilmistir. Siniflandiricilarin performansi sadece dogruluk skoru ile belirlenmis ve en yiiksek
skor %97,22 ile SMO simniflandiricisiyla elde edilmistir. [11] numarali ¢aligmada da benzer bir yaklasim
uygulanmis ve alg goriintiileri kullanilarak siniflandirma gergeklestirilmistir. Calismada siniflandirici olarak SMO
kullanilmis ve dogruluk skoru ile siniflandiricinin performansi belirlenmistir. Calismanin sonunda %98,6 oraninda
dogruluk elde edilmistir. Yapilan ¢aligmalar incelendiginde, elde edilen sonuglarin yiiksek ve etkili oldugu
gozlemlenmistir.

Bahsedilen ¢aligsmalardan edilen basarimlar dogrultusunda, bu ¢alismada da yapay zeka destekli bir sistem
gelistirilmis ve derin 6grenme algoritmalar: kullanilarak mikroplarin smiflandirilmasi yapilmistir. Caligma dort
asamadan meydana gelmistir. Birinci asamada, veriler elde edilmistir. Tkinci asamada bu veriler normallestirme
islemine tabi tutulmus ve &nislemden gecirilmistir. Uciincii asamada UKSB (Uzun/Kisa Siireli Bellek —
Long/Short Term Memory) ve TSA (Tekrarlayict Sinir Ag1 — Recurrent Neural Network) modelleri tasarlanmig
ve smiflandirilmistir. Son agsamada ise siniflandiricilarin performanslari dogruluk, kesinlik, duyarlilik, F1-skor ve
EAA (Egri Altindaki Alan — Area Under Curve) skoru ile belirlenmistir. Caligmanin dne ¢ikan noktalar: su sekilde
belirlenmistir:

e Alanyazin incelendiginde bu alanda yapilan ¢alismalarin azlig1 géze carpmig ve bu alana katkinin
saglanmasi hedeflenmistir.

e (Calismalar incelendiginde derin 6grenme algoritmalariyla bu alanda gergeklestirilen ¢aligmaya
rastlanmamigtir. Bu calisma ile bu algoritmalarin basarimlarinin gosterilmesi ve arastirilmast
hedeflenmistir.

e Alanyazinda az sayida gergeklestirilen ¢aligmalarda genellikle goriintli siniflandirilmast yapilmistir.
Bu ¢alismada ise goriintiilerden ziyade, mikroplarin gesitli 6znitelikleri (sayisal veriler) kullanilmis
ve siniflandirma gergeklestirilmistir.

Calismanin organizasyonu su sekilde tasarlanmistir: Tkinci kisimda veri seti ve kullanilan yontemler hakkinda
bilgiler verilmistir. Ugiincii kistmda uygulama sonuglar1 sergilenmis ve her bir simflandiricinin sonuglar
verilmistir. Dordiincii kisimda bulgular irdelenmis ve tartisma yapilarak caligmanin hem avantajlarindan hem de
dezavantajlarindan bahsedilmistir. Son kisimda ise ¢alismanin alanyazina katkilarindan bahsedilmis ve elde edilen
bulgularin etkileri incelenmistir.

2. Materyal ve Yontemler
2.1. Veri seti

Calismada kullanilan veriler [ 12] numarali calismadan elde edilmistir. Calismada on farkli mikroorganizmaya
ait veriler kullanilmistir. Bu veriler mikroskobik goriintiilerden elde edilmis ve paylasilmistir. Veri setine ait ¢esitli

bilgiler Tablo 1°de verilmistir.
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Tablo 1. Caligmada kullanilan veri seti hakkinda genel bilgiler.

Mikroorganizma Ismi Mikroorganizma Tiirii Veri Sayisi
Aspergillus sp Fungi 3,888
Diatom Alg 1,818
Penicillum Mantar 1,080
Pithophora Alg 1,350
Protozoa Okaryot 3,888
Raizopus Fungi 2,552
Spirogyra Alg 612
Ulothrix Alg 7,420
Volvox Alg 4,320
Yeast Fungi 3,600

Veri setinde toplamda 30,528 adet veri bulunmaktadir. Bu ¢alismada da bu veriler kullanilmis ve ¢oklu
siiflandirma yapilmistir. Siflandirma iglemi hem TSA hem de UKSB algoritmalariyla gergeklestirilmistir. Sekil
1’de mikroplara ait birkag 6zelligin dagilimi gdsterilmistir.
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Sekil 1. Verilerin gesitli 6zniteliklere ve etiketlere gére dagilimi: (a) boudingbox1, (b) centroidl,
(c) extend, (¢) raddi.

Sekil 1°de on adet mikroorganizmaya ait yirmi dort Oznitelikten sadece dort tanesi verilmis ve bu
Ozniteliklerin dagilimi gosterilmistir.

2.2. Smiflandirma yontemleri

Bu c¢aligmada smiflandirma iglemi i¢in TSA ve UKSB derin 6grenme algoritmalart kullanilmigtir. TSA
algoritmasi siral1 verileri islemek i¢in kullanilan ve dahili bir hafizaya sahip olan giiglii bir derin sinir ag1 modelidir
[13]. TSA sisteminde hafiza hiicreleri bulunmakta ve bir zincir olusturmaktadir. Bu zincirli yap1 sayesinde giris
verisindeki her bir eleman i¢in ayn gorev yiiriitilmektedir. Ancak, TSA yonteminde cesitli problemler
gozlemlenmektedir. Bu problemlerden en 6nemlileri kaybolan gradyan ve ugan gradyan problemleridir [14, 15].
Bu problemlerin 6niine gegmek icin ise baska bir tekrarlayict sinir ag1 modeli olan UKSB Onerilmistir. UKSB
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modelinde, standart bir TSA’da oldugu gibi tek bir sinir ag1 bulunmamaktadir. Bu modelde dort etkilesimli bir
katman yer almaktadir. Genel olarak bir UKSB aginda, bellek bloklar1 yer almaktadir. Buradaki durumlar bir
sonraki bloga aktarilmaktadir. Bu sayede veriler temelde degisiklik gostermemekte ve ileriye yonelik hareket
edebilmektedir. UKSB modeli daha 6nceden de agiklandigi iizere kaybolan gradyan problemini ¢ézmek igin
gelistirilmis bir yontemdir. Kaybolan gradyan problemi, biiylik farkliliklar bulunan girdilerin aktivasyon
sonrasinda ufak deger araliklarma indirgenmesiyle, bunlarin gittikge sifira yaklasmasi ve model tarafindan
algilanamamasi olarak ifade edilmektedir. Bundan dolay1 da 6grenme islemi yeteri kadar iyi olamamaktadir.
UKSB ise bu problemin iistesinden yapisinda bulunan hiicre bloklari, unutma, girdi ve ¢ikt1 kapilari araciligiyla
gelmektedir [16]. Bu nedenle ¢ogu durumda UKSB mimarisi daha etkili bir performans sergilemektedir.

2.3. Degerlendirme olciitleri

Bu calismada derin 6grenme modellerinin basarimlari dogruluk, kesinlik, hassasiyet, F1-skor, EAA ve
karmasiklik matrisi degerlendirme dlgiitleriyle belirlenmistir. Karmasiklik matrisi bir siniflandirma algoritmasinin
performansint  gdstermek igin kullanilan bir ¢esit tablodur. Performans, egitim verisinin test edilerek
belirlenmesine dayanmaktadir. Karmasiklik matrisinde GP (Gergek Pozitif — True Positive), GN (Gergek Negatif
— True Negative), YP (Yanlis Pozitif — False Positive) ve YN (Yanlis Negatif — False Negative) olmak tizere dort
farkli parametre bulunmaktadir. GP ifadesi tahmin edilen degerin pozitif ve dogru oldugunu ifade etmektedir.
Bunun yani sira ise GN ifadesi tahmin edilen degerin negatif ve dogru oldugunu géstermektedir. Bunlara ek olarak,
YP ifadesi degerin pozitif ancak yanlis oldugunu belirtirken, YN ifadesi degerin negatif ve yanlis oldugunu ifade
etmektedir. Dogruluk, F1-skor, kesinlik ve hassasiyet degerleri ise bu verilen ifadelerin ¢esitli denklemlerle
hesaplanmasina dayanmaktadir. Denklem 1 ve Denklem 4 arasinda bu islemlerin hesaplanmasi gosterilmistir.

GP +YN

y _ 1

Dogruluk = oo N ¥ YP T YN @)

Kesinlik = —— @)
T

Hassasiyet = —- @)
assastiyet = GP+ YN

Kesinlik * Hassasiyet)

F1—Skor:2*( (4)

Kesinlik + Hassasiyet

Bunun yami sira EAA skoru da 6nemli bir degerlendirme kriteridir. EAA skoru, AIK (Alici Isletim
Karakteristigi — Receiver Operating Characteristic) egrisinin altindaki alan1 vermektedir. EAA skoru genellikle;
modelin smiflar1 ayirma konusunda ne kadar iyi olup olmadigini gostermektedir. Ayrica, en iyi esigin
belirlenmesinde de kullanilmaktadir [17]. EAA skoru yorumlanmasi Tablo 2’de verilen araliklar g6z oniinde
bulundurulmaktadir.

Tablo 2. EAA skorlarmin yorumlanmasi [18].

EAA Skoru Aciklama

0,00 - 0,49 Ayrim yapilamaz

0,50 - 0,69 Zayif siniflandirma
0,70-0,79 Kabul edilebilir siniflandirma
0,80 -0,89 Harika smiflandirma
0,90 -1,00 Olaganiistii siniflandirma

EAA skorunun 0,49 ve altinda olmasi siniflandirma igleminin yapilmadigini ifade etmektedir. Bunun yani
sira ise eger EAA skoru 0,50 ve 0,69 arasindaysa bu zayif bir siniflandirma olarak kabul edilmektedir. EAA
skorunun 0,70 ve 0,79 arasinda olmasi kabul edilebilir siniflandirictyr ifade ederken, bu degerin 0,80 ve 0,89
arasinda olmasi harika siniflandirma iglemi yapildigini géstermektedir.

2.4. Uygulama gelistirme ortam

Caligmada macOS igletim sistemine sahip bir bilgisayar iizerinde gerceklestirilmistir. Bilgisayar tizerinde M 1
¢ip bulunmakta ve § GB RAM yer almaktadir. Apple Neural Engine'in M1 ¢ipine dahil edilmesi, Mac cihazlarda
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makine 0grenimi ve derin 0grenme gorevlerinin hizim1 ve performansini dnemli 6l¢iide arttirmaktadir. Son
teknoloji 16 cekirdekli mimarisiyle, Apple'ln M1 ¢ipine gémiilii Neural Engine, Mac cihazlarinin saniyede 11
trilyon gibi etkileyici bir islem gerceklestirmesini saglamaktadir. M1 ¢ipi, makine 6grenimi ve derin dgrenme
gorevlerinde olaganiistii performans saglamak i¢in 6zel olarak tasarlanmistir. Calismada siniflandirma islemi
Python programlama dili kullanilarak Anaconda, Spyder ortaminda gergeklestirilmistir. Spyder'in ¢aligmadaki
versiyonu 5.4.2'dir. Anaconda, Python programlama dilinin popiiler bir dagitimidir. Python programlama dilinin
yani sira g¢esitli veri bilimi, makine dgrenimi ve derin 6grenme araglarini igeren zengin bir ekosisteme sahip bir
platformdur. Pandas, NumPy ve SciPy gibi kiitiiphaneler veri isleme, matematiksel hesaplamalar ve istatistiksel
analiz i¢in kullanilmaktadir. Matplotlib ve Seaborn gibi gorsellestirme kiitiiphaneleri ise verilerin
gorsellestirmesine izin vermektedir. Scikit-learn, TensorFlow ve PyTorch gibi derin 6grenme ve makine 6grenimi
kiitiiphaneleri, ¢esitli modelleme ve tahmin gorevleri i¢in siklikla kullanilmaktadir. Siniflandirma islemi igin
Tensorflow kiitliphanesi kullanilmig ve bu kiitiiphanenin cesitli komutlarindan yararlanilmistir. Ayrica Keras
kiitiiphanesi kullanilarak optimizasyon algoritmasi, kayip fonksiyonu ve degerlendirme metrikleri hesaplanmis ve
tanimlanmistir. Caligmanin bulgulari bahsedilen degerlendirme kriterleri ile belirlenmis ve Sekil 2’de verilen akis
semasina gore gergeklestirilmistir.

| !
I
| Dogruluk :
" 1l
Veri Toplama L Onislem _ _SIT _an_dlim_a_ _ | |
R ! e .r : | Kesinlik :
\ [
| ;! o UKSB L !
I [ - I |
\ - | .
| Mikrop Veri Seti —> Min Maks —> — Hassasiyet |
| ! | Normalizasyon ! | | |
\ [ | TSA ‘ ! I
I [ [
! L L L F1-Skor |
__________ ! - o | |
! |
| EAA Skoru I
! [
! !

Sekil 2. Calismanin akis semasi.

Sekil 2°de verilen akis semasindan da anlasildig1 lizere ¢caligma dort asamadan meydana gelmektedir. Birinci
asama (Verilerin Toplanmasi) igerisinde, kullanilan veri seti elde edilmis ve 10 farkli mikroba ait gesitli
oznitelikler kullamlmistir. ikinci asamada (Onislem) ise verilerin ayn1 deger araliginda olmasini saglamak igin
normallestirme islemi yapilmis ve bunun i¢in minimum-maksimum normallestirmeye basvurulmustur. Ugiincii
asamada (Siniflandirma), iki farkli derin 6grenme modeli tasarlanmistir. Bu modeller UKSB ve TSA modelleridir.
Onislem asamasi sonunda elde edilen veriler, tasarlanan bu derin dgrenme modelleriyle siniflandirilmistir.
Calismanin son agamasinda ise (Degerlendirme) derin 6grenme modellerinin basarimlar1 degerlendirilmis ve
bunun i¢in dogruluk, kesinlik, hassasiyet, F1-skor ve EAA skoru degerlendirme 6l¢iitlerine bagvurulmustur.

3. Uygulama Sonuglari
3.1. TSA modelinin uygulama sonuglari

Calisma kapsaminda gelistirilen TSA modelinin parametreleri deneme-yanilma yaklasimi ile belirlenmis ve
en iyi sonuglara gore degerlendirilmistir. Modelin dogrulanmasi ise egitim-test verisinin ayristirilmasina gore
yapilmis ve verilerin %801 egitim, geri kalan %20’si test amaciyla kullanilmistir. Egitim islemi 250 iterasyon ile
gergeklestirilmistir. Modelin kaybi icin kategorisel ¢apraz entropi kullanilmis ve en iyileme islemi igin ise Adam
yontemine basvurulmustur. Sekil 3’te gelistirilen modelin parametreleri grafik iizerinde gosterilmistir. Tablo 3’te
TSA smiflandiricisinin uygulama sonuglar1 verilmistir. Tablo 3’te verilen bulgular dogrultusunda, TSA modeli ile
%92,53 oraninda bir dogruluk degeri elde edilmistir. Bu model ile %88,66 oraninda kesinlik degeri hesaplanirken,
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bu modelin hassasiyet degeri ise %90,50 olmustur. Bunlara ek olarak, Fl-skor degeri %89,57 olarak
hesaplanmistir. Modelin EAA skoru ise 0,99 olmus ve olaganiistii bir siniflandirma gergeklestirilmistir. Sekil 4°te
bu modelin AIK grafigi ve karmasiklik matrisi verilmistir.

TSA_katmani_input | input: | [(None, None, 24)]
InputLayer output: | [(None, None, 24)]

TSA_katmani | input: | (None, None, 24)
SimpleRNN | output: (None, 128)

Seyreltme Katmani | input: | (None, 128)
Dropout output: | (None, 128)

YiginNormallestirme Katmani | input: | (None, 128)

BatchNormalization output: | (None, 128)

A
Duzlestirme_Katmani | input: | (None, 128)

Flatten output: | (None, 128)

Birinci TamBaglantiliKatman | input: | (None, 128)
Dense output: | (None, 2048)

Ikinci TamBaglantiliKatman | input: | (None, 2048)
Dense output: | (None, 1024)

Cikti_ Katmani | input: | (None, 1024)
Dense output: | (None, 10)

Sekil 3. Gelistirilen TSA siniflandiricisinin parametreleri.

Karmasiklik Matrisi
0 2 4 6 8

653 0 105 0 1 0 O O 0 ©

o

Alici Isletim Karakteristigi Grafigi 0 370 0 0 4 0 O 1 0 O
IR BT e = e e
{’1'- //’: 21 0 0 161 O 0 71 O 0 0 0
y e —
Al 2
084 e § |0 0 0250 0 0 0 65 0
§ Sinif 0 igin AIK Btfisi (alan=1.00) | 3,126 1 0 0 740 0 0 0 0 O
9_0 6 Sinif 1 igiDArK Egrisi (alan = 1.00) | <&
5 —— Sinif2fin AIK Egrisi (alan=099) | £ 0 0 0 0 0 495 0 0 0 11
g | smif 3 icin AIK Egrisi (alan = 0.99) | ©
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Sekil 4. TSA modelinin degerlendirme grafikleri: (a) alic1 igletim karakteristigi, (b) karmagiklik matrisi (Simif 0
Aspergillus sp, Sinif 1, Diatom, Sinif 2 Penicillum, Sinif 3 Pithophora, Sinif 4 Protozoa, Smif 5 Raizopus, Simif 6 Spirogyra,
Sinif 7 Ulohrix, Sinif 8 Volvox ve Sinif 9 Yeast etiketlerini ifade etmektedir.)
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Tablo 3. TSA modelinin siniflandirma sonuglari.

Dogruluk Kesinlik Hassasiyet F1-Skor EAA Skoru
%92,53 %88,66 %90,50 %89,57 0,99

3.2. UKSB modelinin uygulama sonuglari

Calisma kapsaminda gelistirilen UKSB modelinin parametreleri deneme-yanilma yaklagimi ile belirlenmis
ve en iyi sonuglara gore degerlendirilmistir. Modelin dogrulanmasi ise egitim-test verisinin ayristirilmasina gore
yapilmis ve verilerin %801 egitim, geri kalan %20’si test amactyla kullanilmistir. Egitim islemi 250 iterasyon ile
gerceklestirilmigtir. Modelin kaybi icin kategorisel ¢apraz entropi kullanilmis ve en iyileme islemi icin ise
RMSProp yontemine basvurulmustur. Sekil 5’te gelistirilen modelin parametreleri grafik {izerinde gosterilmistir.
Tablo 4’te UKSB simiflandiricisinin uygulama sonuglari verilmistir.

Tablo 4. UKSB modelinin siniflandirma sonuglari.

Dogruluk Kesinlik Hassasiyet F1-Skor EAA Skoru
999,85 999,80 %99,85 999,82 1,00

Tablo 4’te verilen bulgular dogrultusunda, UKSB modeli ile %99,85 oraninda dogruluk degeri elde edilmistir.
Bu model ile %99,80 oraninda kesinlik degeri elde edilirken, bu modelin hassasiyet degeri ise %699,85 olmustur.
Bunlara ek olarak, F1-skor degeri %99,82 olarak hesaplanmigtir. Modelin EAA skoru ise 1,00 olmus ve olaganiistii
bir siniflandirma gerceklestirilmistir. Sekil 6°da bu modelin AIK grafigi ve karmasiklik matrisi verilmistir.

UKSB_katmani_input | input: | [(None, None, 24)]
InputLayer output: | [(None, None, 24)]

UKSB_katmani | input: | (None, None, 24)
LSTM output: (None, 128)

Seyreltme Katmani | input: | (None, 128)

Dropout output: | (None, 128)

YiginNormallestirme Katmani | input: | (None, 128)
BatchNormalization output: | (None, 128)

A 4
Duzlestirme_Katmani | input: | (None, 128)

Flatten output: | (None, 128)

4
Birinci_TamBaglantiliKatman | input: | (None, 128)

Dense output: | (None, 2048)

A
Ikinci_TamBaglantiliKatman | input: | (None, 2048)

Dense output: | (None, 1024)

/
Cikti_Katmani | input: | (None, 1024)

Dense output: | (None, 10)

Sekil 5. Gelistirilen UKSB siniflandiricisinin parametreleri.
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Sekil 6. UKSB modelinin degerlendirme grafikleri: (a) alici isletim karakteristigi, (b) karmasiklik matrisi (Smif 0
Aspergillus sp, Sinif 1, Diatom, Sinif 2 Penicillum, Sinif 3 Pithophora, Sinif 4 Protozoa, Simif 5 Raizopus, Simf 6 Spirogyra,
Sinif 7 Ulohrix, Simif 8 Volvox, ve Sinif 9 Yeast etiketlerini ifade etmektedir.)

4. Tartisma

TSA ve UKSB smiflandiricilariyla yapilan ¢aligmalar karsilastirildiginda UKSB ile yapilan siniflandirmanin
daha etkili oldugu goézlemlenmistir. TSA ile gergeklestirilen siniflandirma igslemi sonucunda yaklasik %93
oraninda dogruluk elde edilmistir. Bu sonu¢ UKSB ile yaklasik %100’¢ yiikselmistir. Dogruluk skorlar1 agisinda
birbirlerine yakin sonuglar liretse de UKSB modeli daha etkili olmustur. Bunun nedenlerinden biri, TSA modelinin
yapisinda bulunan problemlerden birisi olabilir. Onceki kisimlarda bahsedilmis olan kaybolan gradyan ya da ugan
gradyan problemi burada yasanmis olabilir. Bu da TSA sonucunun UKSB modeline gére daha diisiik olmasina
vesile olmus olabilir. Benzer yaklagik sonuglar kesinlik, hassasiyet ve F1-skor i¢in de goézlemlenmistir. Ancak
EAA skorlarina gore bir karsilastirma yapildiginda iki model de olaganiistii bir siniflandirma gerceklestirmistir.
Simiflandirma islemiyle iki yontemin de etkili oldugu dogrulanmis ve UKSB modelinin TSA modelinden daha iyi
sonuglar irettigi de goézlemlenmistir. Calismanin bulgulari ayn1 zamanda alanyazinda ayni veri setiyle yapilan
diger caligmalarla da karsilagtirilmig ve bu karsilagtirmanin sonuglari Tablo 5°te verilmistir.

Tablo 5. Bu ¢alisma ve diger ¢alismalar arasindaki karsilagtirmanin sonuglari.

Kaynak Simiflandirma Yoéntemleri Degerlendirme Kriterleri Dogruluk Skoru
[9] LR, KNN, DVM Dogruluk, kesinlik, hassasiyet, F1-skor %98,22
[10] CKA, SMO, Bagging, J48 Dogruluk %97,22
[11] SMO Dogruluk 998,60
Bu ¢alisma UKSB, TSA Dogruluk, kesinlik, hassasiyet, F1-skor, EAA 9099,85

Tablo 5’ten de goriildiigii izere 6nerilen ¢aligma en etkili sonucu tiretmistir. Bunun en 6nemli nedenlerinden
birisi veri sayisinin ¢ok olmasidir. Derin 6grenme algoritmalar1 veri sayisinin ¢ok oldugu durumlarda etkili
olmaktadir [19]. Bir diger nedeni ise, makine 6grenmesi algoritmalarinin aksine, el yordamiyla bir 6znitelik
¢ikarilmamig ve smiflandiricilar 6znitelikleri kendileri elde etmistir. Bu sayede etkili bir 6znitelik ¢ikarimi
gerceklestirmiglerdir. Calismanin avantajlari ve dezavantajlart su sekilde 6zetlenebilir:

e  Derin 6grenme yontemlerinin mikroplarin siniflandirilmasina etkili oldugu gosterilmistir.

e Oznitelik ¢ikarimi1 yapmadan (ham veri) ile siniflandirma isleminin de etkili olabilecegi gozlemlenmistir.

e Derin 6grenme veri sayisinin ¢ok oldugu durumlarda daha etkili olmaktadir. Bu c¢aligma bunu

dogrulamistir.

e Alanyazinda incelenen galigmalar dogrultusunda, bu alandaki caligmalarin azlig1 dikkat ¢cekmektedir.

Alanyazinda yapilacak olan yeni ¢alismalar ile bu calismadaki sonuglar desteklenebilir ya da tartigilabilir.
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e  Farkli derin 6grenme yontemlerinin kullanilmasi ve irdelenmesi gerekmektedir. Bu sayede bu ¢aligmada
elde edilen bulgular daha saglikli bir sekilde yorumlanabilir.

5. Sonug¢

Bu ¢aligmada ¢esitli mikroplarin 6zellikleri kullanilarak siniflandirilmasi yapilmigtir. Caligma kapsaminda
mikroskobik goriintiilerden elde edilen verilere ait veri seti kullanilmis ve siniflandirma islemi dort asamada
gerceklestirilmistir. Birinci asamada veri setinden veriler elde edilmistir. ikinci asamada veriler dnisleme tabi
tutulmus ve minimum-maksimum normallestirme islemiyle verilerin degeri [0-1] araligina indirgenmistir. Uciincii
asamada derin 6grenme modelleri tanimlanmig ve hem TSA hem de UKSB simiflandiricilart kullanilmistir. Son
asamada ise bu siniflandiricilarin performanslart dogruluk, kesinlik, hassasiyet, F1-skor ve EAA skorlan ile
Olciilmiistlir. TSA smiflandiricisiyla %92,53 oraninda dogruluk, 0,99 oraninda EAA skoru elde edilmistir. UKSB
ile yapilan siniflandirma igleminde ise %99,85 oraninda dogruluk elde edilirken, EAA skoru ise 1,00 olarak
Olciilmiistlir. EAA skorlarma gore degerlendirme yapildiginda iki siniflandiricinin da olaganiistii bir siniflandirma
yaptigi gozlemlenmistir. Bu ¢alisma ile derin 6grenme modellerinin mikroplar1 siniflandirmadaki basarimi
gosterilmis ve alanyazina katki saglanmistir. Bunlara ek olarak, herhangi biz 6znitelik ¢ikarimi yapilmamis ve
Oznitelik se¢imine bagvurulmamistir. Bu dezavantajlara ragmen basarili bir siniflandirma islemi
gerceklestirilmistir. Sonraki ¢aligmalarda, mikroplarin tiirleri siniflandirilacak ve tiirler ile mikroplar arasindaki
biyogesitlilik arastirilacaktir.
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