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KONUT FİYATLARI TAHMİNİNDE MAKİNE ÖĞRENMESİ SINIFLANDIRMA 

ALGORİTMALARININ KULLANILMASI: KÜTAHYA KENT MERKEZİ ÖRNEĞİ 

 

Hasan Arda BURHAN 

Öz 

Artan şehirleşme ve hızlı ekonomik gelişmeler konut piyasalarının büyümesine neden olmakta; bu bağlamda hem 

kentlere doğru göçün bir sonucu, hem de konutların yatırım ve servet koruma araçları olarak görülmeleri nedeniyle 

konut talebi de zaman içinde yükselmektedir. Öte yandan konut fiyatları birçok faktörden etkilenmekte olup, 

literatürde bunları içeren farklı modeller ve çeşitli yöntemler dâhilinde konut fiyat tahmin çalışmaları yapılmaktadır. 

Konut piyasalarının Türkiye’nin ekonomik büyüme araçlarından biri olarak taşıdığı öneme paralel olarak bu çalışmada 

Kütahya ili merkez ilçesinde hanehalkının büyük çoğunlukla ikamet ettiği 4 odalı (3+1) konut fiyatlarının 

sınıflandırma tahmini, konut fiyatlarını etkileyen çeşitli kriterler ve bunlara ilişkin verilerin yer aldığı bir modelin 

farklı makine öğrenmesi sınıflandırma algoritmalarında çalıştırılmasıyla gerçekleştirilmiştir. Analiz sonucunda Naive 

Bayes (NB) yöntemi dışındaki k-En Yakın Komşu (k-EYK), Karar Ağaçları (KA) ve Rastgele Orman (RO) 

algoritmaların doğruluk oranlarının %60 üzerinde olduğu, temel performans ölçütü olan AUC skorlarına göre ise en 

başarılı tahmin yönteminin RO ve bunu takiben k-EYK olduğu görüşmüştür. Sonuç olarak ele alınan değişkenler ve 

veri seti bağlamında söz konusu iki yöntemin Kütahya ili kent merkezindeki 4 odalı dairelerin konut fiyatlarının 

tahmininde başarılı sonuç verdiği görülmüştür. 

Anahtar Kelimeler: Konut fiyatları, makine öğrenmesi, karar ağaçları, rastgele orman, Kütahya. 

JEL Kodları: C13, C38, R32 

 

USING MACHINE LEARNING CLASSIFICATION ALGORITHMS IN 

FORECASTING HOUSING PRICES: THE CASE OF KUTAHYA CITY CENTER 

 

Abstract 

The increasing urbanization and rapid economic development have led to growing housing markets. This has resulted 

in a rising demand for housing due to migration towards cities and the acceptance of housing as both an investment 

and a wealth protection tool. On the other hand, housing prices are affected by many factors, thereby studies on 

housing price forecasts are carried out within the scope of different models and various methods. In line with the 

significant importance of housing markets as one of Turkey's economic growth tools, this study includes the forecast 

of the classification of 4-bedroom (3+1) housing prices in the central district of Kütahya province. The dataset used 

includes various criteria that affect housing prices, and different machine learning classification algorithms that are 

utilized. As a result, it is seen that the accuracy rates of the k-Nearest Neighbor (k-NN), Decision Trees (DT) and 

Random Forest (RF) algorithms were above 60%.  As the main performance criterion, the AUC scores yielded that 

the most successful classification forecast is acquired by the RF algorithm, which is followed by the k-NN. In the 

context of the variables and data set included in this study, it was seen that successful outcomes in the classification 

forecasts of 4-bedroom apartments’ housing prices in the city center of Kütahya were obtained by these two methods.  

Keywords: Housing prices, machine learning, decision trees, random forest, Kutahya. 
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Giriş 

Barınma ihtiyacının karşılanmasındaki temel rolünün yanı sıra bir yatırım aracı olarak da 

değerlendirilen konutlar, bu bağlamda hem günlük hayatın devam ettirildiği güvenli sığınaklar 

hem de ülke paralarının olası değer kayıplarına karşılık birer servet koruma aracı olarak insan 

yaşamı ve ekonomiler açısından büyük önem taşımaktadırlar. Öte yandan ülke ekonomileri 

geliştikçe kentlere doğru göç hareketliliğinin ve konut talebinin arttığı bilinmektedir. Türkiye’de 

büyüme politikasının temel araçlarından biri olarak kabul edilen konut piyasası, konut fiyatlarını 

gayrimenkul yatırımı ve ikamet kararlarını etkilemesi açısından tüketiciler, işletmeler, yönetici ve 

karar alıcılar ile politika yapıcılar için en önemli ilgi odağı haline getirmektedir. Diğer taraftan 

konut fiyatlarında görülen değişimler, ülke Gayri Safi Yurtiçi Hasıla (GSYH)’sının ve 

enflasyonunun izlediği seyrin bir anlamda göstergesi olmakta, bu doğrultuda da konut fiyatlarının 

takip edilmesi gereklilik arz etmektedir (Case vd., 2005). Türkiye İstatistik Kurumu (TUİK) 

tarafından açıklanan güncel verilere göre 2022 Ocak-Kasım dönemindeki Türkiye’de konut 

satışları, 2021 yılı aynı döneme göre %1’lik artış göstermiştir (TÜİK, 2022b). Bununla birlikte 

Türkiye Cumhuriyeti Merkez Bankası (TCMB)’nın açıkladığı en son verilere göre Konut Fiyat 

Endeksi (KFE) bir önceki aya kıyasla 2022 Kasım ayında %3,8 oranında, 2021 Kasım ayına göre 

ise nominal olarak %174,3 ve reel olarak %54 oranında artış göstermiştir (TCMB, 2022a). Bu 

bağlamda söz konusu endekse ek olarak kredi faiz oranları, GSYH, altın ve kur fiyatları ile tüketici 

güven endeksi gibi farklı değişkenler de konut talebi ve fiyatlamasında göz önünde bulundurulan 

faktörler olarak belirtilebilmektedir (Akay vd., 2019; Korkmaz, 2019). Buna ek olarak Rahadi vd. 

(2015)’ne göre konut fiyatları aynı zamanda fiziksel, tarz (konsept) ve lokasyon olmak üzere üç 

özellikten de etkilenmekte olup oda sayısı, bina yaşı gibi özellikler fiziksel nitelikleri; geleneksel, 

modern, akıllı ev, vb. nitelikler konsepti; çeşitli önemli tesis ve kurumlara yakınlık ise lokasyon 

özelliklerini ifade etmektedir. Öte yandan konut fiyatlama örüntülerinin anlaşılması ve bunu 

etkileyen faktörlerin belirlenebilmesi yalnızca tüketicilerin değil, aynı zamanda gayrimenkul 

endüstrisindeki mülk sahipleri, analistler ve politika yapıcılarının yanı sıra şehir ve bölge planlama 

yetkililerinin de ilgilendiği bir konudur. KFE’nin, genel anlamda konut fiyatlarındaki seyrin takip 

edilmesinde en temel göstergelerden biri olduğu bilinmekle birlikte, konut fiyatlarının konum, 

şehir, nüfus, fiziksel özellikler gibi birçok kriterle ilişkili olması, bu tahmin sürecinin tek bir 

konutun fiyatını tahmin etmede kabataslak ve yaklaşık bir tahminci olan ve ortalama fiyat 

değişikliklerini izleyen bir tekrar satış endeksi olan KFE’den daha fazla bilgiye ihtiyaç duymasına 

yol açmaktadır (Adetunji vd., 2022). Bu bağlamda konut piyasalarının ülke ekonomileri açısından 

önemine ve konut fiyatlarını etkileyen faktörlerin çeşitliliğine paralel olarak literatürde farklı 

yöntemler dâhilinde fiyat tahmin çalışmalarının yapıldığı ifade edilebilmektedir. Özellikle son 

yıllarda bilhassa yapay zekâ ve makine öğrenmesi tabanlı tahmin sistemlerinin, karar verici ve 

araştırmacılara konut fiyatlaması sürecinde yardımcı olabileceği açıklıkla görülmüştür. Bir veri 

kümesindeki kuralları, ilişkileri ve kalıpları belirlemeye yönelik uygun bir yaklaşım sunan makine 

öğrenmesi algoritmaları, kredi analizi, görüntü tanıma, meteoroloji, tıp, dolandırıcılık tespiti, 

müşteri ilişkileri, biyoinformatik, tarım gibi birçok alanda kullanılmaktadır (McQueen vd., 1995; 

Liakos vd., 2018). Buna ek olarak konut piyasasının hali hazırdaki büyüme sürecinde, Destek 

Vektör Makineleri (DVM), Karar Ağaçları (KA), Yapay Sinir Ağları (YSA), Rastgele Orman 

(RO), k-En Yakın Komşu (k-EYK), Genetik Algoritmalar (GA), Gradient Boosting (GB), Naive 

Bayes (NB), Classification and Regression Tree (CART), GRNN, BPNN, RIPPER, AdaBooST, 

gibi makine öğrenmesi algoritmalarının da konut fiyatı tahmininde sıklıkla kullanılır hale geldiği 

söylenebilir (Monika vd., 2021).  

Diğer taraftan 2022 yılında TÜİK tarafından yayınlanan adrese dayalı nüfus kayıt sistemi sonuçları 

incelendiğinde Kütahya ili toplam nüfusu 580.701 olup, Merkez ilçe nüfusu 282.243 ve nüfus artış 

hızı ise binde 17.8 ile binde 7.1 olan Türkiye ortalamasının on puan üzerindedir (TÜİK, 2022a). 

Yine TÜİK’in gerçekleştirdiği “İstatistiklerle Aile” çalışmasına ilişkin veriler incelendiğinde 
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Türkiye’de ortalama hanehalkı büyüklüğü 2008 yılında 4 iken 2021 yılında bu sayı 3,2’ye 

gerilemiş; çocuklu çiftlerden oluşan hanehalkının toplam hanehalkına oranı 2008 yılında %54,7 

iken bu değer 2021 yılına gelindiğinde %40,8 olmuştur (TÜİK, 2021a). Kütahya ili özelinde son 

istatistiklere göre toplam hanehalkı sayısı 192.678 ve bunlar içinde tek çekirdek aileden ve en az 

bir çekirdek aile ve diğer kişilerden oluşan hanehalkı toplamı 146.193 olup, hanehalkının büyük 

çoğunluğunun tek çekirdek aileden (120.039) oluştuğu ifade edilebilmektedir (TÜİK, 2021a). Öte 

yandan TÜİK’in 2021 yılı “Bina ve Konut Nitelikleri Araştırması”na göre tek çekirdek aileden ve 

en az bir çekirdek aile ve diğer kişilerden oluşan hanehalklarının çoğunlukla 4 odalı (salon dâhil) 

konutlarda ikamet ettikleri (sırasıyla %50,1 ve %49,1) görülmüştür (TÜİK, 2021b). Yine aynı 

araştırmaya göre Kütahya özelinde ise hanehalkının %67,7’sinin ev sahibi olduğu, %39’unun 4 

odalı konutlarda ikamet ettiği ve binaların %41,2’sinin 2001 yılı ve sonrasında inşa edildiği 

belirtilmiştir (TÜİK, 2021b). Yine TÜİK tarafından sağlanan söz konusu istatistiklere göre 

Kütahya kent merkezinde konut satışlarında 2017 yılına kadar görülen belirgin artış, aynı ivmeyi 

devam ettirememiş ve 2019 yılında yaklaşık olarak 2015 yılı rakamlarına geri dönmüş olup 2020 

yılında az miktarda artış ve 2021 yılında ise küçük miktarda azalış göstermiştir.  

Buna uygun olarak bu çalışmada seçili makine öğrenmesi algoritmalarının Kütahya ili kent 

merkezindeki konut fiyat tahmin sınıflandırma performansları ve yeterlilikleri, ilgili istatitistiklere 

göre Kütahya ilinde hanehalkının büyük çoğunluğunu oluşturan tek çekirdek aileden ve en az bir 

çekirdek aile ve diğer kişilerden ibaret hanehalklarının büyük oranda ikamet ettikleri 4 odalı (salon 

dâhil) konutlar için konut piyasası literatürü göz önünde bulundurularak belirlenen seçili kriterleri 

içeren bir model yardımıyla değerlendirilmiş ve analiz edilmiştir. İlgili literatürde makine 

öğrenmesi tekniklerinin kullanıldığı ve Kütahya ili konut fiyatlarını odak alan herhangi bir 

çalışmanın bulunmaması, bu çalışmanın temel motivasyonunu teşkil etmektedir. Çalışmanın takip 

eden bölümünde ilgili alandaki literatür taraması verilmiş olup, ikinci bölümde analizde kullanılan 

veri ve yöntemlere ilişkin açıklamalar, uygulama bölümünde ise söz konusu yöntemlerle 

gerçekleştirilen analizin ayrıntılı açıklamaları yer almaktadır. Sonuç ve tartışmalar bölümünün 

içeriğini ise elde edilen ise sonuçlar ve bunlara ilişkin yorum ve değerlendirmeler oluşturmaktadır. 

1. Literatür Taraması 

Literatürde konut fiyatlarının tahmininde makine öğrenmesi algoritmalarının yanı sıra istatistiksel 

ve ekonometrik modellerle yapılmış olan çok sayıda çalışma yer almaktadır. Dünya genelinde 

makine öğrenmesi algoritmaları kullanılarak konut fiyat tahminine ilişkin yapılmış çalışmalardan 

bazılarına ilişkin detaylar Tablo 1’de verilmektedir: 
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Tablo 1: Konut Fiyatı Tahmininde Makine Öğrenmesi Algoritmalarının Kullanıldığı Çalışmalar 

Referans Algoritma Referans Algoritma 

Chen vd. (2017) DVM Pai ve Wang (2020) DVM,CART, GRNN, 

BPNN 

Embaye vd. 

(2021) 

Ridge ,KA, Bagging, 

RO, GB 

Park ve Bae (2015) C4.5, RIPPER, NB, 

AdaBoost 

Fu (2018) DVM, YSA, RO Plakandaras vd. (2015) EEMD, DVM 

Gu vd. (2011) GA, DVM Rafiei ve Adeli (2016) Deep Belief Restricted 

Boltzmann Machine, 

GA 

Ho vd. (2021) DVM, RO, GB Rawool vd. (2021) KA, RO 

Huang (2019) KA, GB, RO, DVM Rico-Juan ve de La Paz 

(2021) 

K-EYK, KA, RO, 

AdaBoost, XGBBoost, 

vb. 

Kamal vd. (2020) KA, RO Thamarai ve Malarvizhi 

(2020) 

KA 

Li vd. (2009) DVM Vasquez ve 

Chellamuthu,  (2021) 

DVM 

Monika vd. 

(2021) 

Extreme-GB, GB, RO, 

DVM 

Vineeth vd. (2018) YSA 

İstatistiksel ve ekonometrik temelli çalışmalara ise Acar (2020), Alfiyatin (2017), Cabrera vd. 

(2011), Çaglayan Akay vd. (2019), İslamoğlu ve Nazlıoğlu (2019), Kangallı Uyar ve Yayla (2016), 

Kouwenberg ve Zwinkels (2014), Liu ve Wu (2020), Milunovich (2020), Özen (2022), Özgüler 

vd. (2022), Sağlam ve Abdioğlu (2020), Sevinç (2022), Webb vd. (2016), Wei ve Cao (2017), 

Yang vd. (2018); Yayar ve Deniz (2014), Zohrabyan vd. (2008) örnek olarak verilebilir. Öte 

yandan ilgili literatürde makine öğrenmesi yöntemlerinin Türkiye’deki konut fiyatlarının 

tahmininde kullanıldığı çalışmaların sınırlı sayıda olduğu ifade edilebilmektedir. Buna göre; 

Yılmazel vd. (2018), Eskişehir’deki konut fiyatlarını YSA yöntemi ile tahmin ettikleri 

çalışmalarında 13 farklı kriter dahilinde 2017 yılı Ocak-Mart ayları arası verilerin yer aldığı19 

farklı model geliştirerek model performanslarını karşılaştırmışlardır. Elde edilen sonuçlar, 

YSA’nın konut fiyatlarının tahmininde etkili bir yöntem olduğunu ortaya koymuştur. Savaş (2019) 

Ankara ili Gölbaşı ilçesindeki konut fiyatlarının tahmini için 42 kriter içeren dört farklı veri setine 

DVM ve Çoklu Lineer Regresyon (ÇLR) yöntemlerini uygulamıştır. Sonuçlara göre DVM 

uygulaması sonuçlarının tutarlı olduğu ve kullanılan yöntemlerin klasik gayrimenkul değerleme 

yöntemleri içinde karlı bir seçenek olarak değerlendirilebileceği ifade edilmiştir. Ulvi ve Özkan 

(2019), YSA ve Bulanık Mantık yaklaşımlarından faydalanarak Konya, Selçuklu ilçesinde yer alan 

konutlara ilişkin 8 değişken altındaki verilerin yer aldığı modelle fiyat tahminlemesi yaptıkları 

çalışmalarında, piyasadaki fiyatlara daha çok yaklaşmış olması nedeniyle YSA yönteminin daha 

isabetli tahminler veren bir yöntem olduğu belirtilmiştir. Aydemir vd. (2020) geliştirdikleri konut 

verilerini toplayan ve kaydeden bir sistem vasıtasıyla İstanbul’daki konut fiyatları için 176 farklı 

özelliğe dayanan 14 farklı algoritma ile tahminleme gerçekleştirmişlerdir. RO ve Derin Öğrenme 

(DÖ) yöntemlerinin kullanıldığı çalışmada en başarılı yaklaşım, 852 konut için tutarlı tahminlerde 

bulunan RO algoritması olmuştur. Araştırmacılar, bu bağlamda farklı yapay zeka yöntemlerinin 

de konut piyasası için fiyat tahmininde kullanılabilir olduğunu belirtmişlerdir. Erkek vd. (2020) 

Ocak 2015-Aralık 2019 arası 5 yıllık dönem için 15 açıklayıcı değişken ve İstanbul, İzmir, 

Ankara’ya ait verilerin yer aldığı bir model çerçevesinde yürüttükleri çalışmalarında, DVM ve 

YSA yöntemleriyle tahminler gerçekleştirmişlerdir. YSA algoritmalarının daha başarılı sonuçlar 
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verdiği çalışmanın bir diğer sonucuna göre lokasyon ve konut büyüklüğü en önemli değişkenler 

olarak öne çıkmıştır. Selçi (2021) 2013 Ocak-2019 Aralık dönemi için aylık verilerden ve döviz 

kurları, yabancılara konut satışı, konut kredisi faizleri, Tüketici Fiyat Endeksi (TÜFE), yeni ve 

yeni olmayan KFE değişkenlerinden oluşan bir model dahilinde YSA yaklaşımıyla konut 

fiyatlarını tahmin etmiştir. Elde edilen sonuçlara göre 2020 Ocak dönemi için yapılan tahminlerin 

gerçeğe oldukça yakın olduğu, ayrıca mevsimsellik tespitinde YSA’nın oldukça etkili sonuç 

verdiği ortaya çıkmıştır. Altun (2022), Ankara Etimesgut ilçesi için  2020 yılı Haziran-Aralık 

döneminde kamu konut ihale bedeli verilerini kullanmışlardır. 16 bağımsız değişken içeren YSA 

modelleriyle yapılan tahmin sonuçlarına göre %93 doğruluk oranı elde edilmiş, bu bağlamda ilgili 

yöntemin konut değerlemesinde kullanılabilir bir yapı sunduğu ortaya çıkmıştır. Doğan vd. (2022) 

çalışmalarında Ankara Keçiören ilçesinde yer alan konutlar için geliştirdikleri 11 parametre içeren 

20 ayrı YSA modelini kullanarak fiyat tahmininde bulunmuşlarlardır. Tahmin sonuçlarına göre 

YSA yaklaşımının konut fiyatlarını öngörmede yüksek tahmin oranı ile başarılı sonuç verdiği 

görülmüştür. Kayakuş vd. (2022), RO, YSA ve DVM yöntemlerini kullanarak 9 değişken  ve Ocak 

2013-Kasım 2020 arası aylık verileri içeren içeren modeller çerçevesinde konut metrekare 

fiyatlarını tahmin etmişlerdir. Her üç yöntemin de başarılı sonuç verdiği çalışmanın, özellikle 

Türkiye gibi gelişmekte olan ülkeler için önem taşıyan konut inşa ve fiyat öngörüleri için yol 

gösterici olacağı belirtilmiştir. Özdemir vd. (2022), Sakarya ili Serdivan, Adapazarı, Arifiye and 

Karasu ilçeleri için DÖ, Polinomsal Regresyon ve RO algoritmaları kullanarak konut fiyat 

tahmininde bulunmuşlardır. 7 değişken içeren modeller çerçevesinde yapılan hesaplamalar 

sonucunda en iyi öngörü sonucunun DÖ yöntemi ile elde edildiği, bunu ise RO algoritmasının 

takip ettiği ifade edilmiştir. 

2. Veriler ve Yöntem 

Çalışma verileri Kütahya ili Merkez ilçe için popüler bir e-ticaret sitesine çoklu bağlantılar 

yoluyla, bu sitede 2022 Aralık ayı itibariyle yer alan merkezi sistem, kombi veya yerden ısıtma 

özelliğine sahip satılık tüm 3+1 daire ilanlarından derlenmiştir. Veri setinde 5 değişken altında 

621 adet gözlem yer almaktadır. Konut fiyatını etkileyen değişkenler Sevinç (2022)’in Lancaster 

(1966) temelli hedonik fiyatlama modeli yaklaşımına uygun olarak belirlenmiştir. Buna göre 

modeldeki değişkenler ve kısa açıklamaları Tablo 2’de verilmektedir: 
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Tablo 2: Model Değişkenleri ve Açıklamaları 

Bağımlı Değişken Düzeyler Açıklama 

Konut Fiyatı 

(ordinal) 

0) 500.000-1.000.000 

1) 1.000.001-1.500.000 

2) 1.500.001-2.000.000 

3) 2.000.001-2.500.000 

4) 2.500.001 ve üzeri 

Dairenin fiyatının TL cinsinden değeri 

Bağımsız 

Değişkenler 

Düzeyler Açıklama 

Net m2 (ordinal) 0) 50-100 

1) 101-150 

2) 151-200 

3) 201-250 

4) 250 ve üzeri 

Dairenin sahip olduğu alanın m2 cinsinden 

değeri 

Bina Yaşı (ordinal) 0) 0 (Yeni) 

1) 1 

2) 2 

3) 3 

4) 4 

5) 5-10 

6) 11-15 

7) 16-20 

8) 21-25 

9) 26-30 

10) 31 ve üzeri 

Dairenin yer aldığı binanın yıl cinsinden yaşı 

Bulunduğu 

Kat (ordinal) 

0) Zemin 

1) 1. Kat 

2) 2. Kat 

3) 3. Kat 

4) 4. Kat 

5) 5. Kat 

6) 6. Kat 

7) 7. Kat 

8) 8. Kat 

9) 9. Kat 

10) 10. Kat ve üzeri 

 

Dairenin binada yer aldığı kat 

Site İçinde (nominal) 0) Evet 

1) Hayır 

Dairenin sitede yer alan bir binada olup 

olmadığı 

Tablo 2.’de görüldüğü üzere çalışmada kullanılan model, net m2, bina yaşı, bulunduğu kat, site 

içinde olup olmama durumunu bağımsız değişken; konut fiyatını ise bağımlı değişken olarak 

içermektedir.  

Öte yandan makine öğrenmesi yöntemleri, genel anlamda denetimli/gözetimli (supervised), 

denetimsiz/gözetimsiz (unsupervised) ve takviyeli (reinforcement) olmak üzere üç farklı kategori 

altında ele alınmaktadır (Ho vd., 2021). Bir denetimli öğrenme modeli, (x,y) olarak ifade 

edilebilecek bir gözlem kümesinde, model eğitimi için kullanılacak olması nedeniyle önceden 

bilinen y değişken değerlerini gerektirmektedir (Vasquez ve Chellamuthu, 2021). Denetimsiz 

öğrenmede ise algoritmalar, önceden etiketlenmemiş verileri, benzer özellikteki gözlemin 

gruplandırılması için kullanır (Savaş, 2019). Takviyeli öğrenme yöntemi, verili ödül-ceza bilgisine 

istinaden nasıl bir davranış şeklinin tercih edileceğinin belirleneceği durumlarda kullanılmaktadır 

(Murphy, 2012). Denetimli makine öğrenmesi, içeriğinde regresyon ve sınıflandırma olmak üzere 

iki yaklaşımı barındırmakta olup; regresyonda sürekli nitelikteki veri kümesinden yararlanılarak 
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çıktı tahmini yapılmakta iken, sınıflandırmada hangi sınıfa ait olduğu bilinmeyen bir örnek için en 

uygun sınıf belirlenir (Uğuz, 2021). Bu çalışmada kullanılan yöntem olan sınıflandırma, y 

değişkeni çıktıları ifade etmekte olup y Є {1, 2, ..., C} şeklinde gösterilmekte; C değeri, sınıf 

sayısını göstermekle birlikte C=2 olması halinde ikili (binary), C>2 olması halinde ise çoklu 

(multi-class) sınıflandırma söz konusu olmaktadır (Murphy, 2012). İkili sınıflandırma için Lojistik 

Regresyon, DVM ve k-DVM yöntemleri; çoklu sınıflandırma için ise k-EYK, NB, KA ve RO 

algoritmaları kullanılmaktadır (Géron, 2019). Çalışmaya dahil edilen sınıflandırma 

algoritmalarına ait özet niteliğinde açıklamalar bölümün devamında verilmiştir. 

2.1. k-En Yakın Komşu (k-EYK) Algoritması  

k-EYK sınıflandırma algoritması, eğitim setinde yer alan ve test verisi x’e en yakın k adet noktayı 

baz alarak bu kümede veri setindeki sınıflardan kaç tanesinin yer aldığını saymakta ve buna göre 

tahmin edilmek istenen verinin ait olduğu sınıfı belirlemektedir (Brownlee, 2017). k-EYK için en 

temel hususu, en yakın komşuları belirleyebilmek için test verisi ile eğitim verisi örnekleri 

arasındaki uzaklığın hesaplanması teşkil etmekte olup, Öklidyen, Manhattan, Chebyshev, 

Minkowski ve City-block, k-EYK algoritması dahilinde kullanılan uzaklık ölçütlerine örnek 

olarak verilebilmektedir (Ali vd., 2019). Bu doğrultuda algoritma için önemli olan bir diğer faktör 

k parametre değerinin belirlenmesi olarak ifade edilmektedir. Bu değerin çok büyük olarak 

belirlenmesi fazla sayıda sınıflanmış veri diğerlerine baskın çıkarak sonuçların yanlı olmasına; çok 

küçük belirlenmesi ise eğitim setinde yer alan çok sayıda örneğin kullanılabilirlik avantajını yok 

olmasına neden olduğu için en uygun k değerinin belirlenmesinde genellikle eğitim ve test veri 

setlerinde denemelerle optimizasyon yaklaşımı tercih edilir (Mucherino vd., 2009).  

2.2. Naive Bayes (NB) Algoritması  

Girdi değişkenlerinin (öznitelik) koşullu bağımsız olduğu varsayımını temel alan NB algoritması, 

böylece belli bir çıktıya (sınıf) ilişkin koşullu yoğunluğu tek boyutlu yoğunlukların çarpımı olarak 

yazma imkânı vermektedir; 

𝑝(𝑋|𝑦 = 𝑐, 𝜃) =  ∏ 𝑝(𝑥𝑗|𝑦 = 𝑐, 𝜃𝑗𝑐)𝐷
𝑗=1                 (1) 

ve böylece elde edilen model, NB sınıflandırıcısı olarak adlandırılır (Murphy, 2012). Her bir 

özniteliğe ilişkin değerlerin tek tek hesaplanmasındansa koşullu bağımsızlığı esas alarak olasılık 

hesaplamalarını, bu sayede algoritmanın işleyişini sadeleştiren algoritma bu özelliği nedeniyle saf 

(naive) olarak adlandırılmakta ve ikili ya da çoklu sınıflandırma problemleri için 

kullanılabilmektedir (Brownlee, 2017). Öznitelik sayısının fazla olduğu veri setleri için yapılan 

uygulamalarda bazı algoritmalarda sorun yaşanabilmekte iken NB algoritması için böyle bir 

durumun söz konusu olmadığı belirtilmektedir (Uğuz, 2021). Bu bağlamda NB algoritmasının 

etkin performans göstermesinin, her bir özniteliğe tek tek odaklanarak her sınıf için bu 

özniteliklerden ayrı ayrı istatistikler elde etmesi ile ilgili olduğu ifade edilmektedir (Müller ve 

Guido, 2017)  

2.3. Karar Ağacı (KA) Sınıflandırma Algoritması 

Farklı girdi değişkenleriyle yapılan testlerle en benzer eğitim örneğini bulan KA algoritmasındaki 

ağaç şekli benzetimi, modelin karar düğüm ve yapraklarından oluşması, kökten başlayarak her bir 

karar düğümünün girdi değişkenine bir ayırma (bölme) testi uygulaması ve çıktıya göre dallardan 

birinin tercih edilerek bir yaprağa ulaşıldığında arayışın sonlandırılmasını kapsamaktadır 

(Alpaydın, 2021). Sürecin başarısında saf olmama ölçütlerinden (impurity measure) 

faydalanılmakta olup, literatürde Entropi ve sürekli veriler için Gini ölçütleri tavsiye edilmektedir 

(Pajankar ve Joshi, 2022). En uygun bölme işlemi için ağaç öğrenme algoritması kullanılarak 

optimize edilmek istenen bir amaç fonksiyonu tanımlanır ve f, bölmeyi yapacak olan öznitelik, Dp 
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ve Dj sırasıyla esas ve j. düğüme ait veri setleri, I, saf olmama ölçütü, Np toplam eğitim verisi ve 

Nj ise j. düğümdeki örnek sayısını ifade etmek üzere KA algoritması; 

𝐼𝐺(𝐷𝑝, 𝑓) = 𝐼(𝐷𝑝) − ∑
𝑁𝑗

𝑁𝑝
𝐼(𝐷𝑗)𝑚

𝑗=1                   (2)  

şeklinde gösterilmektedir (Raschka vd., 2022). Makine öğrenmesi uygulamalrında kullanılan KA 

temelli algoritmalara, C4.5, C5.0, Hunt, CHi-squared Automatic Interaction Detector (CHID) ve 

CART algoritmaları örnek olarak verilebilir (Patel ve Rana, 2014). 

2.4. Rastgele Orman (RO) Sınıflandırma Algoritması 

Bir tahminin varyansını azaltmak, birçok tahminin ortalaması ile mümkün olabilmekte; örneğin M 

adet farklı ağaç birçok veri altkümesi kullanılarak eğitilmekte, rassal olarak yer değiştirme yoluyla 

seçilmekte ve tüm birim fm, m. ağaç olmak üzere; 

𝑓(𝑥) =  ∑
1

𝑀
𝑓𝑚(𝑥)𝑀

𝑚=1                        (3) 

ile torbalama (bagging) adı verilen işlem yoluyla hesaplanmaktadır (Murphy, 2012). Bu şekilde 

düzenlenen karar ağaçlarının ileri versiyonunu temsil eden RO algoritması, önyüklemesi yapılmış 

T adet örnek yaratarak CART sınıflandırıcılarını inşa eder (Breiman, 2001). Öznitelik seçim ölçütü 

olarak Gini ölçütünün tercih edildiği RO algoritmasında herhangi bir T eğitim seti için rassal olarak 

seçilen bir örneğin Ci sınıfına ait olasılığı, f(Ci, T)/(|T|) söz konusu olasılığı temsil etmek üzere 

Gini ölçütü kullanılarak; 

∑ ∑ (𝑓(𝑗≠𝑖 𝐶𝑖 , 𝑇)/|𝑇|)(𝑓(𝐶𝑗, 𝑇)/|𝑇|)                 (4) 

şeklinde ifade edilir (Pal, 2005). RO algoritması, sınıflandırma sürecinde farklı öznitelik veya 

değişkenlerin göreli önemlerini değerlendirilmesinde; aynı zamanda özellikle veri boyutlarının 

çok yüksek olduğu ve her tahmin edici değişkenin sınıflandırma modelini, en iyi değişkeni seçecek 

şekilde nasıl etkilediğinin bilinmesinin önemli olduğu durumlarda kullanılmaktadır (Rodriguez-

Galiano vd., 2012). 

3. Uygulama 

Çalışma içeriğindeki analiz, Python programlama dili ve makine öğrenmesi uygulamalarında 

sıklıkla kullanılan uygulama kütüphanelerinden Scikit-learn aracılığıyla gerçekleştirilmiştir. Bir 

önceki bölümde ifade edildiği üzere denetimli makine öğrenmesi yaklaşımında kurulan modeller, 

bilinen çıktı değişkenlerini içeren veriler kullanılarak eğitilmektedir. Bu doğrultuda öncelikle 

veriler, modeli eğitmek üzere eğitim seti ve modeli değerlendirmek üzere test seti olmak üzere iki 

bölüme ayrılır (Amr, 2020). Literatürde bölümlendirme yüzdesi ile ilgili farklı yaklaşımlar söz 

konusu olmakla birlikte genel olarak kullanılan oranların eğitim seti için %80, test seti için ise 

%20’dir (Müller ve Guido, 2017).  

Verilerin ilgili oranda bölünmesini takiben model ve algoritma değerlendirme aşamasına geçilmiş 

olup, çalışmada kullanılan tüm makine öğrenmesi algoritmalarınca izlenen aynı sürecin adımları 

aşağıda verilmiştir: 

Şekil 1: Analizde Kullanılan Algoritmalara Ait Değerlendirme Adımları 

 

Her ne kadar birçok algoritmada zaman içerisinde kategorik değişkenlerin algılanmasına yönelik 

geliştirmeler yapılmış olsa da, bunların analizde sayısal değerlere dönüştürülerek kullanılmasının 

Kategorik 
Verilerin 

Dönüştürülmesi

Modellerin 
Eğitim Setiyle 

Eğitilmesi

Test Seti 
Değerlerinin 

Tahmini

Yöntem 
Performanslarının 
Değerlendirilmesi
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daha iyi performansa ve veri özelliklerinin daha eşit bir şekilde boyutlandırılmasına imkan 

sağladığı ifade edilmektedir (Saleh, 2020). Bu doğrultuda model dâhilinde yer alan kategorik 

değişkenlere ait veriler, Scikit-learn kitaplığından faydalanılarak label encoding işlemi ile sayısal 

değerlere dönüştürülmüştür. Sonraki adımda verinin büyük bölümünü içeren eğitim seti, kalan 

bölümü için tahminler üretecek şekilde eğitilmektedir (Pajankar ve Joshi, 2022). Eğitim sürecinin 

devamında, test setine ait tahminler çoklu sınıflandırma makine öğrenmesi algoritmaları k-EYK, 

NB, KA, RO kullanılarak tahmin edilmiştir. Elde edilen tahmin ve gerçekleşen değerlere ait 

sonuçların bir bölümü Tablo 3’te verilmektedir: 

 Tablo 3: Kısmi Tahmin ve Gerçekleşen Değer Karşılaştırmaları 

* Tutarlı tahminleri ifade etmektedir 

Tablo 3, yukarıda değinildiği üzere test set değerlerinin bir bölümünü içermekte olup, son adımda 

analizde kullanılan makine öğrenmesi yöntemlerinin performanslarına ait bütünlüklü bir 

değerlendirmenin sunulabilmesi için öncelikle ilgili literatürde hata matrisi (confusion matrix) 

olarak ifade edilen ölçütten faydalanılmıştır.  Bu bağlamda her bir yönteme ilişkin doğru/yanlış 

sınıflandırma adetlerinin gösterildiği hata matrisleri hesaplanarak Tablo 4’te verilmiştir:  

 

k-EYK Tahmini NB  Tahmini KA  Tahmini RO Tahmini Gerçekleşen Değer 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

1* 2 1* 1* 1 

4* 2 4* 4* 4 

0* 2 0* 0* 0 

4* 2 4* 4* 4 

0* 2 0* 0* 0 

4* 2 4* 4* 4 

4 2 4 4 0 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

4* 2 4* 4* 4 

0* 2 0* 0* 0 

0 2 0 4 1 

4 2 0* 4 0 

4 4 4 4 0 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

4 2 4 4 0 

0 2 0 0 1 

0* 2 0* 0* 0 

0 4 4 4 1 

0* 2 0* 0* 0 

4 2 4 4 1 

0* 2 0* 0* 0 

0* 2 0* 0* 0 

4* 4* 4* 4* 4 

0* 2 0* 0* 0 
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Tablo 4: Konut Satış Fiyatı Tahminlerine İlişkin Hata Matrisleri 

 

Konut Fiyatı (TL) 

500.000-

1.000.000 

1.000.001-

1.500.000 

1.500.001-

2.000.000 

2.000.001-

2.500.000 

2.500.001 ve 

üzeri 

k-EYK Tahmin 

G
er

çe
k

 

500.000-1.000.000 51 0 0 0 9 

1.000.001-1.500.000 10 1 0 0 2 

1.500.001-2.000.000 1 0 0 0 1 

2.000.001-2.500.000 1 0 0 0 1 

2.500.001-üzeri 13 1 0 0 34 

  NB Tahmin 

G
er

çe
k

 

500.000-1.000.000 0 0 55 0 5 

1.000.001-1.500.000 0 0 10 0 3 

1.500.001-2.000.000 0 0 0 0 2 

2.000.001-2.500.000 0 0 1 0 1 

2.500.001-üzeri 0 0 35 0 13 

  KA Tahmin 

G
er

çe
k

 

500.000-1.000.000 49 4 0 0 7 

1.000.001-1.500.000 9 2 0 0 2 

1.500.001-2.000.000 0 1 0 0 1 

2.000.001-2.500.000 1 0 0 1 0 

2.500.001-üzeri 19 1 0 0 28 

  RO Tahmin 

G
er

çe
k

 

500.000-1.000.000 48 2 0 0 10 

1.000.001-1.500.000 7 2 0 0 4 

1.500.001-2.000.000 0 1 0 0 1 

2.000.001-2.500.000 1 0 0 1 0 

2.500.001-üzeri 17 1 0 0 30 

 

Tablo 4, hata matrisleri aracılığıyla elde edilen doğru ve yanlış sınıflandırma adetlerini vermekte 

ve doğru sınıflandırma adetleri, köşegen değerlerden görülebilmektedir. Buna göre gerçek satış 

fiyatı 500.000 ile 1.000.000 TL arasında olan konutlardan k-EYK yöntemi ile 51, KA ile 49 ve 

RO ile 48’inin fiyat aralığı doğru sınıflandırılmış olup, NB yöntemi ile doğru tahminleme 

gerçekleştirilememiştir. Benzer şekilde gerçek satış fiyatı 1.000.001 ile 1.500.000 TL arasında 

olan konutlardan k-EYK yöntemi ile 1, KA ve RO ile 2’sinin fiyat aralığı doğru sınıflandırılmış 

olup NB yöntemi ile isabetli sınıflandırma gerçekleştirilememiştir. Kalan sınıflandırma tahminleri 

benzer şekilde yorumlanabilmektedir. Öte yandan hata matrisleri, makine öğrenmesi sınıflandırma 

problemlerinde performans değerlendirmeleri için tek başlarına yeterli olmayıp model 

değerlendirmelerinde sıklıkla Reciever Operator Characteristic (ROC) eğrisi ve bu eğrinin 

altındaki alana ait skoru ifade eden Area Under the Curve (AUC) değerlerinin hesaplanmasına 

başvurulmaktadır (Uğuz, 2021). Buna göre hata matrislerinden elde edilen doğru pozitif/negatif 

ve yanlış pozitif/negatif değerleri kullanılarak öncelikle doğruluk (accuracy), kesinlik (precision), 

bunlara bağlı olarak doğru pozitif oranı (duyarlılık - sensivity/recall), yanlış pozitif oranı ve 

özgüllük değerleri hesaplanmakta; ROC eğrisi ise duyarlılık ve özgüllüğün birlikte gösterimini 

içermektedir (Nellore, 2015). ROC eğrisinin köşegeni rassal tahmin olarak ifade edilebilmekte ve 

bu köşegenin altına düşen tahminlerin rassal tahminlerden daha kötü olduğu, en başarılı 

sınıflandırma tahmininin ise grafiğin sol üst köşesine denk geldiği; elde edilen ROC eğrisinin 

altındaki alanın hesaplanması ile de kullanılan modelin nihai sınıflandırma performansını gösteren 

AUC değerinin elde edildiği belirtilmektedir (Raschka vd., 2022). 

AUC değeri, 0 ile 1 arasında değer almakta olup 1’e eşit alan mümkün olan en iyi değeri ifade 

etmektedir (Amr, 2020). Her ne kadar ROC eğrisi ikili sınıflandırmalar için kullanılıyor olsa da 

ele alınan çoklu sınıflandırma problemlerini çoklu ikili sınıflandırmalar haline getiren One-vs-Rest 

(OvR) ve One-vs-One (OvO) yaklaşımları ile de bu eğriler elde edilebilmektedir (Géron, 2019; 
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Raschka vd., 2022). OvR yönteminde model hedef sınıf ve diğer sınıflara ait veriler kullanılarak 

eğitilmekte, k adet eğitim verisi sınıfı söz konusu olduğunda, yine k adet sınıflandırıcı yaratılmakta 

iken; OvO yöntemi ise eğitim setindeki tek bir çift sınıfı seçerek ikili sınıflandırıcıları kullanmakta 

ve eğitim verisi sınıf sayısı k ise, yaratılan sınıflandırıcı sayısı k(k-1)/2 olmaktadır (Jang vd., 2020). 

Bu yolla elde edilecek AUC değerleri, rassal değerin 0.5 olduğu öncülüne göre 0,5-0,6 aralığı için 

başarısız, 06-0,7 aralığı için kötü, 0,7-0,8 aralığı için uygun, 0,8-0,9 aralığı için iyi ve 0,9-1 aralığı 

için ise mükemmel sınıflandırma sonucu olarak kabul edilmektedir (Safari vd., 2016; Müller ve 

Guido, 2017). Bu doğrultuda model değerlendirme sürecinin son adımı olan yöntem 

performanslarının değerlendirilmesi aşamasında her bir modele ait Doğruluk ve AUC  (OvO ve 

OvR) değerleri hesaplanmış olup sonuçlar Tablo 5’te verilmiştir: 

Tablo 5: Doğruluk ve AUC (OvO ve OvR) Değerleri 

Yöntem Doğruluk oranı AUC(OvR) AUC (OvO) 

k-EYK 0.688 0.75485 0.69888 

NB 0.104 0.58967 0.53359 

KA 0.640 0.69547 0.65371 

RO 0.648 0.79031 0.75681 

Model değerlendirme sonuçlarının gösterildiği Tablo 5’te yer alan değerler, hata matrislerinden 

elde edilen modellerin genel doğruluk oranının, NB yöntemi hariç %60 üzerinde olduğunu 

göstermektedir. Asıl performans değerlendirme ölçütleri olan AUC değerleri OvR ve OvO 

yaklaşımları bağlamında incelendiğinde ise RO yönteminin sınıflandırma için uygun performans 

verdiği; k-EYK yönteminin OvR’ye göre uygun, ancak OvO yaklaşımına göre kötü; NB 

yönteminin her iki ölçekte de başarısız; KA yaklaşımının ise her iki kritere göre de kötü 

performans gösterdiği ifade edilebilmektedir. Bu bağlamda analizde kullanılan makine öğrenmesi 

sınıflandırma algoritmalarından özellikle RO ve sonrasında K-EYK yaklaşımlarının, Kütahya ili 

kent merkezindeki 4 odalı dairelerin konut fiyatlarının tahmininde uygun performans gösterdiği 

belirtilebilmektedir 

4. Sonuç ve Tartışmalar 

İkamete mahsus gayrimenkuller, insanlar için korunma, sığınma, sağlığın muhafaza edilmesi gibi 

yaşamsal işlevleri yerine getirirken genel olarak konut piyasaları, ülke ekonomileri için özellikle 

inşaat ve finans sektörleri vasıtasıyla itici güç vazifesi görmektedirler. Bu bağlamda konut fiyat 

eğilimlerinin insanların satın alma, yatırım yapma, çalışıp yaşayacakları şehirleri seçme gibi 

önemli kararlarını büyük ölçüde etkileyen bir özelliğe sahip olduğu, bu nedenle konut fiyat 

tahminine ilişkin yaklaşım ve çalışmaların birçok araştırmacı ve karar vericinin dikkatini çektiği 

söylenebilmektedir. Literatürde otoregresif, vektör otoregresif, vektör hata düzeltme ve bunların 

varyasyonlarından oluşan farklı ekonometrik yaklaşımların yanı sıra, son yıllarda DVM, KA, RO, 

NB, torbalama (bagging), boosting, topluluk öğrenmesi (ensemble learning) gibi makine 

öğrenmesi model ve algoritmalarının da değişen ölçek ve çeşitlilikteki konut fiyatı tahminleme 

çalışmalarında sıklıkla kullanılır olduğu görülmektedir (Xu ve Zhang, 2021).  

Öte yandan temsil içeriği Türkiye geneli olmak üzere, gözlemlenebilir konut niteliklerine bağlı 

fiyat değişimlerinin hedonik regresyon yöntemiyle elde edilmiş bir endeks ile ifade edildiği 

KFE’nin TCMB tarafından yayımlanan son istatistiklerine göre ilgili endeksteki artışın, bir önceki 

yıla göre nominal olarak %170’ten, reel olarak ise %50’den fazla olduğu belirtilmiştir (TCMB, 

2022a). Bu bağlamda Türkiye’de hızla artan konut fiyatlarının halk ve politika yapıcılar açısından 

önemli bir husus haline geldiği açıklıkla belirtilebilmektedir. Öte yandan aynı endeks istatistikleri, 

çalışmanın odak ili olan Kütahya’yı içeren TR33 bölgesi (Afyonkarahisar, Kütahya, Manisa, 

Uşak) açısından incelendiğinde, endeksteki artışın 2022 yılında bir önceki yıla göre yaklaşık 

%130, 2020 yılına göre ise %248 olduğu, Kütahya ili özelinde ise yıllık yüzde değişimin %145.06 

olduğu gözlenmektedir (TCMB, 2022b; TCMB, 2022c). Diğer taraftan Kütahya ilindeki 
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hanehalkının yaklaşık %76’sının tek çekirdek aile ile en az bir çekirdek aile ve diğer kişilerden 

oluştuğu ve söz konusu hanehalklarının büyük çoğunlukla salon dahil 4 odalı evlerde ikamet 

ettikleri görülmektedir (TÜİK, 2021a; TÜİK, 2021b).  

Yukarıda ifade edilen tüm faktörler göz önünde bulundurularak bu çalışmada, Kütahya ili Merkez 

ilçesinde yer alan 4 odalı (3+1) konut fiyatlarının sınıflandırma tahmini, Sevinç (2022)’in 

Lancaster (1966) temelli hedonik fiyatlama modeli yaklaşımına uygun olarak konut fiyatını 

etkileyen net m2, bina yaşı, bulunduğu kat, site içinde olup olmama durumu bağımsız 

değişkenlerini ve konut fiyatı bağımlı değişkenini içeren model ile k-EYK, NB, KA, RO makine 

öğrenmesi sınıflandırma algoritmaları ile gerçekleştirilmiştir. Makine öğrenmesi tekniklerinin 

uygulanmasında önemli bir adım olan veri setinin eğitim ve test seti olarak iki bölüme ayrılmasını 

takiben analizin devamında modelde yer alan kategorik değişkene ait dönüşümler 

gerçekleştirilmiş, sonrasında eğitim seti ile eğitilen modellerle test seti değerleri tahmin edilmiştir. 

Elde edilen tahmin sonuçları ve hata matrislerinin tek başlarına, doğru ve yanlış sınıflandırma 

adetleri ve doğruluk oranlarını vermek dışında sağlıklı tahmin performans değerlendirme ölçütleri 

olmamaları sebebiyle, analiz sürecinin son aşamasında AUC (OvO ve OvR) skorları 

hesaplanmıştır. Doğruluk oranlarının, NB yaklaşımı hariç %60 üzerinde olduğu bilgisine ek olarak 

asıl performans değerlendirme ölçütü olan AUC skorlarına göre k-EYK yönteminin yalnızca 

OvR’ye göre uygun; RO algoritmasının ise hem OvR hem OvO ölçeğinde uygun sınıflandırma 

performansı gösterdiği ve bu iki yöntemin Kütahya ili kent merkezindeki 4 odalı dairelerin konut 

fiyatlarının tahmininde başarılı sonuç verdiği görülmüştür. 

Çalışmanın önceki bölümlerinde ifade edildiği üzere bu çalışmanın temel motivasyonunu Türkiye 

genelinde makine öğrenmesi tekniklerinin konut fiyatı tahmininde kullanıldığı kısıtlı sayıda 

çalışmanın olması ve bilhassa Kütahya ili özelinde bir çalışmanın yer almaması teşkil etmekle 

birlikte, bu durum analiz sonucunda elde edilen bulguların önceki çalışmaların bulgularıyla 

karşılaştırılma imkanından yoksun kalmasına da neden olmaktadır. Öte yandan söz konusu 

karşılaştırma yöntem perspektifinden yapılırsa; bu çalışmada elde edilen sonuçların, Türkiye’de 

konut fiyatı tahminlerinin YSA ile yapıldığı Yılmazel vd. (2018), Ulvi ve Özkan (2019), Erkek 

vd. (2020), Selçi (2021), Altun’a (2022) ait çalışmalar ile DVM, RO gibi diğer yöntemleri içeren 

Savaş (2019), Aydemir vd. (2020), Kayakuş vd. (2022) ve Özdemir vd. (2022)’in çalışmalarında 

elde edilen sonuçlara da uygun olarak, makine öğrenmesi algoritmalarının isabetli konut fiyat 

tahminleri vererek bu bağlamda kullanılabilir olduğunu gösterdiğini söylemek mümkündür. 

Çalışma sınırlılıkları ölçeğinde değerlendirildiğinde ise ilk olarak analiz dahilindeki 

algoritmaların, veri setinin söz konusu e-ticaret sitesinin çoklu bağlantılar sürecinde sahip olduğu 

kadarıyla veriyi içermesi nedeniyle daha büyük veri setiyle çalışma avantajından yoksun kaldığı 

ifade edilebilir. Diğer taraftan konut fiyatlarına etki eden birçok faktör söz konusu olmakla birlikte 

bu çalışmada kullanılan modelde sınırlı sayıda değişken yer almıştır. Son olarak, önceki 

bölümlerde ifade edildiği üzere literatürdeki farklı çalışmalarda faydalanılan birçok makine 

öğrenmesi algoritması içinden k-EYK, NB, KA, RO çoklu sınıflandırma algoritmalarının 

kullanılmış olması, bu çalışmaya ilişkin bir diğer sınırlılık olarak vurgulanabilir.  

Öte yandan ülkemiz literatüründe konut fiyat tahmininde makine öğrenmesi algoritmalarının 

kullanıldığı sınırlı sayıda çalışma içinde Kütahya iline odaklanan bir çalışmanın bulunmaması,  

bilhassa resmi veriler gözetildiğinde Kütahya’da yaşayan hanehalklarının büyük çoğunlukla 

ikamet ettikleri 4 odalı daireler ölçeğinde konut fiyat tahmininin yapıldığı bir çalışmanın 

yapılmamış olması, farklı iller temel alınarak yapılmış sınırlı sayıdaki diğer çalışmalarda yer alan 

yöntemlerden farklı ve güncel makine öğrenmesi sınıflandırma yaklaşımlarının kullanılmış olması 

ve elde edilen sonuçlar bağlamında çalışmada kullanılan makine öğrenmesi algoritmalarının konut 

fiyat tahmininde kullanılabilir olduğu sonucuna varılması, bu çalışmanın ilgili literatüre katkısı 

olarak ifade edilebilir. İlerleyen çalışmalarda farklı ve bütünleşik yöntemlerle birlikte daha büyük 
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veri setleri kullanılarak ve modelde yer alan değişken sayısı artırılarak bu çalışmanın sınırlılıkları 

aşılabilir. 
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