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dogru tam ve dogru teshisini manuel olarak ortaya koymak gerek zaman
gerekse maliyet agisindan olduk¢a zordur. Bu hastaliklardan en 6nemlisi olan
tiiberkiiloz (verem), diinyanin bir¢ok yerinde sonu 6liimle sonuglanan bulasici
ve tehlikeli hastaliklardan biridir. Tiiberkiiloz i¢in uzman radyologlar gogiis

Anahtar Kelimeler:
Evrisimsel sinir ag

Tiiberkiiloz
VGG19 rontgenlerine bakarak teshis koyarlar. Fakat radyologlar bu teshisi koyarken
Yapay sinir aglari kimi zaman ¢ok sayida gogiis rontgeni inceledikleri i¢in yanlis tan1 ve teshis

Transfer 8grenme koyabilmektedir. Bu durumda manuel bir teshis yerine daha hizli ve daha

dogru kararlar verebilen bilgisayar destekli analizler gerekmektedir. Bu
calismanin amaci yapay zekd yontemleri kullanilarak akciger rontgen
verilerinden tiiberkiilozlu ve saglikli goriintiilerin otonom olarak tespiti ve
siiflandirilmasini yapacak bir model olusturmaktir. Bu ¢alismada tiiberkiiloz
hastaliginin bilgisayar destekli analiz ve tespitini gergeklestirmek amaciyla
yapay zekanin bir alt kiimesi olan derin 6grenme metotlarindan Yapay Sinir
Aglar1 (ANN), Evrisimsel Sinir Aglar1 (CNN) ve gesitli transfer 6grenme
modelleri kullamlmgtir. Onerilen modelinin ilk asamasinda akciger rontgen
filmlerinden elde edilen 1000 goriintiiden Cekismeli Uretici Ag (GAN) gibi
veri arttirma yontemleri ile sentetik goriintiiler olusturulmustur. Goértntiiler 5
farkli senaryoya gore etiketlenmistir. Gorilintiilerin dogru, hizli ve minimum
maliyetle teshisi igin farkli ve yeni ag yapist olusturularak verilerdeki 6nemli
Oznitelikler belirlenmistir. Ayrica Onerilen CNN ve Yapay Sinir Aglar
(Artificial Neural Network —ANN) modeli dogruluk, duyarlilik, kesinlik ve
F1-Skor gibi farkli degerlendirme metrikleri kullanilarak detayli bir sekilde
karsilagtirtlmistir.  Kullanilan her model i¢in de performans analizleri
gergeklestirilmigtir. Bu ¢alismada CNN ve ANN modelinin siniflandirma
basaris1 sirasiyla %98,91 ve %90,41 olarak bulunmustur. Onerilen CNN
modeli ANN modeline gore tiberkiilloz hastaliginin dogru teshis ve
siiflandirilmasinda daha basarili sonuglar vermistir. Onerilen modellerin
basarisi 6n egitimli modellerin basarisi ile karsilagtirilmistir ve farkli ¢apraz
dogrulama degerlerine gore basarisi hesaplanmistir.
Comparison of Deep Learning Methods for Detection of Tuberculosis Disease

Research Article ABSTRACT

Avrticle History: Artificial intelligence is frequently used in the field of healthcare to diagnose
iig‘;)‘zg; DYoot many diseases such as cancer, in examinations performed by doctors, and in
Published online: 16.09.2024 diagnoses and treatments performed with devices. Because it is very difficult

for doctors to manually diagnose any disease in terms of both time and cost.
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Keywords: Tuberculosis, the most important of these diseases, is one of the infectious and

Convolutional neural network dangerous diseases that results in death in many parts of the world. Specialist
Jerculosis radiologists diagnose tuberculosis by looking at chest x-rays. However, when
Artificial neural networks making this diagnosis, radiologists can sometimes make the wrong diagnosis
Transfer learning because they examine many chest X-rays. In this case, instead of a manual

diagnosis, computer-aided analyzes that can make faster and more accurate
decisions are required. The aim of this study is to create a model that will
autonomously detect and classify tuberculosis and healthy images from lung
x-ray data using artificial intelligence methods. In this study, Artificial Neural
Networks (ANN), Convolutional Neural Networks (CNN) and various transfer
learning models, which are deep learning methods that are a subset of artificial
intelligence, were used to perform computer-aided analysis and detection of
tuberculosis disease. In the first stage of the proposed model, synthetic images
were created from 1000 images obtained from lung x-ray films using data
augmentation methods such as Adversarial Generative Network (GAN).
Images are labeled according to 5 different scenarios. Important attributes in
the data were determined by creating a different and new network structure for
accurate, fast and minimum cost diagnosis of images. Additionally, the
proposed CNN and Artificial Neural Network (ANN) model was compared in
detail using different evaluation metrics such as accuracy, sensitivity,
precision and F1-Score. Performance analyzes were carried out for each model
used. In this study, the classification success of the CNN and ANN models
was found to be 98.91% and 90.41%, respectively. The proposed CNN model
gave more successful results in accurate diagnosis and classification of
tuberculosis disease than the ANN model. The success of the proposed models
was compared with the success of pre-trained models and their success was
calculated according to different cross-validation values.

To Cite: Bakir C., Babalik M. Tiiberkiiloz Hastalifinin Tespiti i¢in Derin Ogrenme Y éntemlerinin Karsilastirilmasi. Osmaniye

Korkut Ata Universitesi Fen Bilimleri Enstitiisii Dergisi 2024; 7(4): 1635-1665.

1. Giris
Tiiberkiiloz (TB), genellikle akcigerleri etkileyen tehlikeli, bulasici, zehirli ve dliimciil bir hastaliktir.

Gogiis bolgesinin yani sira lenf ve beyin gibi diger organlari da etkileyebilen karmagik bir hastalik olarak
kabul edilmektedir. Akciger tliberkiillozuna sahip olan bireyler, 0ksiirme ve konusma gibi basit
eylemlerle hastalig1 kolaylikla saglikli insanlara bulastirabilirler. Bu nedenle tehlikeli kabul edilirler.
Ayrica, beslenme yetersizligi ve zayif bagisiklik sistemi gibi durumlart olan insanlarin savunma
direngleri diistiktiir (Lakhani ve ark., 2017).

Tibbi teshis (tani1), bir hastaligin veya saglik sorununun belirlenmesi ve adlandirilmasi siirecidir. Bu
siiregte, bir hekim veya saglik uzmani, hastanin semptomlarini degerlendirir, tibbi ge¢misini inceler,
fiziksel muayene yapar ve gerekli goriilmesi durumunda laboratuvar testleri, goriintiilleme yontemleri
veya diger tan1 araglarina basvurur. Tibbi tani, bir hastaligin dogru bir sekilde belirlenmesi i¢in klinik
bulgularin ve laboratuvar sonuglarinin birlestirilmesini gerektirir. Tibbi taninin (teshis) basar1 derecesi;
dogru hasta degerlendirmesi, klinik deneyim, tani araglari, iletisim becerileri ve hasta uyumu gibi
faktorlerin bir kombinasyonuna baglidir. Bu faktorlerin optimal bir sekilde bir araya gelmesi, dogru ve
etkili bir tibbi tan1 konulmasini saglar (Pardue ve ark., 1994).

Arastirmacilar, her gecen yil yanlis veya ge¢ teshis sayisinin arttigi ve bunlarin diinya genelindeki
insanlarin Sliimiine yol agtigim belirtmektedir ((Woolever, 2005; Gruson ve ark., 2019). Ornek olarak,

Amerika Birlesik Devletleri'nde meydana gelen 6liimler incelendiginde, tibbi hatalarla iliskili 6liimlerin
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kardiyovaskiiler hastaliklar ve kanserden sonra ii¢iincii sirada geldigi tespit edilmistir. Erken teshis
konan hastalarin tedavi basaris1 genellikle zamaninda yapilan teshise bagli olarak artmaktadir. Ayrica,
erken tan1 konan hastalarin rehabilitasyon maliyetleri, gec teshise gore daha diisiiktiir.

Aragtirmalar, dogru ve zamaninda teshisin énemini vurgulamaktadir. Yanlis veya ge¢ teshislerin ciddi
sonuclara yol acabilecegi, hastalarin tedavi sansini azaltabilecegi ve hatta 6liimle sonuglanabilecegi
gozlemlenmistir. Ozellikle o6liimciil hastaliklarin erken evrelerinde tamnin konulmasi, tedavi
seceneklerinin daha etkili olmasini saglayabilir ve hastalarin sag kalim oranini artirabilir. T1bbi hatalarin
kaynaklar1 arasinda yeni hastaliklarin ortaya c¢ikmasi, yetersiz arastirma ¢alismalart ve dogru karar
vermeyi destekleyen araglarin eksikligi 6nemli rol oynamaktadir. Bu nedenlerle, siirekli olarak yeni
hastaliklarin incelenmesi, tip alaninda daha fazla arastirma yapilmasi ve doktorlara dogru teshis
koymada yardimci olacak teknolojilerin gelistirilmesi biiylikk 6nem tasimaktadir (Pannu, 2015).
Karmasik hastaliklarin bazilarinda dogru bir teshis koymak oldukc¢a zor ve bazen imkéansiz hale
gelebilmektedir. Bu nedenle, arastirmacilar, 6zellikle is, miithendislik, tip gibi 6nemli alanlarda karar
destek sistemlerinin kullanimiyla ilgilenmektedir. Bu sistemler, doktorlara teshis siirecinde yardimci
olabilir ve daha dogru kararlar almalarin1 saglayabilir (Angeli, 2010).

Gilintimiizde, doktorlarin hastaliklar teshis etme ve karar verme siireclerinde yardimci olan giiglii araglar
arasinda karar destek sistemleri 6onemli bir yer tutmaktadir. Karar destek sistemleri, doktorlara daha
kolay bir sekilde tan1 koymalarina yardimci olacak bir¢ok ¢alisma tizerine odaklanmigtir. Bu baglamda,
uzman sistemler, derin 6§renme ve yapay zeka teknikleri, cesitli tip branglarinda farkli problemlerin
¢Oziimiinde basartyla kullanilmaktadir. Bu sistemler, doktorlara klinik verileri analiz etme, teshis koyma
siirecinde destek saglama ve tedavi segeneklerini degerlendirme konusunda yardimci olmaktadir. Karar
destek sistemlerinin kullanimi, hastalarin daha hizli ve dogru teshis almasina, tedavi siireglerinin
iyilestirilmesine ve saglik hizmetlerinin etkinliginin artirilmasina katkida bulunmaktadir (Er ark., 2010).
Bir¢ok hastalik, insan saghigini yasam siirekliligi ve kalitesi agisindan tehdit ederek farkli yonlerden
etkileyebilir. Bu hastaliklar arasinda, tiiberkiiloz (TB), kronik obstriiktif akciger hastaligi (COPD -
KOAH), zatiirre, astim ve akciger kanseri gibi gogiis hastaliklart hem gelismekte olan {ilkelerde hem de
gelismis iilkelerde ciddi saglik komplikasyonlar1 ve 6liim nedenleri arasinda oncelikli yer almaktadir.
Gogiis hastaliklari, solunum sistemini etkileyen ve solunum fonksiyonlarini olumsuz etkileyen
rahatsizliklardir. Tiiberkiiloz gibi bulasict hastaliklar, 6zellikle diisiik gelirli tilkelerde yaygin olarak
gorlilmektedir ve 6nemli bir halk sagligi sorunu teskil etmektedir. Kronik obstriiktif akciger hastaligi
(KOAH), Zatiirre, astim ve akciger kanseri gibi hastaliklar da ciddi saglik sorunlaridir ve diinya
genelinde 6nemli 6liim nedenleri arasinda yer almaktadir (Er ve ark., 2010).

Tiiberkiiloz, Diinya Saglik Orgiitii’ne gore diinya genelinde ¢ok sayida dliime sebep olan 10 hastaliktan
biri olarak kabul edilmistir. Bulasic1 bir sekilde hizla yayilan bu hastalik erken tan1 konulup tedavi
edilmezse basta 0liim olmak lizere gogls hastaliklari, nefes darligi gibi birgok saglik sorununa yol
acmaktadir. Tiiberkiiloz hastaliginin bulasici etkisini azaltmak, 6liim oranini en aza indirgemenin en

onemli adimi erken teshis ve tedavidir. Erken teshis, akciger rontgen filmlerinde hastaligin tespit
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edilmesi ile gerceklesir. Bunun i¢in de yapay zeka ve derin 6grenme yontemlerini igeren bilgisayar
destekli analizlere ihtiyag duyulmaktadir. Bilgisayar destekli analiz i¢in kullanilan bu yontemler ile
tiiberkiiloz hastaliginin tespiti, erken tan1 konulmasi, tedavi siirecinin uygulanmasi, hastanin durumunu
izleme ve kisiye uygun ilaglar iretilir. Yapay zeka yontemleri hasta bakimi, tibbi goriintiilerin
belirlenmesi, ilag¢ gelistirme, cerrahi planlama ve ilag 6nerme gibi bircok alanda kullanilmaktadir.
Boylelikle biiylik hacme sahip elektronik saglik verileri hastaligin 6nlenmesi igin analiz edilir (Elveren
ve ark., 2011).

Bizim g¢alismamizda, doktorlarin tiiberkiiloz (TB) hastaligin1 rontgen goriintiileri lizerinden teshis
etmesine yardimci olmak i¢in bazi yapay zeka tekniklerini kullanan karar destek sistemlerinin
kullanilmas: tizerinde c¢alisilmigtir. Bu tekniklerden Yapay Sinir Aglan (Artificial Neural Network —
ANN) ve Evrisimli Sinir Aglari, (Convolutional Neural Network - CNN) ve hibrit (VGG19+CNN)
model kullanilarak siniflandirma yapilmistir. Hastalik siniflandirmast igin farkli ag yapisina sahip sinir
ag1 modellerin olusturulmasi, egitim ve test kiimlerinin belirlenmesi, agin egitimi, test goriintii
kiimelerinin farkli degerlendirme kriterleri ile performansinin 6lgiilmesi, modellerin degerlendirilmesi,
karsilastirilmasi tez kapsaminda ele alinmistir. Onerilen yontemler Kaggle veritabanindan alinan bir veri
kiimesi kullamlarak degerlendirilmistir. Onerilen CNN ve VGG19+CNN modeli yapay sinir aglar1 ile
karsilastirilmistir. Bu ¢calismada, doktorlarin rontgen goriintiileri {izerinden tiiberkiiloz (TB) hastaligina
tani ve teshis etmesini saglamak icin bazi derin 6grenme modellerini kullanan karar destek sistemlerinin
gelistirilmesi amaglanmustir. Yapilan ¢alismada Yapay Sinir Aglar1 (Artificial Neural Network - ANN),
Evrigimsel Sinir Aglari (Convolutional Neural Network - CNN) ve hibrit model (VGG19 + CNN)
kullanilarak smiflandirma yapilmistir. Hastalik siniflandirmasi igin farkli ag yapisina sahip sinir ag
modellerin olusturulmasi, egitim ve test kiimlerinin belirlenmesi, agin egitimi, test goriinti kiimelerinin
farkli degerlendirme kriterleri ile performansinin Olgiilmesi, modellerin degerlendirilmesi,
karsilastirilmas: ele alinmustir. Onerilen CNN ve VGGI9+CNN modeli yapay sinir aglar ile
karsilagtirilmigtir,

Caligmamizin bilimsel katkist CNN’nin ag ve katman yapisin1 kendimiz olusturarak modelin basarisini
arttirdik. Ayrica GAN gibi veri arttirma teknikleri ile olusturulan sentetik veriler olusturulmustur ve
farkli sayida etiketlenmis goriintiiler lizerinde onerilen modellerin basarisi hesaplanmigtir. Boylelikle
basar1 ve performans artirilmistir ve bu ¢alisma ileride yapilacak olan farkli hastalik tiirlerinin tespit

edilmesinde 6nemli katkilar saglayacaktir.

2. Tlgili Cahsmalar

Glinlimiizde tiim diinyada COVID-19 saglik ve ekonomiyi olumsuz etkilemistir. COVID-19 akciger
kanseri, tiiberkiiloz ve pnomi gibi bir¢ok gdgiis hastaliklar1 ile benzer semptomlar icermektedir ve ileride
bu hastaliklara neden olmaktadir. Malik ve arkadaglar1 Covid-19’un akciger hastaliklarina vermis
oldugu yikict etkileri en aza indirgemek amaciyla CDC Net adli bir evrigimli sinir ag1 kullanarak bir

model gelistirmiglerdir (Malik ark., 2023). Bu model ile COVID-19 erken asamada teshisi edilmesi
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hedeflenmistir. Gogiis rontgeni goriintiilerinden COVID-19 verileri siniflandirilmistir. Siniflandirma
dogrulugu igin precision, recall, F1 Score metrikleri kullanilmigtir. Ancak radyoloji sistemlerinin
entegrasyonu, bakimi, c¢ekilen rontgen filmlerinin kalitesi ve kullanilabilirligi agamasinda modelin
iyilestirilmesi i¢in bir¢ok sorunlar ortaya ¢ikmaktadir.

Diinya Saglik Orgiitiine gére tiiberkiiloz ve COVID-19 birgok insanin éliimiine sebep olan gok ciddi
hastaliklardir. Bu hastaliklarin belirtileri arasinda hapsirma, okslirme ve nefes darligi semptomlar
goriilmektedir. Bu semptomlart belirlemek amaciyla Karaddi ve arkadaglart CNN agi1 kullanarak bir
calisma gergeklestirmislerdir (Karaddi ark., 2023). Bu akciger hastaliklarini tanimlamaya ve kategorize
etmek amaciyla gogiis rontgeni goriintii veri seti kullanmiglardir. Yapilan ¢aligmada Alexnet, Darknet-
19, Darknet-53, Densenet-201, Googlenet, InceptionResnetV2, MobilenetV2 ve Resnet-18 gibi aglar
kullanilmasi tavsiye edilmektedir. Egitim asamasinda 30 epoch ve adam optimizer kullanmislardir.
Akciger hastaliklartyla ilgili daha hizli ve dogru siniflandirma ve tespit edilmesi amaciyla daha fazla
veriye ihtiya¢ duyulmaktadir.

Lestari ve arkadaglart Geri Yayilimli Yapay Sinir Ag1 ile tiiberkiilloz hastaligini tespit etmeye
calismiglardir (Lestari ve ark., 2023). Geri yayilim algoritmasi denetimli 6grenme kullanir ve yakinsama
diizeyine ulasmada olumsuz y&nleri vardir. Kuzey Sumatra il Saglik Miidiirliigiinden alinan son 2 y1llik
veriler tlizerinde ¢alisma yapmislardir. %81,82 dogruluk orani ile basar1 saglamislardir. Ortalama Kare
Hata degerinin 6grenme oraninin iizerindeki etkisini gdzlemlemislerdir.

Gichuhi, tiiberkiiloz tedavisinde Lojistik regresyon (LR), yapay sinir aglart (ANN), destek vektor
makineleri (SVM), Random Forest (RF) ve AdaBoost modeli kullanmistir (Gichuhi, 2023). Bu bes
model AdaBoost (%91,05), RF (%89,97), LR (%88,30) ve ANN'ye (%88,30) ve SVM %91,28 dogruluk
gostermistir. Yaptiklari ¢alismayla makine 6grenimi tekniklerinin tiiberkiiloz tedavisinde hastalik
faktorlerini belirlemeyi saglamistir.

Lubis ve arkadaslari, HOG (Histogram OF Oriented Gradients) methodu ile tiiberkiiloz goriintiilerinin
ozellik ¢ikarimini gergeklestirmiglerdir (Lubis, 2021). Tiberkiiloz goriintiilerin algilanmasi i¢in KNN
(K-En Yakin Komsu) ve SVM (Support Vector Machine) yontemleri kullanmislardir. HOG
ozellikleriyle tiiberkiilozu tespit etmek ve goriintii seklindeki verilerin KNN ile saptanmasinda %77.95,
negatif olanlar ise %77.95 dogruluk elde ederken; SVM ile Tiiberkiiloz Rontgeni sonuglarinda ise HOG
tespiti sonuglar1 pozitif olan goriintiilerde %65,75, negatif olanlarda ise %79,39 dogruluk elde
etmislerdir.

Shakya ve arkadaglar1 1000 goriintiiden olusan gogiisCT taramasi goriintiilerinden tiiberkiiloz
hastaliginin tespitini gerceklestirmislerdir (Shakya ve ark., 2022). Calismalarinda SVM ve KNN
siniflandiricist kullanmiglardir. Test sirasinda Onerilen methodlar i¢in 10 iterasyon uygulamiglardir.
SVM yontemi KNN yontemine gore daha basarili sonuglar vermistir. Ancak ¢alisma kiigiik veriler i¢in

uygulanmstir.
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Tuberkiiloz hastalig1 diinyanin bir¢ok yerinde k6t huylu bulasici bir hastalik olarak bilinir. Bu sebeple
g0giis rontgen verilerinin dogru ve hizli olarak siniflandirilmas: hastaligin erken tani ve tedavisinde
oldukca onemlidir. Nafisah ve arkadaglar1 bu amagla Chest X-Rays (CXR) goriintiileri tizerinde derin
ogrenmeye dayali yontem kullanmuslardir (Nafisah ark., 2022). Tiiberkiilozun CXR goriintiilerinden
tespitinin elde edilmesi igin orijinal ve boliimlenmis goriintiiler 6nerilen modele girdi olarak verilmistir.
ResNet, Inception, Xception, MobileNet ve EfficientNet ile her goriintiiden 6znitelikler ¢ikarilmistir.
Modellerin performansi farkli 6znitelik dlgiitlerine gore degerlendirilmistir.

Ammar ve arkadaglari, MRI goriintiilerini kullanarak tiiberkiiloz hastaligi tanima igin hibrit optimal
derin 6grenmeye dayali bir model kullanmislardir (Ammar ve ark., 2022). Bu g¢alismayla Vision
Transformer (ViTs) ve Efficient-Net modelleri ile simiflandirma dogrulugunu arttirmay1
hedeflemislerdir. Onerdikleri modelin basarisim1 shenzhen ve montgomery veri seti iizerinde
gergeklestirmiglerdir. Bu ¢alismada hibrit derin 6grenme modellerin basarisi degerlendirilmistir. Ancak
derin 6grenme yontemlerinin parametrelerini farkli veri setleri tizerinde otomatik olarak belirlemek
kolay degildir.

Derin 6grenme yontemleri 6zellikle saglik alaninda hastaligin dogru ve hizli tespiti amaciyla siklikla
kullanilmaktadir. Evrisimli sinir ag1 radyoloji ve tomografi gibi bircok alanda yaygin olarak kullanilan
derin 6grenme yontemidir. Venkataramana ve arkadaslari, SMOTE (Sentetik Minority Oversampling
Technique) algoritmasi ile X-ray veya CT tarama goriintiilerini arttirmiglardir (Venkataramana ve ark.,
2022). Boylelikle siniflarin dagilimlarinin dengeli dagitarak derin 6grenme yontemlerinin basarisini
arttirmiglardir. Ancak farkli gogilis hastaliklarinin tespiti i¢in farkli veri arttirma yontemlerinin
uygulanmasi gerekmektedir.

Asakawa ve arkadaglari, tliberkiiloz icin lezyon tespiti i¢in gogiis BT goriintiilerinin analizini
gerceklestirmiglerdir (Asakawa ve ark., 2022). ImageCLEF 2022 verisi ile akciger BT goriintiilerinde
akciger kavernleri dzellikleriyle iliskili akciger kavern bdlgelerini tespit etmek ve deneyimli radyologlar
tarafindan 6nerilen kavernlerin iig ikili 6zelligini tahmin etmek igin CNN modeli 6nermislerdir. Birden
fazla CNN ozelliginden gelen girdileri kullanmiglardir ve iig¢ etiketli medyan tabanli tahmin algoritmasi
ile akcigerlerde olusan lezyonlar belirlenmeye ¢alisilmustir.

Rahman ve arkadaglari, COVID-19'un giivenilir ve hizli bir sekilde tanimlanmasi, hastaligin hizla
yayilmasini 6nlemek, karantina kisitlamalarini hafifletmek ve halk sagligi altyapilari tizerindeki baskiy1
azaltmak igin farkli goriintii ve veriler kullanilarak SARS-CoV-2 viriisiiniin tespiti i¢in ¢esitli yontem
ve teknikler kullanmiglardir (Rahman ve ark., 2022). Bu ¢alismada alt1 farkli derin 6grenme modeli
(ResNet18, ResNet50, ResNet101, InceptionV3, DenseNet201 ve MobileNetv2) ve iki sinifli (normal,
COVID-19 olmak iizere) 1937 goriintiiden olusan EKG verileri kullanilmigtir. Calismanin amaci, EKG
verilerinden COVID-19 ve diger kardiyovaskiiler hastaliklar1 tespit etmektir.

Diinya Saglik Orgiitii, tiiberkiiloz teshisi icin on ve temel tam teknigi olarak lekeli balgam yayma
orneklerinin gorsel olarak incelenmesini 6nermektedir. Gorsel inceleme siireci laboratuvar igin ¢ok

zaman gerektirir ve hataya agiktir. Ayas ve arkadaslari, bu amagla otomatiklestirilmis i¢in yeni bir
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rasgele orman (Random-Forest- RF) tabanli b6liimleme ve siniflandirma yaklagimlarini 6nermislerdir
(Ayas ve ark., 2014). RF teknigi denetimli 6grenme yontemi, herbir lekelerdeki renk dagilimlarina bagl
olarak her bir pikseli siniflandirmak igin gelistirilmistir. Bu pikseller baglantili bilesen analizi
kullanilarak smiflandirilir. Goriiniim tabanli tiiberkiiloz bakteri tanimlama algoritmalarini kullanmak bir
sinirlayict kutu i¢inde merkezi olarak konumlandirilir. Son olarak, egitim goriintiilerinde manuel olarak
isaretlenmis TB bakteri bolgeleri {izerinde egitilen onerilen RF 6grenme algoritmasi kullanilarak her
bolge simflandirilir. Onerilen smiflandiricinin duyarlihi@: ve 6zgiilliigii piksellerin boliitlenmesi igin
strastyla %75,77 ve %96,97'nin {lizerindedir.

Tiiberkiiloz (TB), diinya ¢apinda insan sagligi i¢in biiyiik bir tehdit olusturan ve her yil milyonlarca
Olime neden olan bulasict bir hastaliktir. Bu hastaliin tedavisinde erken tani ve teshis oldukca
onemlidir. Bilgisayar destekli teshis (CAD) hastaligin 6liimciil etkilerini azaltilmasinda umut verici
olmustur. Yapay zeka ve makine 6grenimi yontemleri CAD igin siklikla kullanilmaktadir (Singh ve ark.,
2022). Hindistan’da 2006-2014 yillar1 arasinda ¢ok sayida kisinin 6liimiine sebep olan TB hastaliginin
erken tani1 ve teshisi igin %83,78 ve %67,55 hatirlama ve kesinlige sahip yeni bir Derin Sinir Ag1 tabanl
ilaca duyarli TB tespit metodolojisi 6nerilmistir (Kant ve ark., 2018). Bu yontem, girdi olarak uygun
yakinlagtirma diizeyine sahip bir mikroskop goriintiisii ile TB mikroplarinin konumunu ¢ikt1 olarak
dondiiriir. Boylelikle Hindistan’da ortaya ¢ikan TB bulasici hastaligmmin yayilmasinin 6nlenmesi
hedeflenmistir.

Bilgisayar bilimi, modern dinamik saglik sistemlerinde 6nemli bir rol oynamaktadir. Teshis siireci tim
yonleriyle ele alindiginda bilgisayar teknolojisi saglik uzmanlarina ve kuruluslarina oldugu kadar
hastalara, ailelere, arastirmacilara ve karar vericilere 6nemli hizmetler sunmaktadir. Bu siireci olumlu
yonde etki eden tiim yenilikler saglik hizmetleri alanlari igin ¢ok dnemlidir. Hastaliklarin birgogu ilk
asamada yani erken tani konulup, teshis edilirse hastaliklar 6nlenebilir. Hrizi ve arkadaslari, bu amagla
ImageCLEF 2020 veri setini kullanarak tiiberkiiloz hastaliginin tespitini gergeklestirmislerdir (Hrizi ve
ark., 2022). TB ile ilgili goriintiilerden en uygun doku 6zelliklerini ¢ikaran ve siniflandiricilarin hiper
parametrelerini segen optimize edilmis makine 6grenimi tabanli bir model gelistirmiglerdir. Dogruluk
oranint artirmak ve ¢ikarilan 6zellik sayisini en aza indirmek ortaya koymus oldugu problemlerdir.
Optimizasyonu saglamak amaciyla veri setindeki en énemli 6zelliklerin segilmesi gerekmektedir. Bu
amacla genetik algoritma uygulamislardir ve siniflandirma icin de SVM modeli yaptiklar ¢alismada
kullanmiglardir. Bu ¢alismada tiiberkiiloz (TB) hastalik siniflandirmasi problemini ele alinmigtir. SVM
siniflandiricisinin - performansini iyilestirmek icin genetik algoritmaya dayali iki yeni teknik
kullanilmugtir. 11k teknik igin, egitim ve test asamalarinda miimkiin olan en yiiksek dogrulugu garanti
etmek amaciyla bir dizi degerden en uygun parametreleri belirlemek igin uyarlanabilir. ikinci teknik,
fazla uydurmay1 onlemek ve verilerin boyutunu azaltmak i¢in az sayida orijinal 6zelligi se¢mektir. Bu
calismada tartisilan metodoloji, tibbi goriintli isleme alaninda kullanilan birkag teknik

vurgulanmaktadir. Dalgacik doniisiimii, veri setinden Ozellikleri ¢ikarmak igin uzamsal gri diizey
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bagimlilik yontemiyle kullanilmustir. Yapilan calismayla, ¢ikarilan 6zelliklerin kalitesinin goriintii
simiflandirmasinin etkinligi tizerinde dogrudan bir etkisi oldugunu gosterilmistir.

Literatiirde yapilan ¢aligmalarla saglik alaninda hastalik tani, teshis ve tedavisinde yapay zeka ve makine
ogrenimi tekniklerinin kullanildigi gosterilmistir. Yapilan ¢alismalar son yillarda artmakla beraber bu
alanda her gecen giin daha da bilgisayar destekli analizin de gerekliliginin ve ihtiyag arttig1 gézlenmistir.
Tablo 1’de CNN yontemleriyle farkli veri setleri lizerinde yapilan bazi ¢alismalar gdsterilmistir. Bizim
caligmamizda tiiberkiiloz 6rneklerinin daha dogru ve tutarli tahmin edilebilmesi amaciyla tiiberkiiloz
hastalig1 tespit probleminde derin 6grenme tabanli modeller kullanilmistir. Diger ¢alismalardan farkli
olarak CNN smiflandirma dogrulugunu arttirmak i¢in 6zgiin bir ag yapist olusturulmustur. Bes farkli
senaryoya gore “tiiberkiilozlu” ve “saglikli” olarak etiketlenen goriintiiler i¢in tiim derin 6grenme
modellerinin dogruluk sonuclari, k=5 ve k=10 i¢in ¢apraz dogrulama, dogru olarak tespit edilen
“tliberkiilozlu” verilerin sayilar1 gosterilmistir. Tiliberkiiloz hastaliginin bulasici etkisini ve 6liim oranini
azaltmak amaciyla bir siniflandirma modeli gelistirilmistir. Onerilen bu model, baska hastaliklarin
tespiti icin de bir yol gosterici olma niteligi tasimaktadir. Calismamiz diger ¢alismalardan farkli olarak
tiiberkiiloz hastaligina hem dogru hem hizli tan1 koyarken hem de maliyet agisindan diisiik maliyete
sahiptir.

Tablo 1. Literatiirde gogiis rontgeni goriintiileri izerinde CNN ile yapilan ¢aligmalar

Calisma Kullanilan Veri Seti Dogruluk (%)

Peru’da olusturulan
gogiis rontgeni

Liu, 2017 goriintiileri 85,68

Li, 2022 COVIDX8 95,02
Khatri, 2020 - 83,30
Breve, 2022 COVIDx8B 98,15
Hafeez ve ark, 2023 Kaggle COVID-19 97,00
Igbal ve ark., 2023 Tiiberkiiloz 95,10
Bisht ve ark., 2023 Github COVID-19 87,50
Cao ve ark., 2021 NLM 90,38
Rahman ve ark., 2021 NLM,RSNA,NIAID 96,47

3. Materyal ve Metot

Onerilen modelin is akis semas1 Sekil 1°de gosterilmistir. Calismada kullanilan gériintii verilerinin
cesitli filtreler kullanilarak 6n islemeden gecirilmistir. Veri 6n isleme adimlarinda filtreleme, goriintii
netlestirme, yumusatma, giiriiltii azaltma, normallestirme ve goriintiiyli yeniden boyutlandirma gibi bir

dizi Onigleme adimlar1 gerceklestirilmistir. Gauss filtresiyle gorlintliniin giirtiltiisii giderilmistir ve
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goriintii daha net hale getirilmistir. Ayrica goriintii keskinlestirilmistir. 1000 goriintii verisinin ilk
asamada %70’1 egitim, %30’u test i¢in kullanilmigtir. Daha sonraki agsamalarinda farkli egitim, test ve
dogrulama drneklerine ayrilarak dnerilen modellerin basarisi test edilmistir. Onerilen CNN modelinin
katmanli yapist olusturularak elde edilen sonuglar farkli degerlendirme kriterleri ile karsilagtirmali

olarak analiz edilmistir.

Sekil 1. Onerilen modelin is akis semas1

3.1. Yapay Sinir Aglar1 (Artificial Neural Network — ANN)

ANN, insan beyninin isleyisinden ilham alarak olusturulan ve karmasik problemleri ¢6zmek igin
kullanilan bilgisayar tabanli matematiksel modellerdir. Bu model, birbirleriyle etkilesimli ¢alisan yapay

sinir hiicrelerinden (néronlardan) olusur ve bilgi isleme ve 6grenme yetenekleriyle dikkat ceker.

Cikti Katmam

Gizli Katman

Girdi Katmam

Sekil 2. Tek katmanlit ANN temel yapist
Tek katmanli ANN yapisi Sekil 2°de gosterilmistir. Girdi ve ¢ikti katmanindan olusur. ANN, egitim

stireciyle bilgiyi 6grenir ve ¢ikarimlar yapar. Egitim asamasinda, aga drnek veriler sunulur ve ag bu
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verilere dayanarak parametrelerini giinceller. Bu siirecte, ag hata hesaplar ve bu hatalar1 azaltmaya
caligir. Egitim siireci tamamlandiginda, yapay sinir ag1 belirli bir gorevi gerceklestirmek {izere optimize
edilmis hale gelir ve yeni girdilere dayali sonuglar iiretebilir. ANN, biiyiik 6l¢ekli ve karmasik verileri
isleyebilme yetenegi sayesinde pek ¢ok alanda kullanim potansiyeline sahiptir (Al-Shayea, 2011).
Ozellikle yapay zeka, robotik, otomasyon, tibbi teshis, finansal analiz gibi alanlarda énemli bir rol
oynamaktadir. Gelisen teknolojilerle birlikte yapay sinir aglar1 daha da gelistirilecek ve daha karmagik
problemlerin ¢6ziimiinde daha etkili bir ara¢ haline gelecektir.

Onerilen ANN modelinin parametreleri Tablo 2°de gosterilmistir. Ogrenme katsayisi icin 0,01, 0,001,
0,2, 0,3 denenmistir ve en uygun 0grenme katsayisi olarak 0,01 segilmistir. “Uniform” agirlig1 baglatma
fonksiyonu olarak secilmistir ve “relu” aktivasyon fonksiyonu ile agirlik degerlerinin ayarlanmustir.
Cikis katmaninda ise iki sinifl1 tiibekiiloz veri seti i¢in “softmax” aktivasyon fonksiyonu kullanilmustir.
Kayip fonksiyonu ig¢in “categorical crossentropy” ile hata orami azaltilmaya caligilmigtir. Hiper
parametrelerin ayarlanmasi icin ince ayarlanmasi i¢in Adagrad, Stokastik Gradyan Inis (Stocastic
Gradient Descent — SGD), Momentum, RMSProp, Adadelta ve Adam optimizasyon algoritmalari
kullanilmistir. “Adam” digerlerine gore performans ve hiz acisindan daha basarili sonuglar verdigi i¢in
caligmaya “adam” optimizasyon algoritmasinin sonuglari verilmistir. “Adam” algoritmasi ile dnerilen
modeller icin hiper-parametreleri optimize edilerek en uygun parametreler belirlenmistir. Ileri
caligmalarda rastgele, grid ya da bayes optimizasyonu kullanilarak farkli veriler i¢in daha uygun
parametrelerin belirlenip belirlenmeyecegi arastirilacaktir. Onerilen ag yapisi klasik ag yagisindan farkli
olusturularak modelin smiflandirma dogrulugunun arttirilmasi hedeflenmistir. Kullanilan tiiberkiiloz

verisine uygulandiginda siniflandirma performansinin arttigi gézlemlenmistir.

3.2. Evrisimsel Sinir Ag1 (Convoluational Neural Network — CNN)

CNN, derin dgrenme alaninda oldukga etkili bir yapay sinir ag1 modelidir (Bozkurt, 2023). Ozellikle
goriintii isleme ve goriintii tanima gibi alanlarda dnemli basarilar elde etmistir. CNN, beyin tarafindan
algilanan bigimde, gorsel bilgileri isleyebilmek ve karmasik desenleri tanimlayabilmek igin
tasarlanmustir.

CNN’in temel amaci, bir veri kiimesindeki 6zellikleri 6grenmek ve bu 6zellikleri temsil eden bir model
olusturmaktir. Bu modeller, evrisim (convolutional), havuzlama (pooling),tam baglantili (fully

connected) katmanlar, yogunluk katmani, droup katmani gibi birbirini takip eden katmanlardan olusur

(Sun ve ark., 2017).
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Tablo 2. Onerilen modelinin degerleri

Parametreler Deger
Epoch Sayisi 150
Iterasyon Sayisi 80
Aktivasyon Fonksiyonu relu

Cikis Katmani

sigmoid, softmax

Kay1p Fonksiyonu

categorical_crossentropy

Optimizasyon fonksiyonu adam
Katman Sayis1 5
Noron Sayisi 25,25,5
Agirligr baglatma uniform
fonksiyonu
Diger optimizasyon sgd, nadam, rmsprop,
fonksiyonlar adamax
Diger aktivasyon softplus, tanh, softsign
fonksiyonlar
Grup 0lgiisii 5,10, 15

Evrigim Katmani (Convolutional Layer): Convolutional Neural Network yapisinin temel bir bilesenidir
ve goriintii isleme alaninda biiyiik 6neme sahiptir. Evrisim katmani, bir goriintii verisi tizerinde evrigim
islemini uygulayarak, 6zellik haritalarini olusturan bir dizi filtre uygular. Evrisim katmani, bir filtre veya
cekirdek matrisini girdi veri lizerinde hareket ettirerek, her konumda bir nokta ¢carpimi iglemi yapar. Bu
nokta ¢arpimi iglemi, girdi veri ve filtre arasinda bir eleman bazinda ¢arpma ve toplama islemini igerir.

Her bir evrisim islemi sonucunda, bir filtre tarafindan algilanan belirli bir 6zellik elde edilir.

Havuzlama katmani (Pooling Layer): Convolutional Neural Network (ConvNet ya da CNN) yapisinin
bir bilesenidir ve genellikle evrisim katmaninin ardindan gelir. Havuzlama katmani, girdi verisindeki
Ozellik haritalarini kiigtiltmek ve énemli bilgileri vurgulamak amaciyla kullanilir. Havuzlama katmana,
girdi verisini daha kiiciik boyutlara indirirken, Ozelliklerin Olcek, cevrilme ve yer degistirme
degisikliklerine karg1 dayanikliligimi artirir. sayisint azaltarak hesaplama

Ayrica, parametre

karmasikligini azaltir ve agin genellemesini gelistirir.

Tam Baglantili Katmanlar (Fully Connected Layers): Tam baglantili katmanlar, bir yapay sinir aginin
(neural network) bilesenlerinden biridir ve genellikle agin ¢ikti katmanina dogru ilerleyen son
katmanlardir. Bu katmanlarda, her bir néron, dnceki katmandaki tiim néronlarla baglantilidir. Onceki

katmanin tiim ¢iktilarini alir ve bu ¢iktilar1 kendi néronlariyla iligkilendirir. Her bir néron, girdi olarak
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bir agirlik matrisiyle ¢arpilan 6nceki katmanin ¢iktilarindan bir toplam alir. Ardindan, bir aktivasyon

fonksiyonu tarafindan bu toplam deger aktive edilir ve néronun ¢iktis1 elde edilir.

Diizlestirici Katman (Flatten Layer): En son katman i¢in (Fully Connected Layer) verileri hazirlar.
Evrisim ve Pooling katmanindan gelen degerlerin tek boyutlu halini gosterir. Bundan Onceki
katmanlarda gergeklestirilen islemler matrisler seklinde gerceklestirilirken, bu katmanda ise islemler tek

boyutlu yapida gergeklestirilir (Bozkurt, 2022).

Yogun Katman (Dense Layer): Relu, Sigmoid ve Tanh gibi aktivasyon fonksiyonlariyla ¢ikisi belirler.
Girdinin her bir diigiimii ¢ikistaki diiglime baglidir. Her bir katmanin girisi kendisinden 6nceki katmanin
¢ikisi ile belirlenir.

Onerilen CNN modelde kullamlan katmanlar, ¢ikis degerleri ve parametreler ve Sekil 3°de detayli bir
sekilde verilmistir. Konvoliisyon ve havuzlama katmaninda belirlenen katmanlara softmax ve relu
katmanlar1 eklenerek filtre sayisinin arttirilarak egitim ve test goriintiilerindeki siniflandirma ve hastalik
tespitinin dogru belirlenmesi saglanmaya c¢alisilmistir. Ayrica 3 x 3’lilkk konvoliisyon ve 2 x 2’lik
havuzlama katmami kullanilmistir. 3 konvoliisyon katmani, 2 havuzlama katmani,1 diizlestirme, 2
yogunluk ve 3’te birakma katmani kullanilmistir.

Tablo 3’ de kullanilan tiiberkiiloz verileri igin kullanilan katmanlarin ve parametrelerin degerleri, filtre
sayilari, kullanilan ve kullanilmayan parametreler ayrintili olarak ele alinmistir. 3 x 3’liik bir filtre giris
goriintiisii lizerinde gezdirilerek Oznitelikler tespit edilmeye ¢aligilir. Agirlik ve bias degerleri siirekli
giincellenerek Ogrenme siireci olusturulur. Konvoliisyon katmani arasinda havuzlama katmani
bulunmaktadir. Bu katmanin amaci goriintiiniin boyutunu kiiglilterek daha dogru bir siniflandirma
gergeklestirebilmektedir. 2 x 2’lik maksimum havuzlama katmani ile goriintii boyutu dortte bire
indirgenir.

Caligmada 510 x 510 boyutundaki olusan tiiberkiiloz goriintiileri baglangicta rastgele se¢ilen agirliklarla
isleme onulur. Segilen agirlik degerleri her iterasyonda tekrar hesaplanilir ve en optimum agirliklar tespit
edilir. Bu sebeple epoch degeri ¢ok biiyiik ya da ¢ok kii¢lik secilmemelidir. Bu ¢alismada epoch degeri
50 segilmistir ve her 50 epoch i¢gin 10 iterasyon belirlenmistir. Modelin uygun yerde durdurulmasi igin
icin batch size degeri belirlenir. Katman sayisi olarak da 6 belirlenmistir. Batch size ile agirliklar
hesaplanilir ve en uygun agirliklar i¢in optimize edilir. Konvoliisyon katmaninda 256,128 ve 64’liik 3
x 3’likk katmanlar kullanilir. Konvoliisyon katmaninda yapilan islemlerden sonra kullanilan Relu
aktivasyon fonksiyonu girilen pozitif herhangi bir a degeri i¢in a degerini alirken, negatif degerler i¢in
ise 0 degerini alan dogrusal olmayan bir fonksiyondur. Havuzlama katmaninda ise 2 x 2’lik maksimum
degerler ele alinir. Diizlestirme katmaninda bu iki katman sonucu elde edilen matris seklindeki verileri
tek boyutta gostererek tam baglantili katmana goriintiileri hazirlar. En son katmanda ise softmax
aktivasyon fonksiyonu genelde kullanilir. Bu aktivasyon fonksiyonu coklu smiflandirma igeren

problemlerinde 0-1 arasinda veriler iiretir.
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Onerilen CNN modelinde kullanilan parametre degerleri Tablo 3’ de gdsterilmistir. 50 epoch dongiisii
icin 100 batch size, konvoliisyon katmani igin 3 x 3 filtreler, havuzlama katmani igin 2 x 2 filtreler,
aktivasyon fonksiyonu olarak relu ve softmax kullanilmigtir. Bu ¢alismada 6grenme katsayisini 0,01

alirken, optimizer olarak ise adam algoritmasi segilmistir.

| Girig Katmani |
1 4
| Konvoliisyon Katmam |

1 |

|. HavuzlaxnvaKatma.m |

| |

‘- Konvoliisyon Katmani |

i |

| Havuzlama Katmam |

|

| Konvoliisyon Katmam ‘

|

| Havuzlama Katmani ‘

|

| Diizlestirme Katmam |
1 |

| Yogunluk Katimam |

| Birakma Katimam |
|

| Yogunluk Katimmani |
2

| Birakma Katimam |

| Yogunluk Katimmani |

Sekil 3. Onerilen CNN modeli

Tablo 4’te CNN i¢in 6nerilen modelin parametre degerleri gosterilmistir. Derin 6grenme modellerinde
ince ayar (fine tuning) yapilarak hiper parametre se¢imini en uygun sekilde gergeklestirmek igin
Adagrad, Stokastik Gradyan Inis (Stocastic Gradient Descent — SGD), Momentum, RMSProp, Adadelta
ve Adam optimizasyon algoritmalari kullanilmaktadir. Calismamizda bu optimizasyon algortimalarinin
hepsini hiper parametre se¢imi i¢in kullanilmigtir. Ancak “adam” gerek hiz gerekse performans
acisindan digerlerine oranla daha basarili sonuglar vermistir. Onerilen tiim ag modellerinde hiper
parametreler “adam” ile egitilmistir. Baslangicta 6grenme orani 0,01 segilmistir. Ayrica tiim aglar igin
agirlik kaybini azaltmak i¢in 6nceden egitilen agirliklar kullanilmistir. Birakma katmani igin 0,5 esik
deger secilerek parametre degerleri belirlenmistir. Hata oranin geri yayilimi sebebiyle ¢ikis néronlarinda
hata en aza indirginmistir. Ciinkii bu caligmada diger optimizasyon algoritmalarina gore gerek

performans gerekse hiz olarak “adam” daha avantajlidir. Ayrica “adam” Rmsprop ve momentum
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yontemlerinin olumlu taraflarinin birlestirilmesi ile 6nerildigi i¢in digerlerine oranla daha basarili

sekilde hiper parametrelere ince ayar saglayabilir.

Tablo 3. CNN modelinin degerleri

Parametreler Deger
Konvoliisyonl 510,510,30
Havuzlamal 255,255,30
Konvoliisyon2 253,253,40
Havuzlama2 126,126,40
Konvoliisyon3 124,124,50
Havuzlama3 62,62,50
Diizlestirmel 192200
Yogunlukl 50
Birakmal 50
Yogunluk2 30
Birakma2 30
Yogunluk3 2

Tablo 4. Onerilen CNN modelin parametreleri

Parametreler Deger
Epoch Sayist 50
Filtre Boyutu 3x3
(konvoliisyon)

Filtre Boyutu (havuzlama) 2x2

Aktivasyon Fonksiyonu relu, relu, tan, relu,
softmax
Loss Fonksiyonu categorical_crossentropy

Optimizasyon adam, SGD
Katman Sayis1 5
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3.2. Transfer Ogrenme Modelleri

VGGNet Oxford Universitesi Visual Geometry Group (VGG) tarafindan arastirilmis bir CNN
mimaridir. Bu derin 6grenme modelinde girdi olarak verilen goriintiiler 224 x 224 x 3 boyutundadir. 3
x 3 filtreler kullanilir ve 11 ile 19 arasinda katman degerleri alabilir. 19 katman sayisini1 gostermektedir.
Bu calismada basta VGG19 olmak iizere LeNet, AlexNet, DenseNet, ResNet50, Inception-V3 ve
EfficientNet gibi transfer 6grenme modelleri kullanilmistir. Bu transfer 6grenme modellerinin basarisi
k=5 ile k=10 caprazlama degerine ve farkli egitim, test ve dogrulama 6rneklerine gore karsilagtirilmstir.
VGG19 modelinin yapist Tablo 5 de gosterilmektedir. VGG19 modelinde 16 konvoliisyon, 3 tam

baglantili katman, 5 havuzlama katmani ve 1 softmax katmani igerir (Ibrahim ve ark., 2021).

Tablo 5. VGG19 yapisi

Katman Deger
2 konvoliisyon katmant 3x3,64
2 konvoliisyon katmant 3x3,128
4 konvoliisyon katmani 3x3,256
4 konvoliisyon katmani 3x3,512
4 konvoliisyon katmani 3x3,512
havuzlama katman 2x2
tam baglantili katman 4096
tam baglantili katman 4096
tam baglantili katman 4096
softmax -
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Sekil 4. Onerilen transfer 6grenme modellerinin is akis semasi

Bazi yaygin derin 6grenme modellerinden asagida kisaca bahsedilmistir:

LeNet: Bu ag, konvoliisyon aginin ilk basarili uygulamasi olarak kabul edilir. 1990'l1 yillarda

gelistirilmis ve posta kodlari, basit basamaklar vb. okumak i¢in kullanilmigtir.

AlexNet: Bu ag, 2012 yilinda ImageNet ILSVRC yarismasinda sunulmustur. Diger aglara gore oldukca

basarilidir.

VGGNet: Bu ag yapisi, sinir aglarinda derinlik kavramimin ne kadar énemli oldugu belirtilir. 16 ya da

19 adet evrisimli katman igerir.
ResNet50: ImageNet veri kiimesi {izerinde egitilen 50 katmanli bir agdir.

Inception-V3: Cok sayida konvoliisyonel ve maksimum havuzlama adimlarindan olusan bir noral ag

modelidir.

EfficientNet: Modeli kiigiiltmeye ¢alisan bir grup konvoliisyon sinir agi modelidir. Derinlik, ¢oziiniirliik

ve genislik acisindan dlgekleme yapar.
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4. Bulgular
4.1. Veri Seti

Calismamizda kullanilan veri seti kaggle izerinden (
https://www.kaggle.com/datasets/tawsifurrahman/tuberculosis-tb-chest-xray-dataset) alinmistir. Bu
veri seti gogiis rontgeni verilerinden Katar ve Dhaka Universitesi tarafindan Banglades’te yasayan bir
grup doktor ile Malezya'dan Hamad Medical Corporation isbirligi ile olusturulmustur. Toplamda
saglikli ve hasta olmak tiizere iki sinifl1 700 TB goriintiiden olusmaktadir. Calismamizda verilerin egitimi
icin 700 gortntii kullanilirken, test islemi i¢in ise 300 goriinti kullanilmustir. Bu veri setinden 6rnek

gorilintiiler Sekil 5°de gosterilmistir.

PY P MR PP Y
Wl Rl
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Sekil 5. Kullanilan veri seti
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Bu ¢alismada tiiberkiiloz goriintiileri Phyton programlama dili ile yapay sinir aglar1 ve evrigimsel sinir
aglar ile egitilmistir ve test goriintiilerinin dogrulugu farkli degerlendirme kriterleri ile hesaplanmustir.
Ayrica ¢aligma sonuglari karsilagtirmali olarak gosterilmistir. Kullanilan goriintii verileri ilk asamada
cesitli Onisleme adimlarindan gecirilmistir ve calismada daha dogru siniflandirma sonuglart elde
edilmesi i¢in goriintiiler ¢esitli veri madenciligi yontemleri ile normalize edilmistir. Veri 6n isleme
adimlarinda filtreleme, goriintii netlestirme, yumusatma, giiriiltii azaltma, normallestirme ve goriintiiyil
yeniden boyutlandirma gibi bir dizi 6nisleme adimlar1 gergeklestirilmistir. Gauss filtresiyle goriintiiniin
glirliltiisii giderilmistir ve goriintii daha net hale getirilerek goriintii keskinlestirilmistir. Boylelikle
goriintii daha belirgin hale gelerek tiiberkiilozlu goriintiiler ile saglikli goriintiiler daha dogru bigimde
birbirinden ayrilmasi saglanmistir. Ayrica farkli veri arttirimi yontemleri ile verinin arttirimi yapilarak
onerilen modellerin basarisinin degisip degismedigi gézlemlenmistir. Verinin 6n islemesine ait iglemler
onerilen modelin is akiginda anlatilmistir. Veri setinde saglikli goriintiiler daha fazla oldugundan dolayi
dengesiz dagilim goriilmektedir. Bu sorunu ¢6zebilmek amaciyla SMOTE algoritmasi ile sentetik
goriintiler olusturulmustur. Boylelikle az sayida goriintiiye sahip olan tiiberkiilozlu verilerin arttirilmasi

saglanmistir. Bu da smiflandirma problemlerinde ortaya ¢ikan asirt 6grenme ve ezberleme gibi
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sorunlarin ¢oziilmesini saglamistir. Agirliklarin dogru olarak belirlenmesi i¢in agirlikli atama yéntemi
kullanilmigtir. Ayrica o6zellik ¢ikarimi ve se¢imi gibi yontemler de simiflandirma basarisini
arttirmaktadir. Orijinal veri setinde 1000 goriintii verisinin 800’4 “saglikli” 200 ise “tiberkiilozli”
veridir. Onerilen modelin smiflandirma dogrulugu hesaplayabilmek i¢in goriintii verileri 0.70 egitim ile
0.30 test verisi olarak rastgele ve her siniftan esit olacak sekilde ayrilmistir. Bu ¢aligmada veri
dengelemesi icin veri setindeki goriintii sayisi her iki siif igin de (“tiiberkiilozlu” ve “saglikli”) esit
olarak arttirilmis. “Tiiberkiilozlu” ve “saglikli” olarak etiketlenmis goriintiilere ait verilere ait sayilar
Tablo 6’da gosterilmistir. Dondiirme, ¢evirme, biiylitme, kontrast artirma, goriintiiniin boyutunu
degistirme, kirpma, bulaniklik ve giiriiltii ekleme gibi farkl1 efektler ile veri arttirilarak sentetik veriler
elde edilmistir. Ornegin; ilk senaryoda 1602 “tiiberkiilozlu” goriintii etiketlenirken; 405 “saglikli”

gorilintii etiketlenmistir.

Tablo 6. Tim verilere ait etiketlenmis goriintii sayilart

Senaryo Tiiberkiilozlu Saghkh Toplam
1 1602 405 1007
2 2456 846 3302
3 3427 1278 4705
4 4023 1637 5660
5 4761 2012 6773

4.2. ANN Sonuglar
ANN modelinin uygulama sonuglar egitim verisi ve test verisi i¢in sirastyla %93,17 ve %90,41 basari

elde etmistir. Tablo 7 ve Tablo 8’de ANN modeli igin sirasiyla egitim ve test verileri i¢in goriintiilerin
belirtilen degerlendirme metriklere gore siniflandirma sonuglari verilmistir.

Tablo 7. Egitim i¢in degerlendirme sonuglar

Egitim Verisi Kesinlik Duyarhhk F1-Puam
0 0,8559 0,9343 0,8934
1 0,9902 0,9960 0,9931
2 0,8363 0,9382 0,8843
3 0,9544 0,9345 0,9443
4 0,8648 0,9087 0,8862
5 0,9993 0,9610 0,9798
6 0,9152 0,6885 0,7858
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7 0,9495 0,9837 0,9663

8 0,9958 0,9935 0,9947

9 0,9762 0,9793 0,9778
Dogruluk - - 0,9318
Maksimum Ortalama 0,9338 0,9318 0,9306
Agirlikl Ortalama 0,9338 0,9318 0,9306

Tablo 8. Test i¢in degerlendirme sonuglari

Test Verisi Kesinlik Duyarhilik F1-Puam
0 0,8338 0,8980 0,8647
1 0,9841 0,9880 0,9860
2 0,7794 0,9150 0,8418
3 0,9305 0,8970 0,9134
4 0,8186 0,8620 0,8397
5 0,9937 0,9480 0,9703
6 0,8419 0,6070 0,7054
7 0,9297 0,9790 0,9537
8 0,9820 0,9830 0,9825
9 0,9650 0,9640 0,9645
Dogruluk - - 0,9041
Maksimum Ortalama 0,9059 0,9041 0,9022
Agirlikli Ortalama 0,9059 0,9041 0,9022

Tiiberkiiloz veri seti i¢in gapraz entropi (cross entropy) hata degerlerinin degisimi Sekil 6° da epoch
degerlerine gore gosterilmistir. Grafikte anlagildig: tizere 1. epoch da hata en yiiksek, 5. epoch da hata

en diisiik olmaktadir.
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Cross Entropy Loss

== Train Loss

== Validation Loss
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Sekil 6. Capraz entropi hata grafigi

Agirliklar siirekli glincellenmekte olup, en iyi 6grenmenin kaginci epoch da gergeklestigi Sekil 7° de

gosterilmistir.

Classification Accuracy

=4~ Train Accuracy
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Sekil 7. Siniflandirma dogrulugu grafigi

Capraz dogrulama ile yapilan tiim veri igin ANN sonuglarinin (k=8 i¢in) ortalamasi ROC ve AUG
egrileri Sekil 8’de gosterilmistir. k=8 i¢in 85,76 basari elde edilmistir. k=8 secilme nedeni ise yapilan
tiim analizlerin ortalamasina bakarak Onerilen modelin basarisin1 gostermektir. Ayrica k=8 capraz

dogrulama i¢in karmasiklik matrisi Sekil 9°da verilmistir.
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ROC Curve For All Data
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Sekil 8. ANN i¢cin ROC ve AUG egrisi (k=8 i¢in)
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Sekil 9. Karmasiklik matrisi

Tablo 9’da bes farkli senaryoya gére ANN ile dogru olarak tespit edilen “tiiberkiilozlu” verilerin sayist
verilmigtir.

Tablo 9. ANN Modelinin Senaryolara gére Tahmin Edilen Ornek Say1st

Senaryo  Dogru tahmin edilen “tiiberkiilozlii” olarak etiketlenen goriintii

sayisi
Senaryo 1 1427
Senaryo 2 2015
Senaryo 3 2867
Senaryo 4 3764
Senaryo 5 4033
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{1‘.3. CNN Sonuclart
Onerilen CNN modelinin uygulama sonuglar1 egitim verisi ve test verisi i¢in sirastyla %99,44 ve %98,91

basari elde etmistir. Tablo 10 ve Tablo 11°de CNN modeli i¢in sirasiyla egitim ve test verileri igin
gorilintiilerin belirtilen degerlendirme metriklere gore siniflandirma sonuclar1 verilmistir. Tiiberkiiloz
veri seti i¢in gapraz entropi (cross entropy) hata degerlerinin degisimi Sekil 10° da epoch degerlerine
gore gosterilmistir. Grafikte anlasildigi iizere 1. epoch da hata en yiiksek, 5. epoch da hata en diisiik

olmaktadir.

Tablo 10. Egitim i¢in degerlendirme sonuglari

Egitim Verisi Kesinlik Duyarhilik F1-Puani

0 0,9930 0,9973 0,9983

1 0,9939 0,9970 0,9955

2 0,9935 0,9970 0,9952

3 0,9954 0,9977 0,9966

4 0,9910 0,9957 0,9933

5 0,9921 0,9983 0,9952

6 0,9988 0,9921 0,9954

7 0,9979 0,9808 0,9893

8 0,9940 0,9954 0,9947

9 0,9883 0,9938 0,9910
Dogruluk - - 0,9944
Maksimum Ortalama 0,9944 0,9945 0,9945
Agirlikli Ortalama 0,9945 0,9944 0,9944

Cross Entropy Loss
e + Vaonen
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Sekil 10. Capraz entropi hata grafigi
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Tablo 11. Test i¢in degerlendirme sonuglart

Test Verisi Kesinlik Duyarhilik F1-Puam
0 0,9969 0,9949 0,9959
1 0,9913 0,9982 0,9947
2 0,9808 0,9922 0,9865
3 0,9863 0,9960 0,9911
4 0,9809 0,9949 0,9879
5 0,9833 0,9910 0,9872
6 0,9968 0,9802 0,9884
7 0,9970 0,9708 0,9837
8 0,9877 0,9928 0,9903
9 0,9910 0,9802 0,9856
Dogruluk - - 0,9892
Maksimum Ortalama 0,9892 0,9891 0,9891
Agirlikli Ortalama 0,9893 0,9892 0,9892

Agirliklar siirekli giincellenmekte olup, en iyi 6grenmenin 5. epoch da gerceklestigi Sekil 11° de

gosterilmistir.

Classification Accuracy
== Train Accuracy
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Sekil 11. Smmiflandirma dogrulugu grafigi
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Capraz dogrulama ile yapilan tiim veri i¢in CNN sonuglarinin (k=8 i¢in) ortalamasi1 ROC ve AUG
egrileri Sekil 12°de gosterilmistir. k=8 i¢in %97,78 basari elde edilmistir. k=8 secilme nedeni ise yapilan
tim analizlerin ortalamasina bakarak Onerilen modelin bagarisim1 gostermektir. Ayrica k=8 capraz
dogrulama i¢in karmagiklik matrisi Sekil 13’de verilmistir. Tablo 12’de bes farkli senaryoya gére CNN

ile dogru olarak tespit edilen “tliberkiilozlu” verilerin sayis1 verilmistir.
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Sekil 12. CNN i¢in ROC ve AUG egrisi
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Sekil 13. Karmagiklik matrisi
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Tablo 12. CNN Modelinin Senaryolara gére Tahmin Edilen Ornek Sayist

Senaryo  Dogru tahmin edilen “tiiberkiilozlii” olarak etiketlenen goriintii

sayisi
Senaryo 1 1591
Senaryo 2 2231
Senaryo 3 3029
Senaryo 4 3862
Senaryo 5 4154

Tablo 13’de farkli egitim, test ve dogrulama orneklerine gore farkli derin 6grenme modellerinin
sonuclar1 verilmistir. Sonuglar analiz edildiginde ResNet50 ve VGG16 modellerinin diger modellere
gore daha basarili sonuglar verdigi gézlemlenmistir. Tablo 14’de tiim modellerin k=5 ve k=10 ¢apraz

dogrulama sonucu elde edilen sonuglari verilmistir.

Tablo 13. Tim modellerin farkl egitim,dogrulama ve test verilerine goére dogruluk sonuglari

Metod/Dogruluk  ResNet50 VGG19 Inception-  EfficientNet DenseNet LeNet AlexNet

(%) V3
%60 egitim %40 96,42 95,86 92,52 92,73 94,37 92,45 92,07
test
%70 egitim %30 96,31 96,61 94,71 94,86 95,35 93,82 91,37
test
%60 egitim %20 96,87 96,83 93,64 94,37 96,41 90,37 92,55
dogrulama %20
test
%70 egitim %15 97,19 98,03 95,37 95,90 97,68 91,61 92,97
dogrulama %15
test

Tablo 14. Capraz dogrulama sonucu elde edilen sonuglar

Yontem/Dogruluk k=5 k=10
(%)

ANN 88,23 84,67

CNN 96,72 96,49

ResNet50 95,64 95,06

VGG19 94,94 95,61

Inception-V3 92,40 91,64

EfficientNet 94,81 93,75
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DenseNet 94,92 93,91

LeNet 93,41 92,41

AlexNet 92,12 90,37

5. Tartisma ve Sonug¢
Tiberkiilloz, Mycobacterium tuberculosis adi verilen bakterinin neden oldugu bir enfeksiyon

hastaligidir. Tiiberkiiloz, diinya genelinde hala 6nemli bir halk sagligi sorunudur ve 6zellikle gelismekte
olan iilkelerde yaygin olarak goriilmektedir. Solunum yoluyla bulasan bu hastalik, 6zellikle akcigerleri
etkileyerek ciddi semptomlara yol agabilir. Tiiberkiilozun belirtileri arasinda uzun siireli 6ksiiriik, nefes
darlig1, gogiis agrisi, zayiflama, ates, gece terlemeleri ve halsizlik gibi semptomlar bulunur. Hastaligin
tanist, klinik belirtilerin yani sira biyomedikal goriintiileme yontemleri ve laboratuvar testleri ile
konulmaktadir.

Hastaligin tespit edilmesinde rontgen, bilgisayarli tomografi (BT) ve manyetik rezonans goriintiileme
(MRG) gibi teknikleri bulunur. Hastaligin erken teshisi, hastaligin tedavisi ve yayilmasinin 6nlenmesi
acisindan biiyiik 6nem tagimaktadir. Derin 6grenme yontemlerinin biyomedikal goriintiilerin tiiberkiiloz
hastaliginin siniflandirilmasinda kullanilmasi, tani siirecini hizlandirabilir, dogrulugu artirabilir ve
tedaviye daha etkin bir sekilde rehberlik edebilir. Bu tezde, tiiberkiiloz hastaliginin derin 6grenme ile
siniflandirilmasi konusunda énemli bir adim olmay1 hedeflemektedir. Onerdigimiz model farkl1 akciger
hastaliklarin (TB, COVID-19 ve grip gibi) erken teshisine yonelik bir ¢aligma ile bu alanda g¢alisan
radyologlara ve doktorlara yardimci olabilir.

Bu ¢alismada, doktorlarin gogiis rontgeni ile tiiberkiiloz hastaligini dogru ve hizli olarak teshis etmesine
yardimc1 olmak amaciyla bir yontem gelistirilmistir. Onerilen CNN modeliyle tiiberkiilozlu ve saglam
olarak etiketlenen test goriintiileri tespit edilmistir. Farkli ve derin bir ag yapisi ile hastaligin otomatik
olarak tespiti saglanmistir. Manuel olarak ortaya cikabilecek yanlis ani1 ve teshisler onlenmeye
caligilmustir.

Caligmada ayrica ANN, oOnerilen CNN ve Onerilen hibrit modelin performans olciimleri farkli
degerlendirme Ol¢iitleri (hassaslik, duyarlik, kesinlik, F1-puani) ile hesaplanmistir ve tiim modellerin
sonuclar1 karsilagtirmali olarak sunulmustur. Bu alismada onerilen modellerin ag yapisi, parametre
degerleri, kullanilan katmanlar, dogrulama verileri i¢in elde edilen karmasiklik matrisleri, dogruluk ve
kay1p grafikleri ayrintili olarak gosterilmistir. Calismamizda literatiirde kullanilan sinir aglarindan farkl
bir ag yapisi kullanilarak basari oranmi arttirtlmigtir. Tablo 15°de bizim ¢alismamiz diger ¢aligmalarla
karsilagtirmali olarak sunulmustur. Onerilen CNN modeliyle %98,91 basar1 elde edilmistir. Ayrica 6n
egitimli modellerle de Onerilen modellerin basaris1 karsilastirilmigtir. Calismada kullanilan BT
goriintiileri 5 farkli senaryo i¢in etiketlenmis ve tiim senaryolarin basar1 sonuglarinin ortalama degerleri
almmustir. Ayrica calismada kullanilan tiim derin 6grenme modellerinin dogruluk sonuglari

karsilagtirilmigtir,
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Tablo 15. Literatiirdeki ¢aligmalarin karsilagtirilmasi

Calisma Metot Dogruluk
(%)
Hrizi ve ark., 2023 CNN 97,06
SVM, 95,10
Random Forest, 98,60
Hrizi ve Attia, 2023 Xgboost, 95,10
Karar Agaglar 95.60
Hrizi ve Gasmi, 2023 Genetik Algoritma 97,00
Gasmi ve ark., 2024 Deep Belief Network (DBN) 97,20
Igbal ve Usman, 2022 TBXNet 95,10
Igbal ve ark., 2023 CNN-based hybrid model 97,70
Abubakar ve ark., 2024 DNN 98,00
Fatihah ve ark., 2024 SVM 80,00
Onerdigimiz model CNN 98,91

CNN modelinde agin egitimi, geri yayilim (backpropagation) algoritmasina dayanir. Geri yayilim, agin
ciktilarmin gercek etiketlerden ne kadar uzak oldugunu 6lgen bir kayip fonksiyonu kullanarak hata
hesaplar. Bu hata daha sonra agin tiim katmanlarina geriye dogru iletilir ve agirliklarin giincellenmesiyle
birlikte 6grenme siireci gerceklestirilir. Bu ¢alismada ¢ok hizli ve dogru sonuglar iirettigi i¢in “adam”
optimizasyon algoritmasi kullanilmistir. “Adam” optimizasyon algoritmasi momentum ve RmsProb
algoritmalarini birlestirip kullandig1 i¢in diger optimizasyon algoritmalarin dezavantajli yonlerini de
azaltmaktadir. Onerilen modellerin basaris1 yeterli griintii veri kiimesi iizerinde gerceklestirilmesine
ragmen daha biiyiik goriintiilerde ve daha biiyiikk veri kiimelerinde Onerilen modellerin basarisina
bakilmasi gerekmektedir. leriki ¢aligmalarda biiyiik veri kiimeleri iizerindeki basaris1 6lgiilecektir.

Gelecekte ¢alismada kullanilan derin 6grenme modellerine ek olarak hibrit yontemler gelistirilecektir
ve hibrit modellerin basaris1 ¢ok sinifli problemler igin olglilecektir. Ayrica farkli hastalik tiirleri ve

gercek tip goriintiileri iizerinde onerilen modeller gerceklestirilecektir.

Cikar Catismasi Beyani

Makale yazarlar1 herhangi bir ¢ikar ¢catigmasi olmadigini beyan eder.

Aragtirmacilarin Katki Orami Beyan Ozeti
Yazarlar makaleye esit oranda katki saglamis olduklarini beyan ederler. Calisma Mehmet BABALIK 1n

yiiksek lisans tezinden tiretilmistir.
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