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Oz: Dijital doniisiim ile tedarik zinciri yonetiminde biiyiik veri analitiginin onemi giin gectikge
artmaktadir. Ozellikle miisteri taleplerinin hizli ve dogru tahmin edilmesinde biiyiik verinin kullanimi
firmalara rekabet avantaji saglamaktadir. Bu dogrultuda, yapay zeka tekniklerinden biri olan derin
o6grenme modelleri biiylik verideki karmagik oriintiilerin kesfedilmesinde 6ne ¢ikmaktadir. Son yillarda
literatiirde ¢ok sayida derin 6grenme yontemi onerilmistir. Bu ¢alismada, satis tahmini problemi igin derin
O0grenme yontemlerinin performanslart karsilastirilmistir. Bu kapsamda derin sinir agt (DNN), derin
otokodlayici (Deep AE), evrisimli sinir agi (CNN), tekrarlayan sinir ag1 (RNN), uzun kisa-siireli bellek
(LSTM) agy, ¢ift yonlii LSTM (Bi-LSTM) agi, kapili tekrarlayan birim (GRU), CNN-LSTM ve evrigimli
LSTM (ConvLSTM) yontemleri uygulanmustir. Cesitli sektorlere ait satig verileri kullanilarak deneysel
calismalar gerceklestirilmistir. Hiperparametre optimizasyonu ardindan ele alinan yodntemlerin
performanslar1 tahmin dogrulugu ve egitim siireleri agisindan karsilagtirilarak sonuglarin istatistiksel
anlamliligt degerlendirilmistir. Sonug olarak, LSTM ve GRU modellerinin tahmin dogrulugunda basarili
sonuglar verdigi, CNN modelinin ise egitim siiresini kisalttig1 goriilmiistiir.

Anahtar Kelimeler: Derin 6grenme, Satis tahmini, Zaman serisi, Evrisimli sinir agi, Tekrarlayan sinir
ag1, Uzun kisa-siireli bellek ag1

Comparison of Deep Learning Methods for Sales Forecasting

Abstract: With the digital transformation, the importance of big data analytics in the supply chain
management has been increasing day by day. Especially, the use of big data in fast and accurate
estimation of customer demand provides companies competitive advantage. In this direction deep
learning models, which is one of the artificial intelligence techniques, stand out in the discovery of
complex patterns in big data. In the recent years, several deep learning methods have been proposed in the
literature. In this study, the performances of deep learning methods for the sales forecasting problem are
compared. In this context, deep neural network (DNN), deep autoencoder (DAE), convolutional neural
network (CNN), recurrent neural network (RNN), long short-term memory (LSTM) network, bi-
directional LSTM (Bi-LSTM) network, gated recurrent unit (GRU), CNN-LSTM and convolutional
LSTM (ConvLSTM) methods have been applied. Experimental studies were carried out using sales data
from various sectors. After hyperparameter optimization, the performances of the methods discussed were
compared in terms of forecasting accuracy and training time, and the statistical significance of the results
was evaluated. As a result, it has been seen that LSTM and GRU models gave successful results in the
prediction accuracy, and CNN model shortens the training time.

Keywords: Deep learning, Sales forecasting, Time series, Convolutional neural network, Recurrent
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1. GIRiS

Satis tahmini, tedarik zinciri yonetiminin temel gorevlerinden biridir ve tedarik zincirindeki
planlama ile karar verme siireclerinde kritik bir rol oynamaktadir (Dharshini ve Vijila, 2021).
Ornegin; seri iiretim yapan bir firma iiretim miktarlarim ve stok seviyelerini belirlemek icin
satig tahminlerine ihtiyag duymaktadir. Siparise gore {liretim yapan bir firma ise deposunda
bulundurmasi gereken malzeme miktarini belirlemek i¢in talebi 6ngérmek istemektedir.

Dogru satig tahmini firmanin karliligini ve verimliligini artirirken es zamanl olarak stok ve
isletme maliyetlerini azaltmaktadir (Ac1 ve Dogansoy, 2022). Ote yandan, satis tahminindeki
hatalar firmalarda yok satmaya bagli gelir kaybina ya da fazla iiretim sonucu artan stok
maliyetlerine neden olmaktadir. Ayrica, tahminin hatali yapildig: durumlarda miisteri kayb1 ve
miisteri memnuniyetsizligi de yaganabilmektedir.

Satis tahmini, tiiketici davranislarinin belirsizligi ve Ozellestirilmis iirlinlere artan ilgi
nedeniyle ¢oziimii zor bir problemdir. Etkin tahmin modellerinin gelistirilmesi amaciyla
istatistiksel yontemler ve yapay zeka teknikleri kullanilmaktadir (Dharshini ve Vijila, 2021; Act
ve Dogansoy, 2022). Ozellikle son yillarda yapay zeka tekniklerinden derin 6grenme yontemleri
one c¢ikmaktadir (Dharshini ve Vijila, 2021; Aci ve Dogansoy, 2022). Derin 6grenme
yontemleri, biiylik hacimli verilerde karmasik ve dogrusal olmayan iligkileri kesfetme 6zellikleri
nedeniyle tercih edilmektedir.

Donanimsal gelismeler ve farkli alanlara uygulama esnekligi nedeniyle literatiirde ¢ok
sayida derin 6grenme yontemi dnerilmistir (Sarker ve dig., 2021). Ozellikle ¢esitli sektorlere ait
satis tahmini problemlerinde basarili sonuglar veren derin 6grenme yontemleri arasinda ¢ok
katmanli derin sinir ag1, zamansal bagimliliklar1 6grenebilen tekrarlayan sinir aglar1 ve tiirevleri
(tekrarlayan sinir ag1, uzun kisa-siireli bellek agi, kapili tekrarlayan birim, ¢ift yonlii uzun kisa-
stireli bellek ag1), 6znitelik ¢ikarma 6zelligine sahip yontemler (derin oto kodlayicilar, evrisimli
sinir ag1) ve hibrit yaklasimlar bulunmaktadir. Derin 6grenme yontemlerinin her birinin
kendilerine has giiclii ve zayif yonleri bulunmaktadir. Ancak bu yontemlerin performansini
kapsamli bir sekilde karsilastiran bir ¢alismaya literatiirde rastlanmamustir.

Bu calismada, literatiirdeki boslugu doldurmak amaciyla sik kullanilan ve giincel derin
O0grenme yontemlerinin satis tahminindeki performanslarinin karsilastirilmasi ele alinmistir. Bu
kapsamda, ¢esitli sektorlere ait talep verileri kullanilmistir. Performans karsilagtirilmasi tahmin
dogrulugu ve egitim siiresine gore yapilmistir. Performanslar arasindaki farkin istatistiksel
olarak anlamliligini incelemek i¢in parametrik olmayan testler uygulanmistir. Sonug olarak, bu
calisma satig tahmini problemlerinde giincel derin 6grenme yontemlerine iliskin performanslari
kapsamli bir sekilde karsilastirmasi itibariyle literatiire katki saglamaktadir.

Makale bes boliim igcermektedir. Giris boliimii sonrasinda ikinci béliimde literatiir taramast
sunulmaktadir. Uciincii boliimde ¢alismada kullanilan veri kiimeleri ile derin 6grenme
yontemleri agiklanmaktadir. Dordiincli boliimde ¢aligmanin akis semasi, deneysel kosullar,
karsilastirmali sonuglar ve istatistiksel analizler detaylariyla verilmektedir. Son olarak, besinci
boliimde sonuglar ile gelecek ¢aligmalar belirtilmektedir.

2. LITERATUR TARAMASI

Satis tahmini, tedarik zincirinde temel bir aragtirma konusudur (Ingle ve dig., 2021). Bu
alanda kullanilan yontemler istatistiksel yontemler ve yapay zeka yontemleri olmak iizere iki
baslikta incelenebilir (Ingle ve dig., 2021). Istatistiksel yontemler arasinda dogrusal regresyon,
hareketli ortalama, agirlikli ortalama, iistel diizeltme, ARIMA gibi yontemler yer almaktadir
(Ingle ve dig., 2021; Ac1 ve Dogansoy, 2022; Erol ve inkaya, 2023). Yapay zeka yontemleri ise
makine Ogrenmesi ve derin 0grenme yontemleri olmak iizere iki alt baglikta ele alinabilir.
Makine 0grenmesi yontemleri arasinda k-en yakin komsuluk, destek vektdr makinesi, karar
agaci, yapay sinir ag1 gibi yontemler; derin 6grenme yontemleri arasinda ise ¢ok katmanli derin
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sinir ag1 (DNN), evrisimli sinir ag1 (CNN), tekrarlayan sinir ag1 (RNN), uzun kisa-siireli bellek
(LSTM) agi1 gibi yontemler bulunmaktadir (Ingle ve dig., 2021; Dharshini ve Vijila, 2021; Act
ve Dogansoy, 2022; Erol ve inkaya, 2023).

Ozellikle son senelerde satis tahmini alaninda derin &grenme ydntemlerini kullanan
calismalarda artis olmustur (Dharshini ve Vijila, 2021; Eglite ve Birzniece, 2022). Dharshini ve
Vijila (2021) satis ve talep tahmininde kullanilan makine 6grenmesi ve derin 6grenme
yaklasimlarinin art1 ve eksi yonlerini igeren bir derleme caligmasi sunmustur ve derin 6grenme
yaklagimlarinin tahmin dogrulugu agisindan makine 6grenmesi yaklagimlarina gore daha iistiin
performans gosterdigini belirtmistir. Eglite ve Birzniece (2022) derin 6grenme yontemleri ile
perakende satiglarinin tahmin edilmesi konusunda sistematik bir literatiir tarama g¢alismasi
gerceklestirmistir. Ingle ve dig. (2021) ait bir derleme ¢aligmasinda ise istatistiksel, makine
O0grenmesi, derin 0grenme ve hibrit modeller incelenmistir. Karmagik veri kiimelerinde makine
Ogrenmesi ile derin 6grenme modellerinin kullanilmasinin uygun oldugu belirtilmistir.

Derin 6grenme yontemlerini uygulayan caligmalarda gida ile temel ihtiyaglar (Qi ve dig.,
2019, Jiang ve dig., 2020); perakende (Bousqaoui ve dig., 2021; Pacella ve Papadia, 2021);
moda ile tekstil (Wang ve dig., 2020); otomotiv (Chandriah ve dig., 2021); saghk (Buyar ve
dig., 2019, Qi ve dig., 2019); e-ticaret (Qi ve dig., 2019; Wang ve dig., 2020; Ac1 ve Dogansoy,
2022); lojistik (Jiang ve dig., 2020; Ren, 2020; Pekoz ve Inkaya, 2020) gibi cesitli sektdrlerdeki
talebin tahmin edilmesi ele alinmistir. Bu ¢alismalarda kullanilan derin 6grenme yontemleri ve
veriler Tablo 1’de verilmistir. Buna gore, satig tahmininde CNN, RNN ve LSTM yo6ntemlerinin
daha sik kullamildig goriilmektedir.

Satis verisindeki zamansal bagimliliklarin kesfedilmesinde sirali verileri isleyen RNN,
LSTM, cift yonlii LSTM (Bi-LSTM) ve kapili tekrarlayan birim (GRU) gibi tekrarlayan sinir
aglarm kullanan ¢ok sayida galigma bulunmaktadir. Ornek olarak Muhaimin ve dig. (2021)
aralikli talep verilerinin tahmininde RNN ydnteminin performansini ¢ok katmanli derin sinir ag1
ve diger geleneksel tahmin yontemleri ile kiyaslamistir. Wang ve dig. (2019) bir perakende
zincirinde bozulabilir ve dayanikli iiriinlere olan talebi RNN ve LSTM yontemleri ile tahmin
etmistir. Chandriah ve dig. (2021) yedek parga talebinin tahmini i¢cin LSTM modeli
gelistirmigtir. Pacella ve Papadia (2021) tedarik zincirinde son miisterinin talep tahmini igin
LSTM ve Bi-LSTM modellerini uygulamistir. Qi ve dig. (2019) ise promosyon
kampanyalarinda ikame edilebilir tiriinler arasindaki rekabetci iliskilerin etkisini incelemistir ve
e-ticaret satiglariin tahmini i¢gin GRU tabanli derin sinir ag1 ¢ergevesi sunmustur.

Calismalarin bir diger boliimiinde 6zniteliklerin ¢ikarilmasi amaciyla CNN uygulanmustir.
Buyar ve dig. (2019) bir ila¢ firmasina ait biiyiik veriyi kullanarak CNN ile gelecek satiglar
tahmin etmistir. Belas ve Bidyuk (2021) perakendecilik sektoriindeki satig verisini zaman serisi
olarak ele almistir ve onerdikleri CNN modelinin performansini LSTM modelinin performansi
ile karsilagtirmistir. Rizvi ve dig. (2021) ise IoT cihaz1 kullanan bir akaryakit istasyonu i¢in
genisletilmis tek boyutlu CNN (1D-CNN) modeli onermistir ve Onerdikleri modelin diger
tahmin yontemlerine gore daha etkili sonug verdigini gostermistir.

Bir diger grup calismada ise derin 6grenme yontemlerinin hibrit versiyonlar1 gelistirilerek
tahmin performansmin iyilestirilmesi hedeflenmistir. Ren ve dig. (2020) envanter
optimizasyonu ile talep tahmini siirecini entegre ederek CNN-LSTM hibrit modelini 6nermistir.
Pekoz ve Inkaya (2023) COVID-19 siirecinde lojistik sektdriindeki talebi tahmin etmek igin
CNN-LSTM hibrit modeli gelistirmistir. Bir diger hibrit yontem c¢alismasinda, Liu ve dig.
(2021) LSTM’ye evrisim islemini entegre ederek evrisimli uzun kisa-siireli bellek (ConvLSTM)
modelini &nermistir ve perakendecilik sektoriindeki toplam satislar1 tahmin etmistir. Onerilen
modelin performansi geleneksel RNN ile karsilastirilmigtir. Wang ve dig. (2020) ise iiriinlerin
geemis satig bilgileri, gorsel ve temel 6zelliklerini ¢ok modlu ele almistir ve DNN, CNN ile
LSTM yontemlerini biitiinlesik kullanarak moda tiriinleri i¢in satis tahmin modeli Gnermistir.

Literatiirde farkli derin 6grenme yontemlerinin performanslarini karsilagtiran ¢caligmalar da
bulunmaktadir. Ornegin; Bousqaoui ve dig. (2021) siipermarket satis tahmini icin CNN, LSTM,
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yapay sinir ag1 ve ARIMA yontemlerinin performanslarini kiyaslamali olarak degerlendirmistir.
Act ve Dogansoy (2022) e-perakende satis tahmininde makine 6grenmesi ve derin 6grenme
yontemlerini karsilagtirmistir. Jiang ve dig. (2020) ise bir alkollii icecek dagitim sirketinin satis
tahmini problemini ele almistir ve DNN, LSTM, Bi-LSTM, CNN-LSTM, derin otokodlayicilar
(Deep AE) gibi derin 0grenme yaklasimlarinin performansini naif yontemler ve ARIMA
modelleri ile kiyaslamistir.

Bu ¢aligma literatiirde yer alan ¢aligmalardan birkag yonden farklilasmaktadir. ilk olarak,
literatiirde siklikla kullanilan ve gilincel derin 6grenme yontemlerine odaklanilmistir ve bu
yontemlerin satis tahmini alanindaki performansi irdelenmistir. Ikinci olarak, performans
karsilastirmasinda perakende, eczane, iiretim, hizmet gibi c¢esitli sektorlere ait satis verileri
kullanilmigtir. Boylece derin 6grenme modellerinin farkli 6zelliklere sahip veri kiimelerindeki
performansit ele almmustir. Cesitli sektorlere ait satig verilerinde giincel derin 6grenme
yontemlerinin kullanilmasi ile kapsamli bir karsilastirma gergeklestirilmistir. Bunlara ek olarak
calismanin literatiire bir diger katkisi da derin Ogrenme ydntemlerinin performansinin
istatistiksel testler yardimiyla degerlendirilmesidir.

Tablo 1. Satis ve talep tahmininde derin 6grenme yontemlerini kullanan calismalar

Calisma Yontem Veri
Muhaimin ve dig. (2021) DNN, RNN MS5 yarigma satig verileri
Buyar ve dig. (2019) CNN Eczane satis verileri
Belas ve Bidyuk (2021) CNN, RNN Farkli bolgelerde bulunan 45 perakende magazanin ge¢mis satig verileri
Wang ve dig. [14] RNN, LSTM Siipermarketlere ait satig verileri
Chandriah ve dig. (2021) LSTM Yaklagik 11 yila ait Norveg'teki aylik yeni binek otomobil satig verileri
Bousqaoui ve dig. (2021) CNN, LSTM Fas'taki bir siipermarketin satis verileri
Wang ve dig. (2020) DNN, CNN, LSTM Bir giyim e-ticaret sirketindeki 4.354 iiriine ait satig kayit verileri
Qi ve dig. (2019) GRU Atistirmalik ve kisisel bakim iirtinleri satan iki farkli e-ticaret sitesine

ait gecmis satis verileri
Rizvi ve dig. (2021) CNN, LSTM, GRU \//\fl;?lreyr?klt dagitim tinitelerinden toplanan 15 giinliikk akaryakit satis
Pacella ve Papadia (2021) LSTM, BiLSTM Bir pazardaki 10 spesifik iiriine ait talep verileri
< DeepAE, CNN, RNN, | Tiirkiye'de yer alan yerel bir siipermarketin mobil ve internet satis
Act ve Dogansoy (2022) LSTM, BiLSTM verileri
LSTM, BiLSTM,
CNN-LSTM

Ren ve dig. (2020) CNN-LSTM Ugiincii parti lojistik firmasina ait lojistik hizmet talebi verileri

.. ; DNN, LSTM, CNN-
Pekoz ve Inkaya (2023) LSTM
Liu ve dig. (2021) RNN, ConvLSTM Bir bolgedeki perakende magazalarin 26 haftalik satis verileri

Jiang ve dig. (2020) Alkollii icecek dagitim sirketinin yedi yillik satis verileri

Bir lojistik firmasina ait sevkiyat verileri

3. MATERYAL VE METOT

Bu boliimde, calisma kapsaminda kullanilan veri kiimeleri ve derin 6grenme ydntemleri
sunulmustur.

3.1. Materyal

Bu c¢alismada satis tahmini problemi tek degiskenli zaman serisi olarak modellenmistir.
Zaman serisi Y = {y;: t € T} olarak tanimlanmis olup y, t zaman adimindaki g6zlem degerini
(satis miktarini1), T ise zaman serisinin uzunlugunu (donem sayisini) ifade etmektedir.

Bu calisma kapsaminda kullanilan ve gesitli sektorlere ait satig verileri Tablo 2’de
sunulmustur. Bu tabloda verilen Rossmann, Tv_Sales ve Favorita veri kiimelerinde tek bir
zaman serisi bulunmaktadir. Diger veri kiimelerinde ise birden ¢ok bolgeye, magazaya veya
iriine ait satig verileri bulunmaktadir. Bu veri kiimelerinde bir zaman serisi segilerek ¢aligma
kapsamina alinmistir. Her satis verisinin 6zelliklerinin belirlenmesi igin otokorelasyon ve kismi
otokorelasyon fonksiyonlar1 kullanilmistir. Ornegin, Walmart veri kiimesinde 60 dénemlik
mevsimsellik gbzlemlenmistir.
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. i kil i
Tablo 2. Veri kiimeler
Veri Zaman .
- . Serisinin Verinin Ozellikleri Aciklama
Kiimesi -
Uzunlugu (T)

. . Walmart magazasima ait 2010-2012 yillar1 arasindaki haftalik
Walmart 143 Mevsimsellik vardir. satis verileri (Kaggle, 2020)
Forklift 276 iccl;(e)lrfmekte d?fyldje aza?;lil; Bir forklift direticisine ait dort yillik giinliik satis verileri

S _ (Puspita ve dig., 2019)
egilimine sahiptir.

. . Cevrimi¢i bir egitim platformuna ait 2014-2016 yillan
LeamnX 882 Mevsimsellik vardur. arasindaki yillik satis verileri (Kaggle, 2020)

. . Rossman magazasina ait 2010-2012 yillar1 arasindaki giinliik
Rossmann 942 Mevsimsellik vardir. satis verileri (Kaggle, 2020)
Tv_Sales 974 Artma egilimi vardir. Banglades’teki iki yillik televizyon satis verileri (Kaggle, 2020)
Favorita 1688 Mevsimsellik vardir Favorita marketlerine ait 2013-2017 yillar1 arasindaki haftalik

) satis verileri (Kaggle, 2020)
Pharm 2106 I\:IreV?lrlnsellzlklm vardir mze 2014-2019 yillar1 arasindaki eczane giinliik ilag satig verileri
arma sirasiyla azama we artma (Kaggle, 2020)
egilimine sahiptir.

3.2. Derin Ogrenme Yontemleri

Bu bolimde, c¢alisma kapsaminda ele alman dokuz adet derin 6grenme yontemi

aciklanmugtir.
3.2.1. Derin Sinir Ag1

DNN, girdi ve ¢ikt1 katmanlar1 arasinda ¢ok sayida katman bulunan yapay bir sinir ag1
yapisidir. Agin derinlesmesi ile genelleme yeteneginin sig aglara gore daha iyi oldugu 6ne
stiriilmektedir (Goodfellow ve dig., 2016). DNN, oOznitelik miihendisligi gereksinimini
azaltabilme ve karmasik problemleri birden ¢ok katmanla ¢bzebilme Ozelliklerine sahiptir.
Ayrica DNN mimarisi sayesinde ge¢cmis ve mevcut verileri kullanarak gelecegi tahmin etme
konusunda iyi performans gostermektedir (Gashler ve dig., 2016).

3.2.2. Derin Otokodlayici

Otokodlayic1 (Autoencoders, AE), karmasik veri temsillerini 6grenmek i¢in egitilmis
denetimsiz bir sinir agidir. Otokodlayici, girdi veri kiimesinin boyutunu azaltarak en az kayip ile
girdiye en yakin ¢iktiy1 {ireten, 6znitelikleri ve yapisal bilgileri 6grenebilen bir yapay sinir agi
mimarisidir (Goodfellow ve dig., 2016). Otokodlayic1 genellikle veri sikistirma ve giiriiltii
azaltma amaglariyla kullanilmaktadir. Bununla birlikte son yillarda derin iiretken modellerin
yapt taslari olarak da siklikla kullanilmaya baglanmistir (Goodfellow ve dig., 2016).

Her bir katmandaki giktilarin ardigik katmanin girdilerine baglandigi ve birden fazla
otokodlayict katmanindan olusan sinir agi, derin otokodlayici olarak adlandirilmaktadir
(Goodfellow ve dig., 2016). Alt1 tam baglantili katmandan olusan standart bir derin otokodlayict
ag1 i¢in ilk ti¢ katman kodlayicidir ve girdi uzayini bir 6znitelik uzayina eslemekle sorumludur.
Son ii¢ katman ise kod ¢oziiciidiir ve ters eslemeye karsilik gelir. Merkezi katmana ise kod
denir. Egitim siireci, girdi ile ¢ikt1 arasindaki farki 6lgen bir kayip fonksiyonunun minimize
edilmesini icerir. Bu fark degeri ile otokodlayicinin basarisi degerlendirilir.

Egitim sonrasinda girdinin (x) en Onemli 6zellikleri kod (z) ile temsil edilebilir. Kod
¢oziicli dogrusal oldugunda ve kayip fonksiyonu ortalama karesel hata oldugunda, otomatik
kodlayici temel bilesen analizi (PCA) ile ayni alt uzay1 kapsayacak niteliktedir. Bu nedenle,
otokodlayicilar PCA’nin dogrusal olmayan genellemeleri olarak yorumlanabilir (Goodfellow ve
dig., 2016).
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3.2.3. Evrisimli Sinir Ag1

CNN goriintii stniflandirma ve nesne tanima gibi genellikle gorsel gorevlerde kullanilmak
iizere gelistirilmis bir sinir ag1 tiiriidiir (LeCun ve dig., 2015). Ozellikle girdi verisindeki
Ozniteliklerin ¢ikarilmasinda ve karmasik temsillerin 6grenilmesinde etkilidir. Bir CNN
mimarisi girdi katmani, evrisim katmani, ortaklama katmani, tam baglantili katman ve ¢ikt1
katmani1 icermektedir.

Islenen girdi verisinin boyutuna gére CNN ii¢ gruba ayrilir: Tek boyutlu, iki boyutlu ve ii¢
boyutlu CNN. Tek boyutlu CNN (1D-CNN) zaman serisi ya da ses sinyali gibi tek boyutlu
iliskilerin oldugu veride kullanilir. Tki boyutlu CNN gériintiilerin, ii¢ boyutlu CNN ise video
tanima ya da ii¢ boyutlu medikal goriintiilerin islenmesinde kullanilir (LeCun ve dig., 2015).

Bu c¢alismada tek boyutlu zaman serileri olarak ele alindigr i¢in 1D-CNN kullanilmigtir.
1D-CNN girdi dizisindeki zamansal iliskilerin 6grenilmesini saglar. 1D-CNN'nin ag yapisinda
girdi katmanindan sonra ardisik gelen evrisim ve ortaklama (havuzlama) katmanlari girdi
dizisinden Oznitelik ¢ikarma ig¢in kullanilir. Bu katmanlar sonucunda olusan ¢ikti dizisi tam
baglantili katmana gonderilerek nihai ¢ikt1 elde edilir (Kiranyaz ve dig., 2021).

1D-CNN’de evrigim islemi ¢ekirdegin girdi verisi iizerinde kaydirilmasini ve girdinin her
bir alt dizisi ile ¢ekirdegin i¢ ¢arpiminin hesaplanmasini igerir. Elde edilen c¢ikti dizisi, ileri
seviyeli Oznitelikleri ¢ikarmak ve modelin nihai ¢iktisini olusturmak i¢in ek katmanlardan
gecirilen bir 6znitelik haritasidir. Evrisim katmanindaki agirlik paylagimi egitimdeki parametre
sayisint azaltarak 1D-CNN'nin daha erken ve daha hizli yakinsamasini saglar. 1D-CNN’de
evrigim igslemi Denklem (1) ile ifade edilir (Kiranyaz ve dig., 2021):

Ni_q
xh = Z conv1D(wjt, st + b), (1)

i=1

Burada sirastyla x} ve b} I. evrisim katmaninda k. nérondaki girdi ve sapma, Wilk_ L (@-1).
evrisim katmanindaki i. nérondan /. evrisim katmanindaki k. nérona kadar evrisim ¢ekirdegi,
Sil_l ({-1). evrisim katmaninda i. nérondaki ¢ikt1, N;_; (/-1). evrisim katmanindaki néron sayisi
ve convlD ise evrisim operatoriidiir. x} girdisine aktivasyon fonksiyonu uygulandiginda ara
cikt1 elde edilir (Kiranyaz ve dig., 2021).

Evrisim katmanindan sonra gelen ortaklama katmani, ana Oznitelikleri korurken boyut
azaltma amaciyla Oznitelik haritasindan alt orneklem olusturur. Bu amagla, ortaklamada
ortalama ya da maksimum yaklagimlar1 kullanilabilir (Wang ve dig., 2017). Ortalama ortaklama
yaklasiminda belirli bir komsulukta ortalama deger alinir. Maksimum ortaklama yaklasiminda
ise komsuluktaki en biliylik deger alinir. Ortaklama yaklagimlari ayni zamanda asiri uyum
sorununu ¢6zmeyi amaglamaktadir (Wang ve dig., 2017). Sonrasinda elde edilen 6znitelikler
tam baglantili katmana girdi olarak verilir. Tam baglantili katman diizlestirilmis girdi ile ¢alisir
ve girdiler bu katmandaki tiim noronlar ile baghidir (Wang ve dig., 2017). Nihai ¢iktinin elde
edilmesi i¢in uygun bir aktivasyon fonksiyonu segilir. Buna gore siiflandirma problemlerinde
siuf etiketlerinin olasilik dagilimi, tahmin problemlerinde ise siirekli bir ¢ikt1 degeri olusturulur.

3.2.4. Tekrarlayan Sinir A1

RNN sirali verinin islenmesinde kullanilir. Gegmis girdi verisini hafizada tutarak mevcut
verinin islenmesini saglayan bir yapay sinir agidir (Ac1 ve Dogansoy, 2022). Bu amagla,
tekrarlayan baglant1 adi verilen bir yap1 kullanilir ve bir zaman adimindaki ¢iktinin bir sonraki
zaman adimina girdi olarak kullanilmasina izin verir.

Klasik sinir ag1 mimarisinde girdi-¢ikt1 bagimsizligr oldugu varsayilir. Fakat RNN sirali
sekilde gelen verileri kullanir ve dizideki her verinin ¢iktis1 dnceki hesaplamalara baglidir (Aci
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ve Dogansoy, 2022). Boylece ileri beslemeli sinir agindan farkli olarak RNN hafizaya sahiptir.
Bir dizinin her elamani i¢in ayni gorevi yerine getirmeleri ve ¢iktinin dnceki hesaplamalara
bagli olmasi nedeniyle tekrarlayan olarak adlandirilir.

RNN’nin tekrarlayan birimlerine ait matematiksel islemler Denklem (2)-(3)’te verilmistir.
h;, t zaman adimindaki gizli durumu gosterir ve bu yapt RNN hiicresinin hafizasidir. RNN
hiicresinin ¢ zaman adimindaki girdi ve ¢iktisini sirastyla x; ve y, gostermektedir. W,;, W,; ve
W, sirasiyla girdi, gizli durum ve ¢ikti i¢in agirlik matrislerini; b; ve b, ise sapma vektorlerini
ifade etmektedir. Mevcut gizli durum, 6nceki zaman adiminin gizli durumuna ve mevcut girdiye
baghdir. Ayrica, mevcut durumu bir sonraki duruma baglayan geri bildirim dongiileri ile
desteklenir.

Uygulama alanlarina ve kullamilan veri tiirlerine gore aktivasyon fonksiyonlart
degisebilmektedir. Genellikle aktivasyon fonksiyonu olarak gizli katmanda sigmoid fonksiyonu
(o), ¢ikt1 katmaninda ise hiperbolik tanjant fonksiyonu (tanh) kullanilmaktadir.

hy = o(Wyixt + Whihe—1 + b;) (2

Yt = tanh(W,h; + b,) 3)

RNN’nin egitimi i¢in geriye yayilim algoritmasi kullanilir. Ancak uzun dizilerde geriye
yayilimdaki tlirev islemleri esnasinda tiirevlerin yok olmasi ya da asir1 biiylimesi ile
karsilasilabilir. Bu problemlere kaybolan gradyan (vanishing gradient) ve patlayan gradyan
(exploding gradient) adi verilir. Bu durumda agin dogru bir sekilde egitimi zorlagsmaktadir.
RNN’de yasanan bu problemlerin iistesinden gelmek icin LSTM ve GRU gibi derin 6grenme
yontemleri onerilmistir (Hochreiter ve Schmidhuber, 1997).

3.2.5. Uzun Kisa-Siireli Bellek Ag1

RNN’de uzun zaman dizilerinin egitiminde karsilasilabilen kaybolan/patlayan gradyan
problemlerine ¢oziim olarak LSTM ag1 onerilmistir (Hochreiter ve Schmidhuber, 1997). LSTM
uzun dénemli zaman bagimliligi bilgilerini depolayabilen ve girdi ile ¢ikt1 dizilerini uygun
sekilde eslestirebilen tekrarlayan sinir ag1 mimarisidir (Hochreiter ve Schmidhuber, 1997).

LSTM birimleri bir blok iginde yer alir ve bir veya birden fazla blok bir araya gelerek
LSTM mimarisini olusturur. LSTM blogu veri girisi, ¢ikisi ile akigini1 kontrol eden ii¢ kap1 ve
bilgiyi tutan bir hafiza hiicresi icermektedir (Greff, 2016).

LSTM agindaki islemler Denklem (4)-(10) ile ifade edilebilir. Burada zaman adim ¢, girdi
kapis1 i, unutma kapisi £, hafiza hiicresi ¢, ¢ikt1 kapist o, aktivasyon fonksiyonlari tanh ve o,
noktasal carpimi X, eleman bazinda carpimi ise & ile gosterilmektedir. Ayrica, ¢ zaman
adiminda girdi vektori x;, ¢ikti vektorii y;, hafiza hiicresi durumu c;, girdi kapisinin aday
degeri C;, unutma kapisinin aday degeri f;, ¢ikt1 kapisinin aday degeri o, ve gizli katmanin aday
degeri h; ile gosterilmektedir. Sirastyla Wy, Wi, W, W, agirhik matrislerini; by, by, be, b, ise
sapma vektorlerini temsil etmektedir (Greff, 2016; Erol ve Inkaya, 2024).

fe= U(Wf Q [he—1,x¢] + bf) 4)
i = o(W; ® [hi—q, x¢] + by) (5)
¢ = tanh(W, & [h¢—q, x¢] + bc) (6)
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Ce = fe X o1 Hig X G (7

0r = o(W, & [he—q,x¢] + bo) )
h; = o, X tanh(c;) )]

ye = a(he) (10)

LSTM aginda Denklem (4)’te yer alan unutma kapisi ile veri silinmesi, Denklem (5)’te yer
alan girdi kapisi ile veri glincellemesi, Denklem (6) ile ise hiicre durumuna eklenecek yeni aday
degerlerin olusturulmasi saglanir. Denklem (7)’de unutma kapisi ile mevcut durum, girdi kapist
ile aday girdiler giincellenerek mevcut hafiza hiicresinin durumu olusturulur. Denklem (8)-(10)
ile agm nihai ¢iktisi; ¢iktr kapisi, dnceki ve mevcut hafiza hiicresi durumlarina bagli olarak
hesaplamir (Greff, 2016). Ozetle, LSTM agmin ileri yayilim islemleri Denklem (4)-(10)’da
verilmistir.

LSTM aginin egitimi i¢in geriye yayilim algoritmast kullanilir. Cikt1 katmanindan girdi
katmanima dogru geriye yayilirken agdaki hatay1 en kiiclikleyecek sekilde agirliklar tizerinde
giincellemeler yapilir. Tahmin problemleri icin kayip fonksiyonu olarak genellikle ortalama
karesel hata (Mean Squared Error, MSE) kullanilmaktadir. Her iterasyonda kayip fonksiyona ait
gradyanlar (kismi tlirevler) hesaplanir ve ardindan her bir katmanin agirliklart ile sapma
degerleri giincellenir. Ileri yondeki ve geri yondeki bu dongii belirlenen bir durdurma kriteri
saglanana kadar tekrarlanir (Greff, 2016).

LSTM’de RNN’nin aksine sabit bir # matrisi yerine Denklem (7)’deki gibi her bir adimda
degisen farkli bir unutma kapisi degeri kullanilmaktadir. Bdylece kaybolan ve patlayan gradyan
problemlerinin Oniine gecilebilmektedir. Hata terimine bagli olarak her kapinin agirligi bir
optimizasyon algoritmasi kullanilarak giincellenir.

3.2.6. Kapih Tekrarlayan Birim

RNN, kisa siireli hafizaya sahip oldugu i¢in uzun doénemli bagimliliklar1 tastyamaz. Bu
duruma ¢6zlim olarak Cho ve dig. (2014) tarafindan GRU yontemi onerilmistir. Her tekrarlayan
birimin farkli zaman adimlarindaki bagimliliklar1 yakalamasi amaciyla GRU birim igindeki
bilgi akisini ayarlayan, ancak ayri bir hafiza hiicresine sahip olmayan kapi adi verilen dahili
mekanizmalara (LSTM birimine benzer) sahiptir (Chung ve dig., 2014).

GRU bilgi aktarmak i¢in gizli durumu kullanir ancak hiicre durumu igermez. Bu nedenle
GRU, LSTM'ye kiyasla daha az tensor islemine sahiptir ve egitim siiresi daha hizlidir. GRU
yapisinda bulunan kapilar, bir dizideki hangi verilerin saklanmas1 veya unutulmasinin énemli
oldugunu 6grenir ve tahmin igin yalnizca ilgili verileri tutmayi, ilgisiz verileri ise unutmay1
saglayabilir. Boylece uzun diziler boyunca ilgili bilgileri iletebilir.

GRU, giincelleme ve sifirlama adinda iki kapi igerir. Gilincelleme kapisi, onceki gizli
durumun ne kadarinin saklanmasi gerektigini ve onu giincellemek igin yeni girdinin ne
kadarinin kullanilmas: gerektigini belirler. Sifirlama kapisi ise yeni gizli durum hesaplanirken
onceki gizli durumun ne kadarmin unutulmasi gerektigini ve yeni girdinin ne kadarmin dikkate
almmasi gerektigini belirler (Chung ve dig., 2014).

3.2.7. Cift Yonlii Uzun Kisa-Siireli Bellek Ag:
Cift yonlii LSTM (Bi-LSTM) iki ayr1 LSTM modelinden olusur. LSTM modellerinden biri

girdiyi ileri yonde alir, digeri ise geri yonde alir. Bdylece, agdaki bilgi miktarini arttirarak
zaman serisindeki iki yonlii uzun vadeli bagimliliklar1 &grenebilir. Bi-LSTM sirali verinin
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islenmesinde etkilidir ancak girdi dizisi ileri ve geri yonlii iki defa islendigi i¢in hesap
karmasiklig: yiiksektir (Graves ve Schmidhuber, 2005).

3.2.8. CNN-LSTM Hibrit Modeli

CNN-LSTM sirali girdi verisinin iglenmesi i¢in CNN ve LSTM agini birlestiren bir sinir
ag1 mimarisidir. CNN evrisim islemleri ile sirali verideki 6zniteliklerin ¢ikarilmasini saglar.
CNN ile elde edilen 6znitelikler LSTM agina girdi olarak verilir ve LSTM sirali verideki uzun
donemli bagimliliklarin 6grenilmesini saglar.

Hibrit modelde, her bir girdi dizisi CNN modeli tarafindan islenen ¢oklu alt dizilere
boliiniir. Ornegin, 36 zaman adimi igeren bir dizi 12 zaman adim igeren iic alt diziye béliinerek
ayni CNN katmaninda islenir. Bu amagla, zamana gore yayilan (TimeDistributed) katman
sarmalayici olarak kullanilabilir. CNN alt modelinin ¢iktis1 LSTM katmani tarafindan islenir.
Bunu, tam baglantili bir katman ve tek adimli tahminler yapmak i¢in bir ¢ikti katmani
izleyebilir. CNN-LSTM modeli i¢in alt dizi sayisi ve uzunlugu iki 6nemli parametredir (Wang
ve dig., 2016).

3.2.9. Evrisimli Uzun Kisa-Siireli Bellek Ag1

Evrisimli (convolutional) LSTM veya kisaca ConvLSTM, LSTM hiicresi i¢inde evrisim
islemi igeren bir LSTM katmani tiiriidiir. ConvLSTM’de LSTM hiicresinde yer alan her
kapidaki matris carpimi evrisim islemiyle degistirilir. Boylece, ¢ok boyutlu verilerde uzamsal
ozellikler yakalanir. ConvLSTM, girdiden duruma ve durumdan duruma gegislerde evrigimli
yapilar igeren, zaman-mekansal (spatiotemporal) tahmin i¢in kullanilabilen tekrarlayan bir sinir
ag tiiridiir (Xingjian ve dig., 2015).

ConvLSTM ve LSTM arasindaki temel fark, girdi boyutlarinin sayisidir. LSTM girdi
verileri tek boyutlu oldugundan video, uydu, radar goriintii veri seti gibi mekansal dizi verileri
icin uygun degildir. ConvLSTM ise ii¢ boyutlu veriler i¢in tasarlanmistir. Durumlarin girdilerle
ayni sayida satira ve ayni saylda silituna sahip olmasini saglamak icin evrisim islemini
uygulamadan once dolgu yapilmasi gerekebilir. CNN-LSTM'de oldugu gibi, girdi verileri her
bir dizinin sabit sayida zaman adimina sahip oldugu alt dizilere bdliiniir, ancak her bir alt
dizideki satir sayis1 da belirtilmelidir. CNN’dekine benzer sekilde ConvLSTM katmani, girdi
dizilerini okurken filtre sayisint ve kullanilan ¢ekirdegin boyutunu belirlemeye olanak verir. Bu
katmanin ¢iktisi, bir 6znitelik haritast olup dnce diizlestirilir ve sonrasinda bir ¢ikt1 katmanina
girdi olarak verilir (Xingjian ve dig., 2015).

4. DENEYSEL CALISMA

Bu boliim altinda deneysel ¢alismalar ve sonuglar verilmistir.

4.1. Deney Kosullar1 ve Parametre Optimizasyonu

Deneysel calismada izlenen akis semast Sekil 1°de verilmistir. Buna gore, dncelikle Tablo
2’de yer alan her satig verisine [0, 1] normalizasyonu uygulanir. Her satis verisinin %64’i
egitim, %16’s1 dogrulama ve %20’si test verisi olarak ayrilmistir. Sonraki agamada, her satis
verisine ait egitim ve dogrulama verileri kullanmilarak dokuz adet derin 6grenme modeli
gelistirilmistir. En iyi hiperparametre degerlerini belirlemek i¢in modellerin ve veri kiimelerinin
ozellikleri dikkate alinmugtir ve Tablo 3’te verilen arama uzayr kullanilmistir. Izgara arama
yontemiyle gerceklestirilen hiperparametre optimizasyonu sonucunda her satig verisi i¢in en
uygun hiperparametre degerleri belirlenmistir. Sonrasinda her satis verisi icin gelistirilen derin
o6grenme modelleri ile test kiimesinde tahmin yapilmigtir. Son asamada, derin 6grenme
yontemlerinin performanslari arasinda istatistiksel olarak anlamli bir farklilik olup olmadigim
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tespit etmek igin parametrik olmayan istatistiksel testler uygulanmistir ve elde edilen sonuglar
yorumlanmustir.

Derin 6grenme yontemlerine ait performanslarin karsilagtiritlmasinda Denklem (11) ve
(12)’de yer alan ortalama karesel hatanin karekokii (Root Mean Squared Error, RMSE) ile
ortalama mutlak hata (Mean Absolute Error, MAE) ol¢iitleri secilmistir. Burada, y; tahmin
edilen satis degerini, y; gercek satis degerini ve n donem sayisimi belirtmektedir. Bunlara ek
olarak, derin Ogrenme yontemlerinin egitim siireleri de karsilastirma Olgiiti olarak
kullanilmastir.

RMSE = \/%Z?zl(ﬁt — ¥0)? (1)

1 ~
MAE = ;Z?:ﬂ}’t = Vel (12)

Tim deneylerde MSE kayip fonksiyonu olarak ve Adam optimizasyon algoritmasi
(Kingma ve Ba, 2021) olarak kullanilmistir. Her veri kiimesinde, derin 6grenme yontemleri ile
30’ar tekrar yapilmustir.

Calisma kapsaminda yapilan deneylerde Intel(R) Core(TM) i7-11800HQ CPU 4.60 GHz
64.0 GB RAM ozellikli bilgisayar kullanilmistir. Deneyler, Google Colab ve Anaconda Spyder
ortaminda Python kodlama dilinde Keras kiitiiphanesi kullanilarak gerceklestirilmistir.

Ornek olarak secilen ve Sekil 2 (a)’da gosterilen Pharma veri kiimesi i¢in hiperparametre
optimizasyonu sonucunda elde edilen LSTM ag1 mimarisi ve kayip fonksiyonunun dénem
sayisina gore degisimi Sekil 2 (b) ve (c)’de sirasiyla verilmistir. Buna gore, Sekil 2 (b)’de iki
gizli ve bir ¢ikt1 katmani goriilen bir LSTM ag1 olusturulmustur. Sekil 2 (c)’de ise egitim ve
dogrulama verileri i¢in kayip fonksiyonlarinin sifira yakinsamasi model egitiminin basarili bir
sekilde gerceklestigini gostermektedir.

) Verilerin Normalizasyonu Derin Ogrenme
Satis Veri - i .
y . ve Egitim-Dogrulama-Test Modellerini |
Kiimeleri g i
Verilerine Ayirma Gelistirme

Egitim ve
Dogrulama Verileri
ile Hiperparametre

Optimizasyonu

A 4

. Parametrik Olmayan Derin Ogrenme ile
5 4—— [Istatistiksel Testlerin |« Test Verilerinin ~ {—————]
Yorumlanmasi L
Uygulanmasi Tahmini
Sekil 1:

Derin 6grenme yontemlerinin performanslarimin karsilagtiriimast icin akig semasi

4.2. Deney sonuclar

Her satis verisinde derin 6grenme yontemleri ile elde edilen test verisi performanslar
(ortalama RMSE ve MAE degerleri) ve egitim siireleri Tablo 4’te verilmistir. Tablo 4’te her veri
kiimesindeki en iyi performans Olgiitleri koyu olarak isaretlenmistir. Her bir yontemde test
siiresi yaklasik 0,4 saniyedir.

Tablo 4’teki sonuglara gore incelenen yedi adet veri kiimesinden dordiinde (Walmart,
Rossmann, Tv_Sales ve Pharma) hem RMSE hem MAE performans 6lgiitlerine gore en basarilt
sonuglart LSTM yontemi vermistir. Ayrica iki adet veri kiimesinde (Forklift ve LearnX) en
basarili sonuclar GRU, bir adet veri kiimesinde (Favorita) ise ConvLSTM ile elde edilmistir.
Egitim siiresi agisindan tiim veri kiimelerinde en iyi sonuglar sirasiyla CNN ve Deep AE
yontemleri ile elde edilmistir. Bi-LSTM ve LSTM yontemleri ise en uzun egitim siirelerine
sahip yontemlerdir.
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Sekil 2:

Pharma veri kiimesi igin a. veri setinin zamana bagl grafigi, b. LSTM ag1 mimarisi ve ¢. donem
sayisina gore kaywp fonksiyonundaki degisim.

Tablo 2’de yer alan veri 6zelliklerine gore derin 6grenme yontemlerinin RMSE ve MAE
acisindan tahmin performanslar degerlendirildiginde su gozlemler yapilmistir:

e Mevsimsellik igeren veri kiimelerinden Walmart veri kiimesinde LSTM, DNN ve
DeepAE; LearnX veri kiimesinde GRU, Bi-LSTM ve Deep AE; Rossmann veri
kiimesinde LSTM, CNN-LSTM ve CNN; Favorita veri kiimesinde ise ConvLSTM,
CNN-LSTM ve CNN en yiikksek performans siralamasinda ilk iigte yer alan
yontemlerdir.

e Sadece trend igeren Tv Sales veri kiimesinde LSTM, DNN ve GRU en iyi iig
performansa sahiptir.

e Hem mevsimsellik hem de trend igeren Pharma veri kiimesinde en iyi ii¢ performans
LSTM, CNN-LSTM ve GRU yontemleri ile elde edilmistir.

e Hem trend igceren hem de seyrek bir veri kiimesi olan Forklift verisinde ise en iyi {ig
performansa sahip yontem GRU, ConvLSTM ve RNN yontemleridir.

Bu goézlemlere gore, mevsimsellige sahip veri kiimelerinde LSTM ve varyantlar1 ile LSTM
iceren hibrit yontemlerin basarili tahminler iirettigi goriilmektedir. Bir baska deyisle verideki
mevsimselligin kesfedilebilmesi igin uzun donemli zamansal bagimliliklar1 6grenebilen LSTM
ag1 on plana ¢ikmistir. Benzer sekilde trend igeren veri kiimelerinde tekrarlayan sinir agi
yapilariin, hem mevsimsellik hem trend i¢eren veri kiimelerinde ise LSTM ve varyantlarinin
daha iyi sonuglar verdigi goriilmektedir. Rossmann, Favorita ve Pharma gibi mevsimsellik
iceren biiylik veri kiimelerinde evrisim iglemleri ile LSTM aginin biitiinlesik kullanildig: hibrit
yaklagimlar tahmin dogrulugunu iyilestirmektedir.

Sekil 3’te ornek bir satis veri kiimesi igin test verisindeki tahmin performansi
gorsellestirilmistir. Bu kapsamda, Pharma verisi secilmistir ve en iyi {i¢ performansa sahip derin
O6grenme yontemlerinin (swrasiyla LSTM, CNN-LSTM ve GRU) tahmin degerleri ile gercek
satis degerleri Sekil 3’te verilmistir. Buna gore, LSTM yontemi ile ger¢ek satis miktarlarina
daha yakin tahmin degerleri elde edilmistir. Ayrica LSTM, CNN-LSTM ve GRU’nun verideki
mevsimselligi yakalamada basarili oldugu gozlenmistir.
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Tablo 3. Derin 6grenme modellerindeki hiperparametreler

Yontem(ler) Hiperparametreler Deger Araligx
Girdi boyutu [1-370]
Gizli katman sayis1 12,3,4,5}
DNN, RNN, Gizli katman néron sayist {4, 8,16, 32, 64, 128, 256}
LSTM, GRU, Ogrenme orani {0,001; 0,01; 0,1}
Bi-LSTM Parti (Batch) buytikliigii {1,2,4,8, 16,32, 64}
Donem (Epoch) sayisi {25, 30, 40, 50, 75, 100, 150, 250}
Aktivasyon Fonksiyonu {tanh, ReLu}
Gizli (Kodlayici-Kod ¢6ziicii) katman sayilari {1,2,3,4,5}
Gizli katman néron (kod) sayisi {4, 8, 16, 32, 64, 128, 256}
Ogrenme orant {0,001; 0,01; 0,1}
Deep AE Parti biiyiikliga (1.2, 4,8, 16,32, 64}
Donem sayist {25, 30, 40, 50, 75, 100, 150, 250}
Aktivasyon Fonksiyonu {tanh, ReLu}
Evrisim katmani sayis1 {1,2,3}
Kernel boyutu {3,5,7}
Filtre boyutu {3,4,5,7,8, 16,32, 64, 128, 256}
Havuzlama {Maksimum, Ortalama}
CNN Havuzlama boyutu {2,3,4,5,6}
Ogrenme orani {0,001, 0,01; 0,1}
Parti biiyiikligii {1,2,4,8,16,32, 64}
Donem sayist {25, 30, 40, 50, 75, 100, 150, 250}
Aktivasyon Fonksiyonu {tanh, ReLu}
Girdi boyutu [1-370]
Gizli katman sayis1 {2,3,4,5}
Gizli katman noron sayist {4, 8,16, 32, 64, 128, 256}
Evrisim katmani sayis1 {1,2,3}
Kernel boyutu {3,5,7}
Filtre boyutu {3,4,5,7,8, 16,32, 64, 128, 256}
CNN-LSTM, Havuzlama {Maksimum, Ortalama}
ConvLSTM Havuzlama boyutu {2,3,4,5,6}
Alt dizilerin sayis1 {2,3,4,5,6}

Alt dizideki zaman adimi sayist

{2,3,4,5,7,12,52}

Ogrenme orani

{0,001; 0,01; 0,1}

Parti biiyiikliigii

(1,2.4,8, 16,32, 64}

Donem sayisi

{25, 30, 40, 50, 75, 100, 150, 250}

Aktivasyon Fonksiyonu

{tanh, ReLu}

Tablo 4. Derin 6grenme yontemlerinin test verilerindeki performanslar:

Veri. Olgiit Yontemler
Kiimesi DNN Deep AE CNN RNN LSTM GRU BiLSTM |CNN-LSTM [ConvLSTM]
RMSE| 90.493,18 | 96.416,28 | 96.436,58 | 97.770,50 | 90.000,71* | 96.745,35 |111.716,18| 109.141,18 |111.478,22
Walmart | MAE | 74.722,67 | 76.422,03 | 76.644,88 | 77.141,59 | 71.829,10* | 76.689,38 | 91.796,85 | 90.151,42 | 90.988,57
Siire 79,95 71,23 62,12* 82,51 91,24 84,77 96,22 88,26 87,97
RMSE| 0,88 0,75 0,72 0,52 0,69 0,44* 0,54 0,75 0,50
Forklift | MAE 0,82 0,73 0,71 0,50 0,65 0,42* 0,53 0,72 0,48
Siire 64,02 55,03 50,11* 71,25 75,14 67,98 74,18 72,77 73,15
RMSE| 25,12 23,88 28,89 27,16 28,18 23,05% 23,48 24,03 23,74
LearnX |MAE| 20,44 19,15 23,61 22,49 23,07 18,88* 18,95 19,02 18,95
Stire | 255,84 210,45 187,52* 298,12 312,55 287,14 315,48 259,74 241,77
RMSE]|1.758.434,9|2.124.172,4{1.706.163,1|1.721.218,1|1.478.745,3*|1.871.191,3(2.110.472,4| 1.646.852,7 [1.742.350,9
[Rossmann| MAE [1.282.280,6(1.674.952,2/1.199.796,4|1.282.312,5| 857.379,9* {1.321.701,8(1.648.692,2| 1.197.538,5 |1.271.196,9
Siire | 579,10 476,23 399,28* 522,04 715,23 602,48 752,89 571,77 501,29
RMSE| 1.379,42 | 1.497,46 | 2.403,75 1.530,08 | 1.320,58* | 1.383,65 | 1.789,25 1.940,89 1.525,55
Tv_Sales | MAE| 715,58 801,77 1.978.,47 1.101,21 711,96* 777,58 1.245,41 1.402,23 1.097,52
Siire | 776,41 654,23* 683,79 975,65 986,79 874,50 1.003,25 746,87 757,57
RMSE| 12.093,45 | 11.487,66 | 11.065,27 | 12.138,09 | 13.771,48 | 12.969,86 | 13.648,80 | 10.547,63 | 9.832,65*
Favorita MAE| 9.012,31 | 7.896,36 | 7.785,25 | 9.102,45 9.124,39 9.114,23 | 9.174,13 6.578,93 | 5.140,25*
Siire | 745,22 685,33 601,45* 786,55 855,49 802,25 897,63 798,87 1.150,26
RMSE| 14,01 13,54 16,41 13,42 11,47* 13,15 13,76 12,82 14,79
Pharma |MAE| 1244 11,25 13,87 11,21 9,61* 11,20 11,28 10,11 12,74
Siire | 633,08 558,25 491,44* 697,55 715,25 657,63 714,87 685,22 675,43

* Her 6lgiitte en iyi performansa sahip yontem koyu olarak isaretlenmistir.
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Sekil 3:
Pharma test verisinde en yiiksek performansa sahip ilk ii¢ derin 6grenme yonteminin tahmin
performanslarinmin karsilastirilmasi

4.3. Parametrik olmayan istatistiksel testler

Bu calismada, derin 6grenme yontemlerinin performanslari arasindaki farklarin istatistiksel
olarak anlamliligin1 degerlendirmek icin parametrik olmayan istatistiksel testler kullanilmustir.
Parametrik olmayan istatistiksel testlerde varyans homojenligi ve normallik gibi varsayimlar
bulunmamaktadir. Ayrica yoOntemlerin birden fazla veri kiimesindeki performanslar
karsilastirilabilmektedir (Demsar, 2006).

Bu calismada ele alinan derin 6grenme yoOntemlerinin hem ikili hem de c¢oklu
karsilastirmalar1 gergeklestirilmistir (Demsar, 2006). Coklu karsilagtirmalarda Friedman post-
hoc testi ve Nemenyi post-hoc testi uygulanmistir (Demsar, 2006). ikili karsilastirmalarda
Wilcoxon eslestirilmis igaretli sira testi ile kazang, kayip ve esitlik sayilart (counts of wins,
losses and ties) isaret testi uygulanmistir (Demsar, 2006).

Friedman testi i¢in kurulan hipotezler su sekildedir: (i) Ho: Derin 6grenme yontemlerinin
performanslari arasinda farklilik bulunmamaktadir. (ii) Hi: En az bir derin 6grenme yonteminin
performansinda farklilik bulunmaktadir. Friedman testi i¢in Demsar’in (2006) calismasinda
Onerilen Iman ve Davenport istatistigi (1980) uygulanmistir. Bu dogrultuda, RMSE, MAE ve
egitim siiresi Olgiitlerine gore yapilan Friedman testleri i¢in Ki-kare degerleri (y2) %S5
anlamlilik diizeyinde (o = 0,05) sirastyla 54,0; 54,0 ve 52,76 dir. Tiim 6lgiitler i¢in ki-kare tablo
degeri serbestlik derecesi 6 ve o = 0,05 anlamlilik diizeyinde y? = 12,59°dur ve bu deger
hesaplanan ki-kare degerinden (x2) kiiciik oldugu icin Ho hipotezleri reddedilmektedir. Boylece
hem RMSE ve MAE, hem de egitim siiresine gore derin 0grenme yontemleri arasinda
istatistiksel olarak anlamli bir farklilik oldugu goriilmektedir.

Friedman testleri sonrasinda istatistiksel olarak anlamli farka sahip olan derin 6grenme
yontemlerinin tespit edilmesi amaciyla Nemenyi testi uygulanmistir. Bu testte her yontemin
ortalama siralama degeri (OSD) belirlenir. Iki yontemin karsilastirilmasi igin OSD’leri
arasindaki fark hesaplanir ve bu fark kritik fark degeriyle kiyaslanir. Eger iki yontem arasindaki
OSD fark, kritik farktan biiyiik olursa bu yontemler arasinda istatistiksel olarak anlamli bir fark
bulundugu sonucu ¢ikarilir.

Derin 6grenme yontemlerinin RMSE, MAE ve egitim siiresine gére OSD’leri sirastyla
Sekil 4 (a), (b) ve (c)'de yer almaktadir. Kritik fark %5 anlamlilik diizeyinde 4,54 olarak
hesaplanmugtir. Derin 6grenme yontemleri Sekil 4’te ayn1 dogru pargasi tizerinde OSD’ye gore
siralanarak gosterilmistir. Buna gore, kiigiik OSD’ye sahip yontemler diyagramin saginda,
biiyiik OSD’ye sahip yontemler ise diyagramin solunda yer almaktadir.
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Sekil 4 (a) ve (b)’de incelenen derin 6grenme yontemleri arasinda RMSE ve MAE’ye gore
anlamli bir fark olmadig1 goriilmektedir. OSD biiyiikliiklerine gére degerlendirme yapildiginda
ise Sekil 4 (a) ve (b)’de diyagramlarin saginda yer alan LSTM, GRU, ConvLSTM ve CNN-
LSTM yontemlerine ait OSD’ler, diyagramin solunda yer alan Bi-LSTM, CNN, DNN, DeepAE
ve RNN yontemlerine ait OSD’lerden daha kiicliktlir. Bu nedenle, diyagramin sagindaki
yontemler diyagramin solundaki yontemlerden daha iyi performansa sahiptir. Ornek olarak,
LSTM yontemi RMSE ve MAE olgiitlerine gore en kiigiik OSD’lere (sirastyla 3,72 ve 3,58)
sahiptir, ikinci sirada ise GRU yontemi (sirastyla 3,86 ve 3,77) gelmektedir. Bu siralama, LSTM
ve GRU gibi uzun dénemli bagimliliklar1 6grenebilen ve tekrarlayan sinir aglarinin tahmin
dogrulugunda 6ne ciktigin1 gostermektedir. RMSE ve MAE o6lciitlerine gore en biiyiik OSD’lere
sahip iki yontem olan Bi-LSTM (sirasiyla 6,36 ve 6,50) ve CNN (sirasiyla 6,20 ve 6,22) diger
yontemlere kiyasla daha diisiik performansa sahip yontemlerdir.

Sekil 4 (c)’de egitim siiresine gore degerlendirme yer almaktadir. Buna gore, en kiiciik {i¢
OSD’nin sirastyla 1,17; 1,85 ve 3,87 oldugu ve bu degerlerin CNN, Deep AE ve DNN
yontemlerine ait oldugu goriilmektedir. CNN (OSD = 1,17) yonteminin egitim siiresi, Bi-LSTM
(OSD = 8,58) ile LSTM (OSD = 8,21) yontemlerinin egitim siirelerinden; Deep AE (OSD =
1,85) yonteminin egitim siiresi ise Bi-LSTM ile LSTM yontemlerinin egitim siirelerinden
anlamli olarak daha kisadir. Ayrica DNN (OSD = 3,87) yontemi, Bi-LSTM yontemine gore
istatistiksel olarak daha kisa siirede egitilmistir. Hesaplamalara 6rnek vermek gerekirse CNN
(OSD = 1,17) ile Bi-LSTM (OSD = 8,58) yontemlerinin OSD’leri arasindaki fark 8,58 — 1,17 =
7,41°dir ve bu fark kritik fark degerinden (7,41 > 4,54) biiyiiktiir. Bu sebeple, siire agisindan
CNN yonteminin performanst Bi-LSTM yoOnteminin performansindan istatistiksel olarak
iistiindiir. Diger tiim yorumlar benzer hesaplamalara gore yapilmistir. Diger yontemlerin
arasinda siire acisindan istatistiksel olarak anlamli fark bulunmamaktadir.

Kritik Fark = 4.54 Kritik Fark = 4.54

LSTM BILSTM - LSTM
s CNN -_—

RNN ConvLSTM
ComvLSTM o e = e CNNASTM
CNN-LSTM ONN
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RNN
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(@)

Kritik Fark = 4.54
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GRU ] e DNN

RNN o CNN-LSTM
ConvLSTM

Siire

(©
Sekil 4:
a. RMSE, b. MAE ve c. egitim siiresi i¢in Nemenyi testi sonuglart

Derin 6grenme yontemlerinin ikili karsilagtirmalarinda Wilcoxon eslestirilmis isaretli sira
testi kullamlmustir ve bu amagcla kurulan tek tarafli hipotezler su sekildedir: (i) Ho: Iki derin
6grenme yonteminin performans Slgiitii esit veya birinci derin 6grenme yonteminin performans
Ol¢iiti, ikinci derin 6grenme yonteminin performans Ol¢iitiinden daha biiytiktiir. (ii) H;: Birinci
derin 6grenme yoOnteminin performans Olgiitii, ikinci derin 6grenme yoOnteminin performans
Olciitlinden daha kiigiiktiir. Burada, performans olgiitii olarak RMSE, MAE ve egitim siiresi
kullanilmugtr.

Ele alinan derin &6grenme yontemlerinin ikili karsilagtirma sonuglari Tablo 5’te
verilmektedir. Tablo 5’teki satirlar hipotezdeki birinci derin 6grenme yontemini, siitunlar ise
hipotezdeki ikinci derin 6grenme yontemini ifade etmektedir. Buna gore, Ho hipotezi reddedilen
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ikili karsilagtirmalar %5 anlamlilik diizeyinde (o = 0,05) ** igareti ile %10 anlamlilik diizeyinde
(o =0,10) ise * igareti ile gosterilmistir. Bu tabloya gore asagidaki gézlemler yapilmistir:

e Tekrarlayan sinir aglarindan RNN ve GRU yontemleri tiim olgiitlere gore Bi-LSTM’den
istatistiksel olarak iistiin performansa sahiptir. LSTM ag1t MAE ve egitim siiresine gore,
ConvLSTM yontemi ise RMSE ve MAE odlgiitlerine gore Bi-LSTM’den daha iyi sonug
vermistir. DNN yontemi ise MAE Olciitiine gére RNN’den daha iyi performansa
sahiptir.

e (NN, diger tiim derin 6grenme yontemlerinden; Deep AE ise CNN disindaki tiim derin
Ogrenme yontemlerinden istatistiksel olarak daha kisa egitim siiresine sahiptir.

e Egitim siiresi acisindan DNN yontemi tekrarlayan sinir aglarindan (RNN, LSTM, GRU
ve Bi-LSTM); RNN, GRU ve CNN-LSTM yontemleri ise LSTM ve Bi-LSTM
yontemlerinden istatistiksel olarak daha iyi performans gdstermistir.

e Diger ikili karsilastirmalarda istatistiksel olarak anlamli bir farklilik bulunmamaktadir.

Yukaridaki istatistiksel testlere ilave olarak derin 6grenme yontemlerinin karsilagtiriimasi
amaciyla kazang, kayip ve esitlik sayilar1 (counts of wins, losses and ties) icin igaret testi
uygulanmistir (Demsar, 2006). Bu test, bir yontemin diger bir yonteme gore iistiin performans
gosterdigi veri kiimelerinin sayisin1 dikkate alir (DemsSar, 2006). Kazang, kayip ve esitlik
sayilari i¢in kurulan hipotezler su sekildedir: (i) Ho: Iki derin 6grenme yontemi esit sayida veri
kiimesinde iyi performansa sahiptir (performanslari esdegerdir). (ii) Hi: Bir derin 6grenme
yontemi diger derin 6grenme yonteminden en az w, veri kiimesinde daha iyi performansa
sahiptir. HO hipotezinde karsilastirilan iki yontem esdeger ise her biri N veri kiimesinden N/2
kadarim1 kazanmalidir. Bir veri kiimesinde berabere kalan eslesmeler (esitlik durumu) iki
yontem arasinda esit olarak boliiniir (Demsar, 2006). Kazang sayisinin dagilimi binom dagilimi
oldugunda yedi adet veri kiimesi i¢in %95 (a = 0,05) ve %90 (o = 0,10) giiven araliginda kritik
kazang degerleri (w,) sirastyla yedi ve altidir (Demsar, 2006).

Derin 6grenme yontemleri icin kazang, kayip ve esitlik sayilar1 Tablo 6’da verilmektedir.
Tablo 6’da satirdaki ve siitundaki yontemler karsilastirilan yontemleri gostermektedir. Buna
gore, %95 giliven araliginda aralarinda istatistiksel olarak anlamli fark olan derin 6grenme
yontemleri (kazang sayisi 7) ** igareti ile, %90 giliven araliginda aralarinda istatistiksel olarak
anlamli fark olan derin 6grenme yontemleri ise (kazang sayisi 6) * isareti ile belirtilmistir. Buna
gore, asagidaki gozlemler yapilmistir:

e %95 giiven aralifinda GRU yontemi tiim Olgiitlere gére Bi-LSTM yonteminden, egitim

siiresine gore ise LSTM yonteminden istatistiksel olarak tistiindiir.

o %095 giiven araliginda DNN yontemi LSTM, GRU ve Bi-LSTM yontemlerinden; Deep
AE yontemi ise CNN disindaki tiim yontemlerden istatistiksel olarak daha kisa egitim
stiresine sahiptir. Ayrica CNN yontemi Deep AE disindaki tiim yontemlerden; RNN ve
CNN-LSTM yontemleri ise LSTM ve Bi-LSTM’den istatistiksel olarak daha kisa
siirede egitilmigtir.

o %095 giliven araliginda diger ikili karsilagtirmalarda istatistiksel olarak anlamli bir
farklilik bulunmamaktadir.

4.4. Tartisma

Bu boliimde, dokuz farkli derin 6grenme yonteminin yedi adet satis veri kiimesindeki
performanslari tartigilmistir.

Tahmin performansina gore ele alinan yedi veri kiimesinden dérdiinde LSTM yo6nteminin
diger derin Ogrenme yontemlerine kiyasla en yiiksek performansa sahip oldugu
gdzlemlenmektedir. Ote yandan tiim veri kiimelerinde en yiiksek performansa sahip ilk iig
yonteme bakildiginda LSTM’ye ek olarak GRU ve CNN-LSTM yontemlerinin 6ne ¢iktigi
goriilmektedir. Bu durum, tahmin performansi dikkate alindiginda tekrarlayan sinir agi
varyantlariin  (LSTM, GRU, hibrit CNN-LSTM) diger yontemlere iistiinlik sagladigin
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gostermektedir. Bu yontemler sirali verileri isleyerek belirli araliklar ile ge¢mis verilerin
hatirlanmasini saglamaktadir. Bu sekilde, verideki zamansal bagimliliklarin kesfedilmesi ile
basarili tahmin sonuglar elde edilebilmektedir. Diger yandan, tahmin performansina gére her
veri kiimesinde en diisiik performansa sahip {i¢ yontem arasinda Bi-LSTM yontemi yer
almaktadir. Soyle ki, Bi-LSTM Walmart veri kiimesinde en kdotii performansa, Rossmann ile
Favorita verilerinde en kotii ikinci performansa, Tv_Sales ile Pharma verilerinde ise en kotii
iiclincli performansa sahiptir. Bi-LSTM’deki karmasik ag yapisi modelin egitimini
zorlagtirmaktadir. Bir diger kritik bulgu ise derin 6grenme yoOntemleri arasinda tahmin
performansina gore istatistiksel olarak 6ne ¢ikan 6ne ¢ikan bir yontemin bulunmamasidir.
Egitim siiresine gore degerlendirme yapildiginda CNN yonteminin diger yontemlerden
istatistiksel olarak daha kisa egitim siiresine sahip oldugu goriilmektedir. Bunun yani sira, Deep
AE ve DNN yontemlerinin de egitim siirelerinin diger derin 6grenme yontemlerinden daha kisa
oldugu gozlenmektedir. Bu durumda, CNN yontemindeki ortaklama katmani, Deep AE
yontemindeki otokodlayici 6zelligi boyut azaltmaya katki saglamaktadir. DNN yonteminde ise
ag yapisi diger derin 0grenme yontemlerinden daha basit niteliktedir. Tahmin performansi
agisindan istiinliik gosteren LSTM nin diger yontemlere kiyasla daha uzun egitim siirelerine
sahip oldugu gozlemlenmistir. Tahmin performansi iyi olan bir diger yontem olan GRU egitim
stireleri agisindan LSTM’ye avantaj saglamaktadir ancak CNN, Deep AE ve DNN yontemlerine
gbre bu yontemin egitim siiresi daha uzundur. Ayrica CNN, Deep AE ve DNN disinda kalan
yontemler arasinda egitim siiresine gore istatistiksel olarak anlamli bir fark bulunamamustir.

Tablo 5. Wilcoxon testlerine ait p-degerleri

Yontemler Olgﬁt DNN Deep AE CNN RNN LSTM GRU BiLSTM Eé\fl‘l;]\/-l ConvLSTM|
RMSE 031 0,43 0.5 080 | 0,00% | 0,09+ 0,75 0,57
DNN | MAE 031 037 | 0,03 | 088 | 0,09% | 0,09* 0,75 0,63
Siire 0,99 099 | 0,06* | 0.017% | 0,017 | 0,01%* | 0.12 0.43
RMSE|  0.69 0,43 0.25 0.84 0.69 025 0,60 0.57
Deep AE | MAE | 0,69 037 0.25 0,84 0,69 037 0.75 0.57
Sire | 0,01%* 095 | 0,01%* | 0,01%* | 0,01%* | 0,01%* | 0,01%* | 0,01*
RMSE| 057 0,57 0.25 0,94 031 0.25 0.88 0.57
CNN [MAE| 063 0,63 031 0,94 031 0.25 0.84 0.57
Sire | 0,01%% | 0,05+ 0,015 | 0,01%% | 0,017 | 0,01%* | 0,01%* | 0,01*
RMSE| 0,75 0,75 0,75 0,84 063 | 003 | 069 0,43
RNN |[MAE| 097 0,75 0,69 0,88 069 | 003 | 0,69 0,30
Sire | 0,94 0,99 0,99 0,017 | 069 | 001%* | 0,63 0,75
RMSE| 0,20 016 | 006 | 0.6 0,20 0,16 0,16 0,20
LSTM |MAE| 0.12 016 | 006 | 012 016 | 005 | 0,16 0,20
Sire | 0,99 0,99 0.99 0,99 099 | 003 | 099 0.8
RMSE| 091 031 0,69 037 0,80 0,017 | 0,50 037
GRU [MAE]| 091 031 0,69 031 0,84 0017 | 057 037
Sire | 0,99 0,99 0,99 031 | 0.,01%* 0017 | 075 0.57
RMSE| 091 0,75 0,75 0.97 0.8 0.99 0.88 0.94
BILSTM | MAE | 091 0,63 0.75 0.97 0,95 0.99 0.88 0.96
Sire | 0,99 0,99 0,99 0,99 0,97 0,99 0,99 0,88
RMSE| 025 0,40 0,12 031 0,84 0,50 0.12 037
E;\ITI;\IA MAE | 025 025 0.16 031 0,84 0,43 0,12 0,43
Sire | 0,88 0,99 0,99 037 | 0017 | 025 | 0,01+ 0,57
RMSE| 043 0,43 0,43 0,57 0,80 063 | 0,06 0,63
ConvLSTM| MAE | 037 0,43 0,43 0,20 0,80 063 | 0047 | 057
Sire | 0,57 0,99 0.99 0.25 0.12 043 0.12 043

* %90 giiven araliginda Hy hipotezi reddedilen testler koyu olarak * ile igaretlenmistir (o = 0,10).
** 9595 giiven araliginda Hy hipotezi reddedilen testler koyu olarak ** ile isaretlenmistir (o = 0,05).
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Tablo 6. Kazanc, kayip ve esitlik sayilar1 (kazan¢/kayip/esitlik)

Deep CNN-

Yontem Olgiit DNN AE CNN RNN LSTM | GRU BiLSTM LSTM ConvLSTM
RMSE 0/0/7 3/4/0 4/3/0 4/3/0 2/5/0 4/3/0 4/3/0 2/5/0 3/4/0
DNN MAE 0/0/7 3/4/0 4/3/0 5/2/0 2/5/0 4/3/0 4/3/0 2/5/0 3/4/0
Siire 0/0/7 0/7/0 0/7/0 6/1/0*% | 7/0/0%* | 7/0/0%* 7/0/0%* 5/2/0 4/3/0
RMSE 4/3/0 0/0/7 4/3/0 4/3/0 2/5/0 2/5/0 4/3/0 3/4/0 3/4/0
Deep AE MAE 4/3/0 0/0/7 4/3/0 4/3/0 2/5/0 2/5/0 4/3/0 2/5/0 3/4/0
Siire | 7/0/0%* | 0/0/7 1/6/0 7/0/0%* | 7/0/0%* | 7/0/0%* 7/0/0%* | 7/0/0%* 7/0/0%*
RMSE 3/4/0 3/4/0 0/0/7 3/4/0 1/6/0 3/4/0 3/4/0 2/5/0 2/5/0
CNN MAE 3/4/0 3/4/0 0/0/7 3/4/0 1/6/0 3/4/0 3/4/0 2/5/0 2/5/0
Siire 7/0/0%* | 6/1/0* | 0/0/7 7/0/0%* | 7/0/0%* | 7/0/0** 7/0/0%* | 7/0/0%* 7/0/0%*
RMSE 3/4/0 3/4/0 4/3/0 0/0/7 3/4/0 2/5/0 6/1/0* 3/4/0 3/4/0
RNN MAE 2/5/0 3/4/0 4/3/0 0/0/7 3/4/0 2/5/0 6/1/0* 3/4/0 2/5/0
Siire 1/6/0 0/7/0 0/7/0 0/0/7 | 7/0/0** | 3/4/0 7/0/0%* 3/4/0 3/4/0
RMSE 5/2/0 51210 | 6/1/0* 4/3/0 0/0/7 4/3/0 4/3/0 5/2/0 4/3/0
LST™M MAE 5/2/0 5210 | 6/1/0* 4/3/0 0/0/7 4/3/0 5/2/0 5/2/0 4/3/0
Siire 0/7/0 0/7/0 0/7/0 0/7/0 0/0/7 0/7/0 5/2/0 0/7/0 1/6/0
RMSE 3/4/0 5/2/0 4/3/0 5/2/0 3/4/0 0/0/7 7/0/0%* 4/3/0 5/2/0
GRU MAE 3/4/0 5/2/0 4/3/0 5/2/0 3/4/0 0/0/7 7/0/0%* 4/3/0 5/2/0
Siire 0/7/0 0/7/0 0/7/0 4/3/0 | 7/0/0%* | 0/0/7 7/0/0%* 3/4/0 4/3/0
RMSE 3/4/0 3/4/0 4/3/0 1/6/0 3/4/0 0/7/0 0/0/7 3/4/0 2/5/0
BiLSTM MAE 3/4/0 3/4/0 4/3/0 1/6/0 2/5/0 0/7/0 0/0/7 3/4/0 1/6/0
Siire 0/7/0 0/7/0 0/7/0 0/7/0 2/5/0 0/7/0 0/0/7 0/7/0 1/6/0
RMSE 5/2/0 3/4/0 5/2/0 4/3/0 2/5/0 3/4/0 4/3/0 0/0/7 3/4/0
CNN-LSTM MAE 5/2/0 5/2/0 5/2/0 4/3/0 2/5/0 3/4/0 4/3/0 0/0/7 3/4/0
Siire 2/5/0 0/7/0 0/7/0 3/4/0 | 7/0/0** | 4/3/0 7/0/0%* 0/0/7 3/4/0
RMSE 4/3/0 4/3/0 5/2/0 4/3/0 3/4/0 2/5/0 5/2/0 4/3/0 0/0/7
ConvLSTM MAE 4/3/0 4/3/0 5/2/0 5/2/0 3/4/0 2/5/0 5/2/0 4/3/0 0/0/7
Siire 3/4/0 0/7/0 0/7/0 4/3/0 6/1/0% 3/4/0 6/1/0* 4/3/0 0/0/7

* %90 giiven araliginda istatistiksel olarak anlaml farka sahip yontemler koyu olarak * ile isaretlenmistir (o = 0,10).
** 0495 giiven araliginda istatistiksel olarak anlamli farka sahip yontemleri koyu olarak ** ile isaretlenmistir (o = 0,05).

5. SONUCLAR

Etkili talep tahmini, tedarik zincirinde karar verme ve planlama siireglerini iyilestirerek
miigteri taleplerinin dogru zamanda, dogru yerde ve dogru miktarda karsilanmasini
saglamaktadir. Ayrica miisteri memnuniyetinin arttirilmasina katki saglayarak firmalara rekabet
avantaj1 kazandirmaktadir. Ancak talep tahmini ¢6ziilmesi zor ve karmasik bir problemdir. Bu
dogrultuda, bu ¢alisma son yillarda siklikla kullanilan ve karmasik iligkilerin ¢ikarilmasini
saglayan derin 6grenme yontemlerinin satig tahmini probleminde karsilastirilmasini ele almistir.

Derin 6grenme yontemlerinin karsilastirilmasinda cesitli sektorlere ait satig verileri
kullanilmigtir. Bu veriler mevsimsellik, trend gibi farkli o&zelliklere sahiptir. Caligma
kapsaminda c¢ok katmanli yapay sinir aglari (DNN), zamansal bagimliliklar1 ¢ikarabilen
tekrarlayan sinir aglar1 (RNN, LSTM, GRU ve BiLSTM), Oznitelik ¢ikarma 6zelligine sahip
yontemler (Deep AE ve CNN) ve hibrit yaklagimlar (CNN-LSTM ve ConvLSTM) cele
almmustir. Performanslar arasindaki farklarin istatistiksel olarak anlamliligimi degerlendirmek
icin parametrik olmayan testler kullanilmistir.

Deneysel sonuglara gore tahmin dogrulugunda LSTM ve GRU yontemleri; egitim
siiresinde ise DNN, Deep AE ve CNN yontemleri 6ne ¢ikmistir. Mevsimsellik veya trend igeren
degiskenligi yiiksek veri kiimelerinde LSTM ve GRU yontemlerinin, degiskenligi diisiik veri
kiimelerinde CNN ydnteminin ve birden ¢ok farkli 6zellige (bilesene) sahip zaman serilerinde
ise CNN-LSTM veya ConvLSTM gibi hibrit yontemlerin daha iyi performans gosterdigi
gozlemlenmistir. Diger yandan, tahmin performansina gére derin 6grenme yontemleri arasinda
istatistiksel olarak anlamli bir fark bulunmadig1 gézlemlenmistir.

Bu calisma, cesitli sektorlere ait satis tahmini problemi icin giincel derin 6grenme
yontemlerini kapsamli bir sekilde karsilasgtirmasi ile literatiire katki saglamaktadir. Gelecek
calismalarda tatil olup olmamasi, hava durumu, iiriin 6zellikleri gibi satisi etkileyen diger
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faktorler Oznitelik olarak eklenebilir. Bdylece, satis tahmini problemi ¢ok degiskenli zaman
serisi olarak ele alabilir. Ek olarak, topluluk 6grenme ve transfer 6grenme yaklasimlarinin
sat1g problemi icin gelistirilen derin 6grenme yontemlerindeki performansi analiz edilebilir.
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