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Arastirma Makalesi / Research Article

Rulman Titresim Verilerinden Derin Ogrenme Tabanh Ariza Tespiti

Engin OGUZAYY 2, Murat BALTA?

Oz

Rulman titresimlerinin analizi, bir makinenin mekanik bilesenlerinin genel sagligi hakkinda bilgi saglayabilir. Bu ¢aligmada,
endiistride yaygin olarak kullanilan motor mekaniklerindeki kusurlart tespit etmek ve iiretim verimliligini artirmak i¢in derin
Ogrenme algoritmalari hem 1 boyutlu hem de 2 boyutlu veri uzaylarina entegre edilmistir. Popiiler ve kapsamli Case Western
Reserve Universitesi (CWRU) rulman veri kiimesi kullanilarak on farkli sinif iizerinde calisilmistir; bu veri kiimesi iic tiir
hata (dis bilezik, bilye ve i¢ bilezik) ve saglikli bir simif igermektedir. Rulman titresim sinyali dort sekilde ele almmustir:
orijinal titresim verilerinin kullanilmasi, orijinal verilerden 6zelliklerin ¢ikarilmasi, orijinal verilere STFT uygulanmasi ve
STFT uygulanmis verilerden ozelliklerin ¢ikarilmasi. KNN, SVM ve 1D WDCNN gibi makine 6grenimi yaklagimlari 1
boyutlu verilere uygulanmustir. Ayrica 2 boyutlu veri uzayinda STFT doniisiimi uygulanmus ve EfficientNetBO,
EfficientNetB1, ResNetl8 ve 2D WDCNN kullanilarak farkl: istatistiksel metriklerle performans ol¢iimleri yapilmistir. 2
boyutlu uzayda derin 6grenme yontemleri %100 dogruluk elde etmistir.

Anahtar Kelimeler: Motor Yatag Titresimi, Derin Ogrenme, Sinyal Siniflandirma, Endiistriyel Ariza Tanima.

Deep Learning Based Fault Detection from Bearing Vibration Data

Abstract

Analysis of bearing vibrations can provide information on the overall health of a machine's mechanical components. In this
study, deep learning algorithms were integrated in both 1-D and 2-D data spaces to detect defects in motor mechanics
commonly utilized in industry, and to increase production efficiency. Ten different classes were studied using the popular and
comprehensive Case Western Reserve University (CWRU) bearing dataset, which includes three types of faults - the outer
race, the ball, and the inner race - as well as a healthy class. The bearing vibration signal was handled in four ways: using the
original vibration data, extracting features from the original data, applying STFT to the original data, and extracting features
from the STFT-applied data. Machine learning approaches such as KNN, SVM, and 1D WDCNN were applied to the 1-D
data. Additionally, STFT transformation was applied in the 2-D data space, and performance measurements were made with
different statistical metrics using EfficientNetBO, EfficientNetB1, ResNet18, and 2D WDCNN. In the 2-D space, deep
learning methods achieved 100% accuracy.
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1. Giris

Algilayict 6l¢iim teknolojilerinin ilerlemesi ve diinya capinda Endiistri 4.0 kavraminin
yayginlagmasiyla birlikte, akilli Slglim uygulamalart ve akilli ariza teshis yontemleri endiistriyel
ortamlarda biyuk ilgi ¢ekmeye baslamistir. Bu akilli 6l¢iim uygulamalar1 (Berghian-Grosan ve ark.,
2024), makine 6grenmesi ve veri isleme algoritmalar1 (Oguzay, 2013) ile desteklenerek, endustriyel
makineler ve cihazlardaki anormalliklerin tespit edilmesi (Anagin ve ark., 2023) ve arizalarin yiiksek
basar1 oranlartyla onceden tahmin edilmesine imkan tanimaktadir. Boylelikle de yakin zamanda
arizalanma riski olan endiistriyel cihazlar 6nceden tespit edilebilmekte, gerekli dnlemler alinabilmekte
ve bakimlar1 en efektif sekilde yapilabilmektedir. Ozellikle iiretimde kullanilan makinelerin bakimlarmnin
yapilmasi hem iiretimin devam etmesine hem de makinelerde yasanabilecek arizalarin 6nlenmesine
yardimci olabilmektedir. Mevcut teknolojik gelismeler altinda endiistride yaygin olarak kullanilan bakim
yaklasimlar1 3 temel kategoride incelenmektedir (Ran ve ark., 2019):

Reaktif Bakim (Reactive Maintenance) yaklasiminda, bakim islemi cihazda bir ariza olustuktan
sonra gerceklestirilir. Cihazin bozulana kadar ¢alismasina izin verilir.

Onleyici Bakim (Preventive Maintenance) yaklasiminda, bakim islemi belirli sayidaki is parcasi
kullanim1 sonrasi ya da belirli zaman periyotlarinda planl bir sekilde gergeklestirilir.

Kestirimci Bakim (Predictive Maintenance) yaklasiminda, bakim islemi cihazdan g¢esitli
yontemlerle toplanan verilerin analiz edilmesiyle gerceklestirilir.

Oldukga biiyiik bir kismi1 makine 6grenmesi modellerine dayanan veriye dayali yontemler, akilli
Olglim ve ariza tespiti yaklasimlarinin merkezinde yer almaktadir (Carvalhoa ve ark., 2019; P. Kumar ve
ark., 2020; Lei ve ark., 2020). Akill1 ariza teshisi ve 6l¢iim uygulamalari igin veriye dayali yontemlerin
etkin tasarimi ve kullanimi, basarili bir hata tespit ve teshis siireci ihtimalini de arttirmaktadir. Kestirimci
bakim uygulamalarinda, akilli bir ariza teshisi yaklasimi i¢in geleneksel makine 6grenmesi algoritmalari
kullanildiginda, cogu zaman bir sensor 6l¢iimiiyle elde edilen sinyalden gelen ham veriler (6rn. titresim,
akim, vb.) zaman diizleminde veya frekans diizleminde analiz edilmektedir (Hendrickx ve ark., 2020;
Yoo, 2019). Fakat verilerin zaman diizleminde analiz edilmesi frekans bilgilerini, frekans dizleminde
analiz edilmesi de zaman bilgilerini igermedigi i¢in birgok uygulama oldukg¢a smirli kalmaktadir.
Giinimiizde teknolojik gelismeler sonucu artan hesaplama kapasiteleri sayesinde zaman serilerini sadece
tek bir diizlemde incelemek yerine ¢esitli dontisiimlerle zaman-frekans duzlemine aktarmak ve hem
zaman hem de frekans bilgilerinden faydalanmak da mimkdn bir hale gelmektedir.

Klasik makine 6grenmesi modellerinde motor ariza tespiti, 6zellik ¢ikarimi ve ariza tespiti igin

faydali Ozniteliklerin se¢imi asamalarini igerir (Ertargin ve ark., 2023). Makine 6grenmesi modeli
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aracilifiyla ariza tahmin ve teshisi siirecinin kalitesini artirmaya yardimci olabilecek ve toplanan veriyi
en iyi sekilde temsil edebilecek olan 6zniteliklerin ¢ikarilmasi ve segilmesi oldukg¢a zahmetli ve uzmanlik
gerektiren bir istir (Caesarendra ve ark., 2017). Her ne kadar yararhi ve temsil kapasitesi yiiksek
Oznitelikler elde edilmis olsa da degisen calisma kosullar1 veya siire¢ sapmalart nedeniyle arizalari
onceden yiiksek tutarlilikla teshis etmek de her zaman miimkiin olmamaktadir. Son yillarda, makine
Ogrenmesi modellerinin bir alt sinifi olarak ortaya ¢ikan derin 6grenme modelleri, ariza tespiti ve
kestirimci bakim uygulamalarinda umut verici sonuglar gostermistir (Hoang ve ark., 2019). Derin
O6grenme modellerinin bu denli yetkin ¢oziimler liretebilmesinin temel sebebi; verilerdeki giiriiltiiye kars1
daha giirbiiz ve ham verilerden herhangi bir uzmanlik gerektirmeden gerekli 6znitelikleri ¢ikarma, eleme
ve secim prosedurlerini ortadan kaldirabilmesinden kaynaklanmaktadir. Ayrica, derin Ogrenme
algoritmalarmin zaman serisi analizi i¢in gii¢lii birer ara¢ olmasi da (Fawaz ve ark., 2019; Langkvist ve
ark., 2014), tiretimde kullanilan cihazlara bagl algilayicilardan elde edilen verilerin analizi igin gtcli bir
potansiyele sahiptir.

Akilli ariza tespit ve teshis uygulamalari i¢in derin 6grenme yaklasimlarinin yaygin kullanim
genellikle algilayicilar yardimiyla, uzun bir zaman ¢ergevesinde toplanan biyuk miktardaki sinyal
verileri iizerinden gerceklestirilmektedir (Aydin ve ark., 2024). Algilayicilardan toplanan buyuk
miktarda zaman serisi verileri, bir derin 6grenme modeline girdi olarak saglanir ve egitim siirecinde
kullanilir. Daha sonra, egitilen model ile daha 6nceden hi¢ goriilmemis olan veri 6rnekleri tizerinde ariza
tespiti ve smiflandirma islemleri gerceklestirilir. Bu ¢alismada ise mevcut ¢alismalardan farkli olarak,
toplanan veriler Dalgacik Doniisiimii (Wavelet Transform) ve Kisa Zamanli Fourier Transformasyonu
(Short-Time Fourier Transform ) ile 2 boyutlu gorsellere doniistiiriilecek ve sonrasinda farkli Evrisimli
Sinir Ag1 (ESA) mimarileri yardimiyla analiz edilerek hata siniflar1 tespit edilmeye ¢aligilacaktir.

Rulmanlar donen makinenin énemli bir pargasidir. Rulman arizalarimin teshisi, donen makinelerde;
6liimciil ve ekonomik kayiplarin dnlenmesi agisindan onemlidir. Rulmanin arizali olast durumunda
insana ve gevreye 0nemli zararlar verebilmektedir. Rulmanin belirli bir kisminda bir anormallik meydana
geldiginde, rulman titresim sensorii sinyalinin 6zellikleri normal durumdaki titresim modelinden farklidir
ve bu da sinyalin frekans karakteristigini degistirir (Yoo ve ark., 2023). Bu g¢alismada endiistride
kullanilan motorlu mekaniklerin ariza tespiti bulmak i¢in spesifik olarak rulman verisi tizerinde caligilmis
ve derin 0grenme yaklasimi ile basarili sonuglar elde edilmistir. Bu calismada kullanilan modelleme
sistemi; otonom araclar, glvenlik sistemleri ya da biyomedikal cihazlar gibi bircok veri toplamaya
elverisli cihaz i¢in de hayata gecirmek temelde miimkiindiir. Bu baglamda incelenen literatiir 15181inda
glinimiizde oldukca popiiler olan ve yiiksek basarim sergileyen derin Ogrenme yaklasimlari

kullanilmistir. Cikis noktasi endiistriyel iiretim ortamlart olan bu ¢alismada gelistirilen modeli; otonom
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araclar, giivenlik sistemleri ya da biyomedikal cihazlar gibi birgok veri toplamaya elverisli cihaz igin de
hayata gecirmek temelde miimkiindiir. Dolayisiyla bu tez ¢alismasinin sonuglar1 uygulandiginda, tiretim
ve lojistik gibi endiistriyel ortamlarda yaygin bir sekilde kullanilan cihaz ve araglardan toplanan verilerin
anlamli bir sekilde islenmesi ve olasi hatalar1 en aza indirgeyerek is giicii, maliyet, can ve mal kayb1 gibi
istenmeyen unsurlart minimize edilmesi miimkiindiir.

Bu ¢aligmada motor rulman titresim verisi kesitlere boliinerek iizerine STFT uygulanarak hata
teshis hedeflenmistir. Ayrica 1-B ve 2-B seklinde sinyal verisi ele alinmistir. Veri boyutu indirgemenin
performansa etkisini analiz etmek igin 6znitelik ¢ikarma uygulanmistir. Orjinal veya STFT uygulanmis
2B veri Gzerinde ESA yontemlerimden EfficientNetBO kullanarak 100% dogruluk orani ile hata tespiti
yapilmigtir. Ayrica Gauss giiriiltiisii durumunda +5 PSNR bozulma ile dogruluk orani orjinal veri icin
95% olarak olgulurken, -5 PSNR durumunda 75% dogruluk elde edilmistir.

2. Materyal ve Metot

2.1. Dataset

Bu ¢alismada CWRU rulman verisi tercih edilmistir. Sekil 1’de CWRU veri setinde rulman titresim
verileri alma sistemi (CASE University) gorulmektedir. Kullanilan CWRU literatiirde motor hata
bozuklugu tespiti igin en fazla analiz edilen verisetidir. Veriseti olusturulurken test rulmanlart farkli
motor milini kullanarak dl¢iimler yapilmistir. Kusurlar Elektrik Desarjli isleme (EDM) yontemi ile tek
bir noktadan verilerek olusturulmustur. Kullanilan millerin ¢aplar1 in¢ (milimetre) ile kusurlar

adlandirilmistir. Toplamda 3 farkli mil tercih edilmistir:

° 0.007 in¢ (0.178 milimetre)
e 0.014in¢ (0.356 milimetre)
° 0.021 in¢ (0.533 milimetre)
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Sekil 1. CWRU veri setinde rulman titresim verileri alma sistemi (CASE University).

Rulmanin 3 parcasindan 1'inde bulunan her bir kusur i¢in bir zaman serisi vardir:

° Bilye
e Icyuva
° Dis yuva

Telemetri 6lctiimleri, sistemdeki 3 konuma yerlestirilmis 3 hizlandiricidan gelmektedir:

e  Tahrik ucu (DE)

° Fan ucu (FE)

° Baz (BA)

Bu tezde kullanilan veri seti asagidaki 6zellikleri barindirmaktadir:

° Motora uygulanan 1 HP yuk

° Saft doniis hiz1 1772 revolutions per minute (RPM)

[ Ivme 6lcerlerin 48 khz 6rnekleme frekansi

° Toplamda 10 gesit sinyal vardir. Sinyallerin uzunlugu tablo 1’de gésterilmistir.

Bu ¢alismada kullanilan CWRU verisetinde toplamda 10 sinif vardir. Normalde 3 kategoride ve
farkli uzunluktaki miller kullanilarak olusturulmustur. Mil uzunluklar1 0.007 ing, 0.0014 in¢ ve 0.0021
ing olarak kullanilarak dis bilezik hatas1 (OR), i¢ bilezik hatas1 (IR) ve bilya hatasi (BA) olusturulmustur.

2.2. Veri Seti On Isleme

Oznitelik ¢ikarmak literatiirde sinyali boliitlerken pencere uzunlugu 784 veya 1024 tercih
edilmistir. Bu 1024 veya 784 secildiginde kare olarak matrise doniistiirmek kolay olmaktadir. Pencere
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boyutu ¢ok kiigiik secildiginde 6rnek sayisi ¢ok fazla oldugu i¢in asiri-6grenme (over-fitting) durumu
olugmaktadir. Cok yiiksek secilmesi durumunda Ornek sayist ¢ok az olmakta ve siniflandirma
performans1 direk 100% vermektedir. Bu ¢alismada rulman titresim sinyalinden 1x784 Kkesitler
alinmistir. STFT ile 6znitelik elde edilmesi durumunda &rnekleme frekansi (FS): 784, pencere: Hann,

segment boyutu: 64, ortiisme orant: 300 olarak belirlenmistir.

Tablo 1. CWRU veriserti sinif detaylari.

Class Details Uzunluk
7 OR OR _007_6_1: Outer race fault (0.007 inch, data collected from 6 O'clock position) | 1454609
14 OR | OR_014 6 1: Quter race fault (0.014 inch, 6 O'clock) 484483
21 OR | OR _021_6_1: Outer race fault (0.021 inch, 6 O'clock) 505554
7_BA Ball_007_1: Ball defect (0.007 inch) 487384
14 BA | Ball 014 1: Ball defect (0.014 inch) 486224
21 BA | Ball 021 1: Ball defect (0.021 inch) 243938
7 IR IR_007_1: Inner race fault (0.007 inch) 486224
14 IR IR_014_1: Inner race fault (0.014 inch) 381890
21 IR IR_021 1: Inner race fault (0.021 inch) 244339
N Normal_1: Normal 483903

Ortiisme (overlap) oran1 300 olarak, yaklasik olarak 0.38* pencere boyutu oraninda belirlenmistir.
Bu sekilde yapmamizin sebebi kesitlerdeki hata oranini daha iyi tespit etmektir. Diisiik boyutlarda
kesikler alindiginda titresim sinyalindeki anlamli bilgi ihmal edilmektedir. Bundan dolay1 sezgisel olarak
tam say1 ¢ikmasi agisindan pencere 0.38 ile ¢arpilmistir. Deney asamasinda; 1B verilere makine
O0grenmesi uygulanmadan 6nce standart normalizasyon yapilarak 6znitelikler [0-1] araligina gekilmistir.
Ayrica sinif adlart CNN yontemlere uygun hale getirmek icin one-hot-encoding uygulanmistir. Bilindigi
gibi sinir aglarinin son katmanlarinda smif sayis1 kadar diigiim (node) bulunmaktadir. CNN yapilarinin
son katmanlar1 da 6znitelik ve siniflandirma katmanlarindan olugmaktadir. Tablo 1°de siif detaylar1 ve
sinyal uzunluklar1 gésteren CWRU veriseti tablosunda toplamda 10 sinif oldugu igin siif adlar1 1x10

vektor seklinde gosterilmistir. Yani toplamda 10 diiglim kullanilacaktir.

2.3. Simiflandirma

Makine Ogrenimi ve derin O0grenme yontemleri tiime varim ve tiimden gelim seklinde
calismaktadirlar. Derin 6grenme insan beyninin taklit edilmis hali seklinde ¢alisir ve metin, imge ve
sinyal gibi driintiileri benzer sekilde ele almaktadir. ilk derin grenme ydntemi perceptron (Minsky ve

ark., 1969) algoritmasina dayanmaktadir. Daha sonralari (Lecun ve ark., 1998) LeNet5 seklinde 2
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boyutlu CNN algoritmasini dokiiman siniflandirma problemi i¢in dnermistir. CNN yOntemleri gecmiste
smiflandirma problemleri igin kullanilmasina ragmen SVM ve Oznitelik ¢ikarma yontemlerinin
golgesinde kalmiglardr.

2012 ImageNet smiflandirma yarismasinda AlexNet yapisi LeNet5 yapisini giincelleyerek
tekrardan derin 6grenmenin giiclinii ortaya ¢ikarmislardir. Derin 6grenmenin en bilyiik avantaji imgeden
otomatik olarak 6znitelik ¢ikarabilmektedir. Derin 6grenme ile bir imgeyi sadece 4, 8 veya 16 0znitelik

ile gostermek mumkandr.
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Sekil 2. Derin 6grenme ile siniflandirmanin gosterimi.

Sekil 2°de derin 6grenme ile hata tanimanin gosterimi yapilmistir. Goriildiigii rulman verisi 1B
veya 2B seklinde ele alinabilmektedir. 1B CNN yapisinda sinyal verisi vektor seklinde katmanlara
gonderilerek farkli transformasyonlardan gegirilmektedir. Sekilde de goriildiigii gibi CNN katman
ciktilart tam bagimli katmanlara (fully connected layers) gonderilerek siniflar igin ayirt edici 0znitelikler
cikartilmaktadir. 2B CNN yapilarinda ise rulman titresim verisi resim formatinda 2B evrisimsel
katmanlara iletilerek kademeli olarak boyut indirgeme yapilmaktadir. Benzer sekilde yine tam bagiml
katmanlar vasitasiyla daha diisiik boyutta ve ayirt ediciligi yiiksek 6znitelikler elde edilmektedir.

Bu calismada rulman titresim verilerinden kusur tespiti i¢in genelde tercih edilen WDCNN
mimarisi modifiye eklemeler yapilarak kullanilmistir. WDCNN ydnteminin temel hipotezi su sekildedir.
VGGI16 yapisinda imgeler 3x3 filtrelerden gecirilerek siniflandirma yapilmaktadir. Bu sekildeki bir
uygulamanin dogru oldugunu vurgulamaktadir. Fakat 2048x1 boyunda bir sinyali 3x1 filtre ile

konvoliisyon yapildiginda sinyaldeki gergek bilginin uzun katmanli CNN mimarisinde saklanamayacagi
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hipotezini savunmaktadir. Bunun igin “ilk Katmanda Biiyiik Cekirdek” (First Layer with Wide Kernel)
uygulamanin daha iyi ger¢ekei ve daha iyi 6znitelik seti olusturacagini sdylemektedir.

Bu caligmanin deney siireclerinde WDCNN yo6nteminin benzeri bir mimari gelistirilerek deneyler
yapilmistir. Eger girdi verisi 2B ise 2B WDCNN yontemi kullanilmistir. Diger tiirlii ise 1B WDCNN
yontemi devreye konulmustur. Girdi verisi boyutu WDCNN igin 128x128x3 iken 1B WDCNN icin
1x784 olarak belirlenmistir. Tiim yontemlerde benzer sekilde egitim yapilmigtir. Sekil 3’te 2B verinin

gorsellestirilmesi mevcuttur.
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Sekil 3. Orijinal ve STFT veriye ait 2B goruntileme.

3.Bulgular ve Tartisma

Bu ¢aligmada dengesiz veri seti (imbalance dataset) durumu gézlenmektedir. Tiim siniflarin 6rnek
say1st incelendiginde 7_OR sinifinin 6rnek sayist ¢ok fazladir. Bu durum dengesiz veri seti gercegini
gostermistir. Bundan dolay1 denklem (1)‘de goriildiigi tek dogruluk metrigi kullanmak yerine denklem
(6)°‘da AUC skor, denlem (5)’de Cohen’s Kappa skor, denklem (4)’de F1 skor gibi dengesiz veriseti
problemini gdzeten metrikler tercih edilmistir. Ayrica yontemlerin denklem (2)’de goriuldigi gibi
kesinlik (precision) ve denklem (3)’de goriildiigii gibi hassasiyet (recall) degerleri de hesaplanmustir.
Dogru Pozitif (TP) ve Dogru Negatif (TN) modelin dogru olarak tahminledigi, Yanlis Pozitif (FP) ve
Yanlig Negatif (FN) ise modelin yanlis olarak tahminledigi alanlardir.
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Dogruluk (Accuracy) = (TP + TN) / (TP+ TN + FP +FN) (1)
Kesinlik (Precision) = (TP) / (TP + FP) 2
Duyarlilik (Recall) = (TP) / (TP + FN) 3)
F1 Skorlama (F1 Score) = 2 * (Recall * Precision) / (Recall +Precision) 4)

Po = (TP+ TN) / (TP+ TN + FP + FN)
Pe = ((TP + FN) * (TP+ FP) + (FP + FN) * (FN + TN)) / ((TP + FN + FP + FN)) 2

Cohen’in Kappa Testi (Cohen’s Kappa) = (Po-Pe) / (1-Pe) (5)
Dogru Pozitif Oran1 (True Positive Rate) (TPR) = (TP) / (TP + FN)
Yanlis Pozitif Oran1 (False Positive Rate) (FPR) = (FP) / (FP + TN) (6)

3.1. 1 Boyutlu Ozelliklerin Degerlendirilmesi

Bu caligmada makine 6grenmesi ve derin 6grenmenin rulman titresim verilerinden hata tespiti i¢in
kapasitesi analiz edilmistir. Kullanilan yontemlerin karsilastirmali olarak performansini ortaya ¢ikarmak
icin en bilindik metrikler kullanilmistir. Makine 6grenmesi yontemleri olarak KNN ve SVM tercih

edilmistir. Derin 6grenme yontemi olarak 1D WDCNN yapis1 onerilmistir.

Tablo 2. 1B Verilerden elde edilen performans sonuglari.

Data Method Size | ACC AUC Cohen’s F1 Precision Recall
Original KNN 784 69% 0.9052 0.6424 0.6808 0.7443 0.6769
SVM 784 78% 0.9814 0.7444 0.7429 0.7988 0.7530

WDCNN | 784 99% 0.9999 0.9923 0.9938 0.9937 0.9939

STFT Applied KNN 784 95% 0.9891 0.9386 0.9418 0.9421 0.9418
SVM 784  100% | 0.9998 0.9945 0.9954 0.9947 0.9961

WDCNN | 784 99% 0.9999 0.9940 0.9944 0.9946 0.9943

Tablo 2’te verilen performans metrikleri incelendiginde biitiin metrikler arasinda dogrusal bir iligki
vardir. Bir modelin accuracy (dogruluk) degeri yiiksek ise diger metrik skorlarinda yiiksek oldugu tespit
edilmistir. Orijinal rulman titresim verisetinden en yiiksek skorlar IB WDCNN ile 99%, 0.9999, 0.9923
ve 0.9938 oraninda ACC, AUC, Cohen’s ve F1 performanslari verdigi gézlenmistir. Yine ilging olarak
STFT gecirilmis veride tiim yontemler yiiksek skor vermistir. STFT verilerinden elde edilen istatiksel

Oznitelikler kullanilinca performans biiyiik oranda diismiistiir.
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Sekil 4. 1B original test verisinin karigiklik-matrisi

Genel olarak karisiklik-matrisi gosteriminde hangi siniflarin birbirine ¢ok benzedigini tespit
edebiliriz. Bunun i¢in diisiik performansli modelin sonuglarina odaklanabiliriz. Sekil 4’te verilen orijinal
veriden elde edilen 6znitelikler kullanildiginda 1B WDCNN yontemi 88% ile diisiik performans verdigi
gozlenmektedir. En c¢ok hata yapilarak siniflandirilan sinif ciftleri; 14 BA ve 14 OR, 7 BA ve 14 IR,
7_OR ve 21_IR olarak goriilmektedir. Ilging bir ¢ikarim olarak Normal (N) smifin 7 6rnegi 14 BA
sinifina atanmistir. Genel dagilima bakildiginda 7_OR tiim diger siniflarla cok benzer oldugu goriilmekte
ve yiiksek hata skorun olugmasina sebep olmustur. Bir diger ¢ikarim olarak 21 BA smifi digerlerinden

kolayca ayrilabildigi not edilmistir.

3.1. 2 Boyutlu Ozelliklerin Degerlendirilmesi

Bu bolimde veriler 2 boyutlu olarak ele alinarak imge formati seklinde (H, W, 3) seklinde CNN
modellerine gonderilerek performans dl¢iimii yapilmigtir. Tablo 3’te EfficientNetB0, EfficientNetBl,
ResNet18 ve 2B WDCNN seklinde dort farkli model ile performans dl¢timii yapilmistir. Vektorleri imge
formatina doniistiirmek i¢in 1x784 boyutu yeniden sekillendirilerek 28x28 formatina dontistiiriilmiistiir.

EfficientNet ve ResNet18 yapilari i¢in minimum imge boyutunu saglamak i¢in 28x28 matrisleri 128x128
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formatina doniistiiriilmistiir. Sonra 3 kere birlestirme yapilarak 128x128 formati elde edilmistir. Bunun

nedeni matrisleri bir araya getirerek 3 boyutlu imge olusturmaktir.

Tablo 3. 2B Verilerden elde edilen performans sonuglari.
Data Method Size ACC AUC  Cohen’s F1 Precision  Recall
Original  EfficientNetBO  128X128  100%  1.0000  0.9969  0.9972 0.9972 0.9972
EfficientNetB1  128X128  100%  1.0000  0.9996  0.9996 0.9996 0.9997
ResNet18 128X128  99%  1.0000  0.9842  0.9868 0.9857 0.9886
WDCNN-2D 128X128  99%  0.9999 = 0.9909  0.9922 0.9920 0.9924
STFT EfficientNetBO  128X128 100%  1.0000  0.9998  0.9998 0.9998 0.9998
EfficientNetB1  128X128  100%  1.0000  0.9996  0.9996 0.9996 0.9996
ResNet18 128X128  100%  1.0000  0.9996  0.9997 0.9996 0.9996
WDCNN-2D 128X128  100%  1.0000 = 0.9989  0.9992 0.9990 0.9993

Tablo 3’te 2B seklinde veriyi ele aldigimizda performans degerlerini gostermektedir. Tabloda
verilen sonuglar referans alindiginda, en yiiksek tanima performansinin EfficientNetBO ile STFT verisi
icin sergilemigtir. Cohen’s Kappa metrigi temel alindiginda EfficientNetB0O ve EfficientNetB1 yaris
icinde oldugu goriilmektedir. Diger yandan ResNetl8 yonteminin orijinal verisetinde F1 skorunun
goreceli olarak biraz diisiik oldugu not edilmistir. STFT verisi i¢in tim yontemler 100% tanima orani

vermistir.
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a) Original Data EfficientNetB0(100%) b) Original Data EfficientNetB1(100%)

c¢) Original Data ResNet18(99%) d) Original Data WDCNN (99%)

Sekil 5. 1B verisetlerinden 1B WDCNN ile edilen dzniteliklerin PC1 ve PC2 analizi.

Sekil 5°te 2B seklinde veriyi ele aldigimizda performans degerlerini gdstermektedir. Tabloda
verilen karisiklik matrisleri detayli bir sekilde incelendiginde orijinal veride EfficientNetB0 yonteminin
7 OR, 14 OR ve 14 IR smiflar i¢in bir elin parmaklar1 kadar 6rnekler hatali siniflandirilmigtir.  En
fazla hatanin ResNet18 modeli 7 BA siifi i¢in verdigi goriilmektedir. WDCNN modelinin ise 14 OR
smifin1 tanimada biraz zayif yetenekte oldugu vurgulanabilir. En giizel sonuglar1 ortaya ¢ikaran
EfficientNetB1 yonteminin sadece 14 OR sinifina ait 2 6rnegi yanlis siniflandirdigi séylenebilir. 7 OR

smifinin test drneginin sayisinin fazla olmasindan kaynakli hatalarin olustugu sonucuna varilabilir.
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a) STFT Data EfficientNetB0(100%) b) STFT Data EfficientNetB1(100%)

c) STFT Data ResNet18(100%) d) STFT Data WDCNN (100%)

Sekil 6. 2B STFT test verisi i¢in 2B CNN yontemlerine ait karisiklik-matrisleri.

Sekil 6’da STFT transformundan gegirilen verinin 2B siniflandirmas: ile edilen karigiklik
matrislerini gostermektedir. Sekilde verilen karisiklik matrislerine gére STFT verisinde EfficientNetBO
yonteminin sadece 7 BA smifindaki bir 6rnegi 14 OR sinifina hatali olarak atadigi goriilmektedir.
Benzer siiflandirmay1 EfficientNetB1 i¢in gdzlenmistir. WDCNN yonteminin 14 OR’deki 1 6rnegi
7 BA smifina, 21 OR'deki 3 6rnegi 7 OR sinifina ve 14 BA’deki 1 6rnegi 14 IR sinifina hatali olarak
atadig1 not edilmistir. En az hata veren modellerden biri olan ResNet18 modeli 14 OR’deki 1 drnegi

7_BA smifina, 21 _OR’deki 1 6rnegi 7 OR smifina atadig: dikkate alinabilir.
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3.3. Gauss Deney Degerlendirilmesi

Farkl1 bir deney olarak orijinal veriye giiriiltii eklendikten sonra STFT uygulandiginda performans
degisimi not edilmistir. STFT uygulayinca elde edilen spectrogramin ¢ok etkili olmadig1 ve bunun nedeni
Fourier doniisiimiin bozulan sinyalin trendini yakalayamamasidir. Dogruluk degerlerine bakilinca SNR
+5 db ile 89% STFT uygulanmasindan elde edildigi goriilmektedir. Ayrica yiiksek giriiltu (-5 db) ile

sinyalin bozulmast durumunda ise 57% simiflandirma performansi sergilemistir.

Tablo 4. Gauss giiriiltiisti eklenince WDCNN performans sonuglari.

Data SNR Size ACC AUC Cohen’s F1 Precision Recall
Original +5 128x128 95% 0.9971 0.9407 0.9482 0.9519 0.9467
-5 128x128 75% 0.9675 0.7121 0.7491 0.7512 0.7493

STFT +5 128x128 89% 0.9906 0.8733 0.8814 0.8841 0.8812

-5 128x128 57% 0.9002 0.4999 0.5450 0.5426 0.5486

Gauss giiriiltiisii eklenince elde ettigimiz performans degerler orijinal ve STFT verileri igin
karsilagtirilmali olarak Tablo 4’te gosterilmistir. Bu deneyde hipotez olarak gurulti eklemenin derin
ogrenmenin performansini ne Ol¢iide diisiirecegi sorusuna cevap aranmaktadir. Performans metrikleri
olarak Accuracy(ACC), AUC, Cohen’s Kappa, F1, Precision, Recall kullanilmistir. Deney i¢in SNR -5
ve SNR 5 bozulmanin sonuglari {izerinde yorumlama yapilmistir.

Tablo 4°teki sonuglari karsilastirdigimizda tiim yontemlerin Accuracy degerleri diismiistiir. Verilen
dogruluk oranlar1 analiz edildiginde WDCNN yontemi; orijinal ve STFT verisi igin 95%, 75%, 89% ve
57% seklinde performans verebilmistir. Detayli inceleme yapildiginda ise AUC skorlarin 0.9’un lizerinde
olmasinin olumlu oldugu vurgulanabilir. Performans metriklerinden Cohen’s Kappa degerleri ile F1
skoru degerleri arasinda dogrudan baglant1 oldugu gercegi gozlenmistir. Gergege yakin olan +5 db SNR

bozulmas1 durumunda bile derin 6grenme yiiksek tanima vermistir.

3.4. Literatiir karsilastirilmasi

Onerdigimiz ydntemlerin performansi son zamanlardan énerilen yaklasimlarla karsilastirilmastir.
Tablo 5’te tiim yontemlerin dogruluk performansi, ele aldigi siif sayist ve uygulanan derin
ogrenme/makine 6grenimi hakkinda bilgi verilmistir. 2D CNN yontemlerin 1D CNN yontemlerinden
daha basarili oldugu acik¢a goriilmektedir. Bunun nedeni 2B diizlemde konvoliisyon yapildiginda

uzaysal bilgi korunmaktadir. 1B uzayda komsuluk bilgisi ihmal edilmekte ve diisiik performans ile
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sonuglanmaktadir. Ayrica daha 6nce denenmemis olan EfficientNetBO ve EfficientNetB1 yontemlerin

performans1 da CWRU very seti {izerinden analiz edilmistir.

Tablo 5. Onerilen yontemin literattirdeki caligmalarla karsilattiriimas.

Method #Class Accuracy Reference

1D WDCNN 10 99.00% (Zhang ve ark., 2017).
1D CNN + MLP 4 93.88% (Eren ve ark., 2019).
Naive Bayes 6 98.21% (Zhang ve ark., 2018)
1D CNN Ensemble 10 96.42% (Han ve ark., 2020)

2D CapsuleNetwork +LSTM 10 99.00% (Zhang ve ark., 2022).
2D CNN 10 98.50% (Magar ve ark., 2021)
1D CNN + LSTM 6 99.77% (Khorram ve ark., 2021).
1D WDCNN+ ND 4 91.00% (Miettinen ve ark., 2022).
1D WDCNN + org. data 10 99% Onerdigimiz

1D SVM + STFT 10 100% Onerdigimiz

2D EfficientNetBO0 + org. data 10 100% Onerdigimiz

2D EfficientNetBO + STFT 10 100% Onerdigimiz

2D EfficientNetB1+ org. data 10 100% Onerdigimiz

4. Sonuclar ve Oneriler

Rulmanlar dénen makinenin 6nemli bir pargasidir. Rulmanin arizali olast durumunda insana ve
cevreye onemli zararlar verebilmektedir. Bundan dolay1 rulman arizalarindan kaynakli makine hatasini
miimkiin olan en kisa strede tespit etmek 6nemlidir. Bu ¢alismada makine 6grenimi ve derin 6grenme,
hata tespiti i¢in potansiyel olarak bir arag olarak goriilmiis ve elde edilen titresim sinyallerinin daha hizli
ve etkili bir sekilde islenebildigi goriilmiistir. CWRU veriseti lizerinden ham (raw) ve frekans alaninda
IB ve 2B seklinde smiflandirma yapilmistir. 1B veri hazirlanma siirecinde belirlenen sabit pencere
boyutu belirlenerek ele alinmistir. Ayrica 1B veriye STFT uygulanarak veri frekans alaninda islenmistir.
Boyut indirgeme i¢in veriden istatiksel 6znitelikler elde edilerek performans degerlendirmesi yapilmistir.
2B veriyi olusturmak i¢in 1x784 boyutundaki vektor yeniden sekillendirilerek 28x28 boyutunu
doniistiiriilerek matris formatina doniistiiriilmiistiir. Daha sonra 28x28 matris 128x128x3 {ist-6rnekleme
yapilarak spektrogram alaninda siiflandirma yapilmistir.

Elde edilen bulgular, istatiksel metriklerden Accuracy, AUC, Cohen’s Kappa, F1, Precision ve
Recall iizerinden degerlendirme yapilmistir. Elde edilen sonugclar, 1-B orijinal veri iizerinde uygulaninca
en yiiksek basar1 sonucun WDCNN ile 99% oldugu gériilmektedir. ilging bir bulgu olarak STFT
uygulanan veride SVM ile 100% dogruluk elde edilmistir. Oznitelik ¢ikarilarak yapilan deneylerde ise

daha diisiik basar1 elde edilmistir. Ayrica 2-B spektrogram iizerinde yapilan deneylerde derin 6grenme
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yontemlerinden EfficientNetBO, EfficientNetB1, ResNet18 ve WDCNN mimariler ile 100% dogruluk

orani verdigi gozlenmektedir.

Yazarlarm Katisi

Tiim yazarlar ¢calismaya esit katkida bulunmusgtur.

Cikar Catismasi1 Beyam

Yazarlar arasinda herhangi bir ¢ikar ¢atismasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyani

Yapilan ¢alismada arastirma ve yayin etigine uyulmustur.
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