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Ozet: Bu calismada, Tirkiye sinirlari icerisinde yapilacak olan dogal gaz boru hatti (DGBH) maliyetlerinin 6n tahmini i¢in makine
0grenmesi algoritmalar1 kullanilarak modeller gelistirilmistir. Bunun i¢in, 1997-2022 yillar1 arasinda Tiirkiye'de tamamlanmis DGBH
projelerinden elde edilen veriler kullanilmistir. Projelerin boru ¢api, hat uzunlugu, hat vanasi sayisi, take-off vana sayisi ve pig
istasyonu sayisi gibi degiskenleri, maliyet tahmininde bagimsiz degiskenler olarak belirlenmistir. Veri setinin nicel anlamda yetersiz ve
veri kalitesinin ortalama bir seviyede olmasindan dolayi, klasik makine 6grenmesi tahmin stiregleri yiiriitiilememistir. Bu nedenle,
mevcut veri seti egitim ve test boliimlerine ayrilmadan, biitiin veri kullanilarak ¢alisilmis ve Coklu Dogrusal Regresyon (CDR) ile K-En
Yakin Komsu (KNN) algoritmalarina konumlandirildiginda modelin uygun bir sekilde performans gosterip gostermedigi incelenmistir.
Bu calisma, ileride veri kalitesinin ve sayisinin artmasi durumunda, klasik makine 6grenmesi tahmin siireglerinin yiritilip
yuritiilemeyecegi konusunda 6n fikir vermesi amaciyla gerceklestirilmistir. Her iki farkli yontem denemesinde de benzer ve ortalama
diizeyde belirleme katsayilari (R?) elde edilmistir. Sonug olarak, bu ¢alismada, DGBH projelerinde én maliyet tahminlerinin
hassasiyetini iyilestirmek icin CDR ve KNN yontemlerinin etkinligi karsilastirilmis ve sektére onemli bir katki saglayacagi
degerlendirilmistir. Gelecekte yapilacak ¢alismalarin daha genis veri setleri ve farkli model teknikleri kullanarak maliyet tahminlerinin
dogrulugunu artirabilecegi ve sektor paydaslarina yol gosterici olabilecegi 6ngoriilmektedir.

Anahtar kelimeler: Dogal gaz boru hatlari, Makine 6grenmesi, Maliyet tahmini

Estimation of Natural Gas Pipeline Construction Costs Using Multiple Linear Regression and K-Nearest
Neighbor Methods

Abstract: In this study, models were developed using machine learning algorithms for the preliminary estimation of natural gas
pipeline (NGP) costs within the borders of Tiirkiye. For this purpose, data obtained from NGP projects completed in Tiirkiye between
1997 and 2022 were used. Variables such as pipe diameter, line length, number of line valves, number of take-off valves and number of
pigging stations of the projects were determined as independent variables in the cost estimation. Since the data set was quantitatively
insufficient and the data quality was at an average level, classical machine learning estimation processes could not be carried out. For
this reason, the existing data set was studied using the entire data without dividing it into training and test sections, and it was
examined whether the model performed appropriately when positioned in Multiple Linear Regression (MLR) and K-Nearest Neighbor
(KNN) algorithms. This study was carried out to provide a preliminary idea about whether classical machine learning estimation
processes can be carried out in the future if the data quality and number increase. Similar and average coefficients of determination
(R?) were obtained in both different method trials. As a result, in this study, the effectiveness of the MLR and KNN methods was
compared to improve the accuracy of preliminary cost estimates in NGP projects and it was evaluated that it will make a significant
contribution to the sector. It is anticipated that future studies can increase the accuracy of cost estimates by using larger data sets and
different model techniques and can guide the sector stakeholders.

Keywords: Natural gas pipelines, Machine-learning, Cost estimate

*Sorumlu yazar (Corresponding author): Baskent Elektrik Dagitim A.S., Baskent Headquarters, 06530, Ankara, Tiirkiye
E mail: coskuncakmak90@gmail.com (C. CAKMAK)

Cogkun CAKMAK https://orcid.org/0000-0002-8138-272X Gonderi: 31 Temmuz 2024 Received: July 31, 2024
Miirsel ERDAL https://orcid.org/0000-0002-9338-6162 Kabul: 05 Kasim 2024 Accepted: November 05, 2024
Yayinlanma: 15 Kasim 2024 Published: November 15, 2024

Cite as: Cakmak C, Erdal M. 2024. Estimation of natural gas pipeline construction costs using multiple linear regression and k-nearest neighbor methods.
BS] Eng Sci, 7(6): 1327-1337.

1. Giris tamamlanma siiresi ve trin/iscilik kalitelerinin

Kabul edilebilir bir dogruluk seviyesinde yapilmis belirlenmesinde kritik bir rol oynamaktadir. Ingaat
maliyet  tahminleri proje  basarisii  dogrudan sektort, nicelik ve nitelik yoniinden diger sektorlere gére
etkilemektedir (Adeli ve Wu, 1998; Kim ve ark., 2004; daha fazla risk faktorii ve belirsizlik parametresi
Arage ve Dharwadkar, 2017; Ibrahim ve Elshwadfy, barindirmaktadir (Birgéniil ve Dikmen, 1996). Bu
2021; Sueri ve Erdal, 2022). insaat sektérii projelerinde nedenle dogru ve giivenilir maliyet tahminleri yapmanin

de 6n maliyet tahmininin dogrulugu, proje maliyeti, isin 6nemi daha da 6nem kazanmaktadr.
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Dogal gaz boru hatti (DGBH) projeleri, biiyik olcekli
yatirnmlardir ve belirsizlik, hat uzunlugu ile dogru
orantili bir sekilde artmaktadir. Bu projelerde maliyet
tahminlerinin dogruluguy, projelerin
siirdiirtilebilirligi ve operasyonel verimliligi agisindan da

finansal

hayati bir 6neme sahiptir (Ugur ve ark., 2019). Hat
uzunlugu, boru c¢api, kullanilan malzemeler ve is¢ilik
maliyetleri gibi degiskenler, proje maliyetini dogrudan
etkileyen faktorler arasindadir (Parker, 2004; Rui ve ark.,
2011a; Thaduri, 2012; Govan ve Reinschmidt, 2013;
Erdal, 2021; Kaiser, 2021; Cakmak ve Erdal, 2022). Bu
faktorlerin dogru bir sekilde tahmin edilmesi, projenin
biitce
kaynaklarin etkin bir sekilde kullanimini saglamak i¢in
elzemdir.

asimina  ugramadan tamamlanmasin  ve

Maliyet tahminlerinin  dogrulugu, sadece proje
yoneticileri icin degil, ayni zamanda yatirimcilar,
miiteahhitler ve tedarikgiler i¢in de kritik bir éneme
sahiptir (Cakmak ve Erdal, 2022). Dogru maliyet
tahminleri, yatirimcilarin nakit akis egrilerini daha
hassas yonetmelerini saglarken, uygulayici paydaslarin
da is planlarini daha dogru bir sekilde yapmalarina
olanak tanir.

Bu ¢alismanin amaci, Tiirkiye'de gerceklestirilen DGBH
projelerinin maliyet tahminlerine odaklanmaktadir. Veri
seti, 1997-2022 yillar1 arasinda tamamlanmis projeleri
icermektedir. Ancak, elde edilen verilerin sinirli olmasi
ve bazi projelere iliskin eksik bilgiler, ¢calismanin genel
gecerliligini kisitlayabilir. Gelecekte yapilacak calismalar
icin daha genis ve kapsaml veri setlerinin kullanilmasi,
maliyet tahminlerinin dogrulugunu artiracaktir. Kisith
bilgilerle maliyet tahmini yapabilmek icin Coklu Dogrusal
Regresyon (CDR) ve K-En Yakin Komsu (KNN) modelleri
olusturulmus ve sonuglari karsilastirilmistir.

2. Literatiir Arastirmasi

Insaat sektérii 6zelinde maliyet tahminini konu edinen ve
regresyon ile hafiza tabanli yontemlerin kullanildig:
calisma sayis1 oldukga fazladir. Ancak 6zel olarak DGBH
projelerine odaklanilan calisma sayisi, diger st yap1 ve
alt yap1 projelerine oranla literatiirde kisith bir alani
kaplamaktadir. Bu calismalarin ¢ogunlugu Kuzey
Amerika kitasinda yer alan projelerin verileri ile ortaya
konan tahmin ¢alismalaridir. Yerel literatiirde, DGBH
projeleri ile ilgili bu projelerin jeopolitik 6nemi ve enerji
diinyasindaki yerini tartisan ¢alismalar bulunmakla
birlikte maliyet anlaminda irdelendigi herhangi bir
¢alismaya rastlanilmamistir. Bu c¢alisma, Tiirkiye'de
gergeklestirilen tahminlerine

projelerin  maliyet

odaklanarak, literatiirdeki bu boslugu doldurmayi
amaclamaktadir. Bu boliimde kronolojik sira géz ontine
alinarak DGBH insaatlarinin

odaklanilan ¢alismalar sunulmustur.
Zhao (2000) ¢alismasinda, DGBH insaat maliyetlerinde
kara iizerinde yapilanlar icin %80, kara iizerinde
olmayanlar icin ise %84 kadarlik pay1 malzeme ve is¢ilik
maliyetinin kapladigin (2004)
calismasinda, dogal gaz, akaryakit ve petrol boru

maliyet tahminine

belirtmistir. Parker

hatlarinin maliyetlerinden yola ¢ikarak hidrojen iletim
hatlarinda ne tiir maliyet farkhliklar1 olabilecegini
arastirmistir. Parker, yaptig1 arastirma ile birlikte dogal
gaz boru hatti insaat maliyetlerinin %26 malzeme
maliyeti, %45 iscilik, %22 irtifak hakki ve %7 cesitli
(arastirma, inceleme, sigortalar, izinler vb.) giderlerden
olustugu (2005)
calismasinda, petrol ve DGBH ile ilgili genel bir
degerlendirme yapmustir. insas1 devam eden ve ingaati
planlanan  boru detaylarinin  verildigi
calismada arastirmaci, boru hatlarinin  Tiirkiye
ekonomisine katkida bulunacagini dile getirmistir. Rui ve
ark. (2011) g¢alismalarinda, 1992-2008 yillar1 arasinda
tamamlanmis 412 adet boru hatti projesinin
maliyetlerini malzeme, iscilik, gecis hakk: ve genel/cesitli
giderler lizerinden degerlendirmislerdir. Calismada, isin

sonucuna  varmistir.  Yilmaz

hatlarinin

tekrar  tekrar  yapilarak  6grenilmesinin  is¢ilik
maliyetlerini zamanla asagiya dogru  ¢ektigini
belirtmislerdir. Arastirmacilar yaptiklar1 bir diger

calismada ise ayni boru hatlarinin bélgesel diizeyde
maliyet farkhiliklarin1 ortaya koymay1 amaglamislardir.
Calisma kapsaminda Amerika Birlesik Devletleri (ABD);
Bati, Merkez, Giiney Bati, Giiney Dogu, Orta Bat1 ve Kuzey
Dogu olarak farkli boélgelere bolinmiis ve en uygun
maliyetlere Merkez bolgede ulasildigl belirlenmistir (Rui
ve ark., 2011a). Thaduri (2012) ¢alismasinda, 2000-2008
yilar1 arasinda ABD ve Kanada sinirlar igerisinde
tamamlanmis 180 adet dogal gaz boru hattina ve 136
adet basing istasyonuna ait verileri toplamis ve
tanimlayic1  istatistiki Yapilan
degerlendirmeler sonucunda arastirmaci, dogal gaz boru
hatti maliyetlerinde en yiiksek paya sahip maliyet
kalemlerinin %40 ile iscilik ve %31 ile malzeme maliyeti
oldugunu belirtmistir. Rui ve ark. (2012), calismalarinda

veriler sunmustur.

boru hatti basing istasyonu insaatlarindaki maliyet
hatalarini istatistiksel olarak sunmuslardir. Ulvestad ve
Overland (2012) dogal gaz ve CO: fiyatlarindaki
degisimlerin LNG ve boru hatti tagimaciliginin maliyet
verimliligi tizerindeki etkilerini arastirdiklar1 bir ¢calisma
gerceklestirmislerdir. (2021) calismasinda,
ABD'deki dogal gaz boru hatti insaati ve devre disi
birakma maliyetlerini detaylandirmis ve bu maliyetlerin
bilesenleri ile teknik yeterliliklerin etkilerini incelemistir.
2014-2019
gerceklestirilen 99 adet projeye ait verilerle yapilan
regresyon analizinde, boru hatlarinin maliyetine hat
uzunlugu ve boru capi gibi faktorlerin énemli etkilerinin
oldugu belirtilmistir. Erdal (2021) ¢alismasinda, boru
hatt1 projelerinin maliyet tahmini icin 50 projelik bir veri
seti kullanarak 6 farkli makine 6grenmesi algoritmasinin
basar1 diizeyini incelemistir. 10 kath ¢apraz dogrulama
teknigi uygulanan c¢alismada, tiim yontemler 0,79 ve
tizerinde R? degeri elde etmis ve Model Trees Regression

Kaiser

Ayrica  ¢alismada, yillar1  arasinda

yontemi en basarili yontem olarak belirlenmistir.

3. Materyal ve Yontem
DGBH projeleri i¢in bir erken maliyet tahmin modeli
gelistirmek amaciyla Tiirkiye sinirlari igerisinde yapilmis
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olan 107 adet projenin bilgilerine ulagilmistir. Internet
siteleri, ihale duyuru ve bilgilendirme kaynaklari,
ylklenici firmalarin kamuya a¢ik sundugu bilgiler, gecmis
meclis tutanaklari1 ve Kamu fhale Kurumu sayfalar
incelenerek, projelerin maliyet tahmininde
kullanilabilecek parametreler elde edilmistir. Detayl
incelemeler sonucunda 1997-2022 yillar1 arasinda
yapimi tamamlanmis DGBH projelerinin boru ¢api, boru

hatti uzunlugu, hat vanasi sayisi, take-off vana sayisi ve

Tablo 1. Degiskenlerin arastirma igerisinde gosterimi

maliyet tahmininde
olarak

sayist  bilgileri,
bagimsiz degiskenler
Bu parametrelerin maliyet tahmini

pig istasyonu
kullanilabilecek
belirlenmistir.

konusunda fikir verebilecegi degerlendirilmistir. Bu
calisma kapsaminda metin igerisinde ve grafiklerde
kullanilan degiskenlerin bilgi ve kisaltmalar1 Tablo 1’de,
elde edilen verilerin tanimlayic istatistikleri ise Tablo
2'de verilmistir.

Degisken Model igerisinde kullanim Kisaltma

Cap diameter D

Hat uzunlugu length L

Hat vanasi line_valve LV

Take-off vanasi take_off_valve TOV

Pig istasyonu pigging_station PS

Km basina birim maliyet cost_km -

Diizeltilmis maliyet adj_cost C
Tablo 2. Veri setinin tammlayici istatistikleri

o tandart En 25. 75. En

Degiskenler Adet  Ortalama SSapma Kiigiik Yuzselik Medyan Yiizc?elik Biiyiik
diameter (ing) 107 19,68 13,37 6,00 10,00 14,00 36,00 48,00
length (km) 107 80,20 77,36 1,57 32,32 59,00 102,65 501,00
line_valve 107 2,40 2,73 0,00 1,00 2,00 3,00 17,00
take_off_valve 107 1,93 3,44 0,00 1,00 1,00 2,00 34,00
pigging_station 107 1,55 0,97 0,00 1,00 1,00 2,00 6,00
cost_km (bin $) 107 304,96 366,40 29,51 75,75 157,62 374,33 1.627,34
adjcost (milyon 07 3475 7925 0,91 3,15 6,20 27,67 563,35

$)

Tablo 2’de yer alan adj_cost parametresi, projelerin
tamamlandig tarihlerde ortaya ¢ikan ve Amerikan Dolar1
maliyet degerlerinin, ABD’de
kullanilan Consumer Price Index (CPI) degerlerine gore
Mayis 2024
etmektedir. Ornek bir hesaplama asagida sunulmustur.
Mart 2004 tarihinde tamamlanmis bir projenin maliyeti
yaklasik 14.000.000,00 $ civarindadir. ilgili tarihte ABD
tliketici fiyat endeksi (CPI) degeri ise 187,1 seklindedir.
Mayis 2024 CPI degeri ise 313,225'tir. Bu durumda
projenin diizeltilmis maliyeti asagida sekilde ortaya ¢ikar.
(esitlik 1);

cinsinden Dbelirtilen

tarihine donistiriilmiis halini ifade

Diizeltilmis maliyet
Proje Tamamlanan Dénem Maliyeti

1

Proje Tamamlanan Dénem CPI
Déniistiiriilecek aym CPI degeri
14.000.000,00

187,1
= 23.437.467,60 $

Diizeltilmis maliyet = x 313,225

Tablo 2’de yer alan, cost_km parametresi ise hesaplanan
adj_cost parametresinin DGBH uzunluguna béliinmesi ile
elde edilen bir degiskendir. Bu parametre ile DGBH
projelerinde km basina olusan birim maliyetler
belirlenmistir. cost_ km degiskeni ayrica bu ¢alismanin
model boéliimiinde bahsedilen u¢ deger atma islemi i¢in

de kullanilacak bir parametredir. Bu degisken ile birlikte
adj_cost ve length degiskenleri birlikte degerlendirilmis
ve u¢ deger tespit adiminda kullanilmistir. Veri setinde
kiciik, orta, biyiik ve mega projeler yer aldigindan,
biiyiik ve mega proje sayisinin diger proje sayisindan
daha az olmasindan kaynakli saga ¢arpik bir veri dagilimi
soz konusudur. Veri dizeltilmis maliyet
histogram grafigi Sekil 1'de verilmistir.

setinin

Duzeltilmis Maliyet Histogrami

=== Mean: 34,715,138

—— Median: 6,199,380
60

50 ! 50-100M
i 100M+ 10-50M

40

26.2%
5.10M

Frekans

20 0-5M

20

N ||~ ) )

T
0 100,000,000 200,000,000 300,000,000 400,000,000 500,000,000

Duzeltilmis Maliyet ($)

Sekil 1. Maliyet histogram grafigi.

Veri setinin daha iyi anlasilabilmesi i¢cin boru ¢ap1 ve hat
uzunluguna bagh olarak maliyet degiskeninin yayilimini
gosteren grafik Sekil 2’'de gosterilmistir.
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Cap, Hat Uzunlugu ve Duzeltilmis Maliyet Balon Grafigi

500

500

8
3

300

Hat Uzunlugu (km)

o
]
3

Diizeltilmis Maliyet (Milyon $)

Gap (ing)

Sekil 2. Cap ve hat uzunlugu degiskenlerine gore toplam
proje maliyeti.

Sekil 2 detayh bir sekilde incelendiginde, genel egilim
boru c¢ap1 ve hat wuzunlugunun artmasiyla proje
maliyetinin de arttigi yoniindedir. Bu durumda, bu
degiskenlerle birlikte bagimli degisken olan diizeltilmis
maliyet verisinin dogru orantih oldugu yorumunu
yapmak miimkiindiir. Ancak bazen diisiik ¢ap ve hat
yliksek maliyetlerin ortaya
cikabildigi de grafikten goriilebilir. Her iki parametre ile
birlikte, km basina ortaya ¢ikan birim maliyet verisinde
de orantil bir artis gerceklesmektedir. Ancak buna

uzunluklarinda dahi

ragmen diisik hat uzunluguna ve boru c¢apina sahip
projelerde de yiiksek km basina birim maliyet degerleri
gozlemlenebilmektedir. Hatta en yiiksek km basina birim
maliyet verisi, ¢cap ve hat uzunlugu degiskeninin oldukca
disiik oldugu bir bolgede yer almaktadir. Cap ve hat
uzunlugu parametrelerine karsin km basina diisen birim
maliyeti gosteren grafik Sekil 3’te sunulmustur. Ayrica
veri setinde yer alan tiim bagimli-bagimsiz degiskenlerin
pasta grafikleri Sekil 4’te gosterilmistir.

Cap, Uzunluk ve Birim Maliyet Balon Grafigi o
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Sekil 3. Cap ve hat uzunlugu degiskenlerine goére km
basina maliyet.
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Boru Capi Dagilimi (ing)

Hat Uzunlugu Dagilimi (km)

75-100

200250 *10
250-300

300+
150-200

10-20

20-30

30-40

100-150

Pig istasyonu Dagilimi

0 9

Hat Vanasi Dagihmi

Take-Off Vanasi Dagilimi

4 4 3

Duzeltilmis Maliyet Dagilimi (Milyon $)

100+

10-50

Birim Maliyet Dagilimi (Bin $)

500-1.000

0-100

Sekil 4. DGBH proje maliyet tahmin parametrelerinin pasta grafikleri.

3.1. Modeller

Mevcut veri seti icerisinde yer alan, veriyi saga carpik
kilan ve ug¢ degerler olarak adlandirilan degiskenler
analiz sonuclarini olumsuz yoénde etkilemektedir. Bu
durum ortaya konulan modellerin basar1 metriklerini de
asaglya dogru ¢ekmektedir. Bundan dolayi, veri setinin
bir miktar daha normal dagilima yaklagsmasinm saglayacak
olan ug degerli veri atma islemi gerceklestirilmistir. IQR
(Interquartile Range) ile ug¢ deger tespit islemi yaygin
olarak kullanilmaktadir (Hubert ve ark., 2007). Bu
arastirma oOzelinde veri setindeki u¢ degerleri tespit
etmek i¢in de IQR yontemi kullanilmistir. IQR degerinin
hesaplanmasi i¢in asagidaki matematiksel islemin (Esitlik
2) yapilmasi gerekmektedir.

IQR=Q3-Q1 (2)

Burada;
» Q1 = Toplam veri sayisinin en diisiik %25’lik kismini
ayiran degerdir.
» Q3 = Toplam veri sayisinin en diisiik %75’lik kismini
(en yiiksek %25) ayiran degerdir.
IQR hesaplandiktan sonra u¢ deger tespiti icin alt sinir ve
st siirlarin hesaplanmasi gerekmektedir. Sinir degerler
asagidaki sekilde (Esitlik 3 ve Esitlik 4) hesaplanmstir.

Altsimir =Q1 - 1.5 x IQR 3
Ust sinir = Q3 + 1.5 x IQR 4)

Gozlem degerlerinde alt sinirin altinda kalan ve/veya list
sinirin Ustiinde olan tim gozlemler u¢ deger olarak
nitelendirilmis ve veri setinden c¢ikarilmistir. Jupyter
notebook ortaminda Python aracilifiyla yazilan kod Sekil
5’te verilmistir. Sonug ¢iktisi ise Tablo 3’de sunulmustur.
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IOR = Q3 - Q1

is_not outlier =
return df[is_not_outlier]

# IQR yontemi ile outlier tespiti ve temizleme fonksiyonu

def remove outliers_iqr(df, columns):
Q1 = df[columns].quantile(8.25)
Q3 = df[columns].quantile(®8.75)

~((df[columns] < (Q1 - 1.5 * IQR)) |(df[columns] > (Q3 + 1.5 * IQR))).any(axis=1)

Sekil 5. Ug deger tespit fonksiyonu kodu

Tablo 3. Modele esas veri seti tanimlayic istatistikleri

o Standart En 25. 75. En
Degiskenler Adet  Ortalama "¢ Kicik  Yizdelik  MeWa  yisdelik  Biyik
diameter (ing) 88 15,48 10,20 6,00 8,00 12,00 16,00 48,00
length (km) 88 59,01 37,53 6,00 31,64 54,53 74,29 203,47
line_valve 88 1,69 1,49 0,00 1,00 1,00 3,00 7,00
take_off valve 88 1,99 3,72 0,00 1,00 1,00 2,00 34,00
pigging station 88 1,52 0,96 0,00 1,00 1,00 2,00 6,00
cost_km (bin $) 88 173,40 164,98 29,51 64,93 114,54 206,09 776,82
;311—“’“ (milyon gg 1933 11,93 0,91 2,54 5,19 12,91 55,60
Tablo 3’de yer alan tamimlayic istatistikler, ug bagiml degisken tizerindeki etkisini gosterir.

degerlerden temizlenmis veri setinin istatistikleridir. Bu
veri seti ile modeller olusturulmus ve model basari
parametreleri R* degerleri tizerinden gozlemlenmistir.
Karsilastirma yapmak icin kok ortalama kare hatasi
(RMSE) degeri hesaplanmistir. R%, modelde bagimsiz
degiskenlerin bagimh degiskeni ne kadar iyi agikladigini
gosteren istatistiksel bir Olgiittlir. 0 ile 1 arasinda bir
deger alir ve degerin 1'e yakin olmasi, modelin veriyi
daha iyi agikladigi anlamina gelir. RMSE ise modelin
tahmin ettigi degerler ile gercek degerler arasindaki
ortalama farki 6l¢en bir hata metrigidir. Degerin diisiik
olmasi, modelin tahminlerinin gercege daha yakin
oldugunu gbosterir. R* ve RMSE degerlerinin hesaplanma
yontemi Esitlik 5 ve Esitlik 6’da gosterilmistir.

_ SSresidual _ Y = 9)?

RZ=1 - ! (5)
SStotal Z?:l(yi - Y)z
1 n

RMSE= =" (v =7 (©)
n i=1

Burada;

» y;, i-inci gozlemin gergek degerini,

» ¥, bagimh degiskenin ortalama degerini,

» ¥, modelin tahmin ettigi i-inci gozlemin degerini,
» n,toplam gdzlem sayisini temsil eder.

3.1.1. Coklu dogrusal regresyon (CDR)

CDR, bir bagimh degiskenin birden fazla bagimsiz
degisken ile olan iliskisinin modellenmesine odaklanilan
basit bir yontemdir. CDR, bagimsiz degiskenlerin bagiml
degisken tlizerindeki etkilerini anlamak, tahmin etmek ve
analiz etmek i¢in kullanilir. CDR modeli, asagidaki genel
denkleme (Esitlik 7) dayanir:

Y=Po+P1X1+BeXo+ .+ PuXn+ € (7)
Burada;

» [omodelin sabit terimidir.

» P1, P2, ., Pn her bir bagimsiz degiskenin

katsayilaridir. Bu katsayilar, bagimsiz degiskenlerin

» € ise hata terimidir ve modelin ac¢iklayamadigi
rastgele hatalari igerir.

CDR analizi statsmodels kiitiiphanesi kullanilarak
yapilmistir. Statsmodels kiitiiphanesi bu tarz regresyon
problemleri i¢in kullaniciya sagladig1 ve model hakkinda
bilgi veren yararl ara yiiziiyle istatistiksel modellemeler
amaciyla yaygin olarak kullanilan kiitiiphanelerden
birisidir (Seabold ve Perktold, 2010). Model siireci i¢in
adimlar ve model ¢iktilar asagida verilmistir.

a) Model siireci asamalari i¢in gerekli kiitiphanelerin
import edilmesi: Jupyter notebook ortaminda
kiitiiphanelerin yiiklenebilmesi icin genellikle
import ifadesi kullanilir. Sekil 6’daki kod parcacig
bu islemin yapilmasi i¢in yazilmasi gereken metni
gostermektedir.

[import statsmodels.api as sm |

Sekil 6. Statsmodels kiitiiphanesi import kodu.

b) Verinin okunmasi: Bu adimda Pandas kiitiiphanesi
yardimi ile excel dosyasindaki veriler okunmustur.
Excel dokiimaninda istenen silitun degerlerinin
okutulabildigi kod parcacig1 Sekil 7‘de verilmistir.

ngpc = pd.read_excel(
"C:\\Users\\cosku\\ngpc_veriler.xlsx",
usecols=["diameter",
"length",
"line wvalve",
"take_off_valve",
"pigging_station”,
"adj_cost",
"cost_km"] )

Sekil 7. Excel verilerinin okutulmasi.

¢) Bagimli-bagimsiz
sabit eklenmesi: Bu adimda excel dokiimanindan
cekilen degiskenlerin  hangilerinin  bagimsiz,
hangilerinin bagiml degisken oldugunun modele

degiskenlerin belirlenmesi ve
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tanitilma islemi yapilmaktadir. Sekil 8'deki kod
parcast “ngpc” isimli veri setinin degiskenlerini
gruplamaktadir. Statsmodels icerisindeki
“add_constant” fonksiyonu yardimiyla da bagimsiz
degisken X’e sabit eklenmektedir. Boylece Esitlik
7’'de yer alan fp sabiti, sonu¢ denklemi elde
edildiginde denklem igerisinde yer alabilmektedir.

ngpc.drop(["adj_cost", "cost_km"], axis=1)
ngpc["adj_cost"]

X
y

X=sm.add_constant(X)

Sekil 8. Degisken gruplamasi ve sabit eklenmesi.

d) Modelin fit edilmesi ve sonuglarin gésterimi: Makine
6grenmesi algoritmalarinda verilerin modele uyup

Tablo 4. Regresyon modeli basari metrikleri

uymadiginin  kontrolii ve modelin egitilmesi
amaciyla “fit()” fonksiyonu kullanilmaktadir. Bu
adimda degiskenler statsmodels kiitiiphanesinin
CDR algoritmasina gonderilmekte ve bagimsiz
degiskenlerin ~ bagimhi  degisken  iizerindeki
aciklayabilme oranlar1 tespit edilmektedir. Bu
islemin gerceklesmesini saglayan kod pargacig
Sekil 9’da gosterilmistir.

tlim_veri_¢dr = sm.OLS(y, X).fit()
tim_veri_c¢dr.summary()

Sekil 9. Degiskenlerin modele fit edilmesi.

Bu adimda yer alan summary fonksiyonu ile Tablo 4 ve
Tablo 5’de yer alan sonuglar elde edilmistir.

Dep. Variable: adj_cost R-squared: 0,581
Model: OLS Adj. R-squared: 0,556
Method: Least Squares F-statistic: 22,75
No. Observations: 88 Prob (F-statistic): 3,0le-14
Df Residuals: 82 Log-Likelihood: -1520,0
Df Model: 5 AIC: 3052
Covariance Type: nonrobust BIC: 3067
Tablo 5. Degisken katsayilar1 ve anlamlilik diizeyleri
Parametreler coef std err t P>|t| [0.025 0.975]
const -4,43e+06 2,69e+06 -1,647 0,103 -9,79e+06 9,22e+05
diameter 6,35+05 9,21e+04 6,893 0,000 4,52e+05 8,18e+05
length 1,10e+05 4,04e+04 2,717 0,008 2,94e+04 1,9e+05
line_valve 5,32e+06 1,04e+06 0,511 0,611 -1,54e+06 2,6e+06
take_off _valve 2,37e+05 2,39e+05 0,992 0,324 -2,39e+05 7,13e+05
pigging station -1,91e+06 9,75e+05 -1,963 0,053 -3,85e+06 2,56e+04
Tablo 4 incelendiginde model, bagimh degiskendeki disarida tutularak tekrarlanmistir. Ayrica model

%58
gostermektedir. Tablo 5, boru ¢ap1 ve hat uzunlugu

degiskenligin oraninda aciklanabildigini
parametrelerinin, proje maliyeti tlizerinde en etkili
degiskenler ortaya koymaktadir. Diger

degiskenlerin ise 0,05'ten daha biiyiilk p degerlerine

oldugunu

sahip olmalar1 sebebi ile CDR ile model kurulurken
bagimli  degisken {izerindeki varyans degerinin
aciklanmasinda yetersiz olduklar1 sonucu ortaya
cikmaktadir. Ancak pigging_station degiskeni sinir degere
oldukca yakin oldugundan dolay1 tekrarlanacak olan
modelde kullanilmasina karar verilmistir. Bu kapsamda
CDR modellemesi i¢in boru capi, hat uzunlugu ve pig
istasyonu parametreleri kullanilip, diger parametreler

icerisinde bir sabit olmasinin anlamh olmadig 0,103
(P>0,05) degerine sahip olan p degerinden
anlasilmaktadir. Dolayisiyla bu durum modelin basarisini
etkileyebileceginden, diizenlenecek olan modelde veri
setine sabit ekleme islemi gerceklestirilmemistir. Boylece
genelleme acisindan daha dogru bir modelin ortaya
cikacagl degerlendirilmistir. Sekil 10‘da yalnizca model
icin anlamli olan degiskenlerin tutulmasina, diger
degiskenlerin disarida kalmasina ve denklemde sabit bir
katsay1 olmadan regresyon kurma islemi
gerceklestirmeye olanak taniyacak kod pargacigina yer
verilmistir. Tablo 6 ve Tablo 7‘de ise bu kod pargaciginin

sonug ¢iktis1 yer almaktadir.

X
y

ngpc_clean["adj_cost"]

tim_veri_g¢dr = sm.OLS(y, X).fit()
tim_veri_c¢dr.summary()

ngpc_clean.drop(["adj_cost", "cost_km",

"line_valve", "take_off_valve"], axis=1)

Sekil 10. Istatistiksel olarak anlamh (p<0,05) bagimsiz degiskenlerle model fit etme islemi
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Tablo 6. U¢ degiskenli regresyon modeli basar1 metrikleri

Dep. Variable: adj_cost R-squared: 0,748

Model: OLS Adj. R-squared: 0,739

Method: Least Squares F-statistic: 53,65

No. Observations: 88 Prob (F-statistic): 8,54e-16

Df Residuals: 85 Log-Likelihood: -1552,4

Df Model: 3 AIC: 3051
Covariance Type: nonrobust BIC: 3058

Tablo 7. U¢ degiskenli regresyon modeli degisken katsayilari ve anlamlilik diizeyleri

Parametreler coef std err t P>|t| [0.025 0.975]
diameter 5,39e+05 6,89e+04 7,825 0,000 4,02e+05 6,76e+05
length 1,171e+05 2,21e+04 5,306 0,000 7,32e+04 1,61e+05
pigging station -2,887e+06 7,38e+05 -3912 0,000 -4,35e+06 -1,42e+06
Esitlik 6 araciligtlyla hesaplanan RMSE degeri ise Burada:

7.679.373,12 $ diizeyinde hesaplanmistir. Bu deger ug
atildiktan ortaya c¢ikan tanimlayici
istatistiklere bakildiginda diizeltilmis maliyet verisinin
ortalamasina yakin bir degerdir ve gorece yiiksek oldugu
degerlendirilebilir.

Son durumda DGBH projelerinin maliyet tahmininde
kullanilabilecek model denklemi Esitlik 8’'de verilmistir.

veriler sonra

C($)=539.049,5xD+117.093,69xL-2.887.226,57xPS  (8)

3.1.2. K-en yakin komsu (KNN)

KNN, gozetimli 6grenme algoritmalar: arasinda yer alan

ve hem simiflandirma hem de regresyon problemlerinde

kullanilan basit ve etkili bir yéntemdir. Bu ydntem, yeni
bir verinin sinifin1 belirlemek veya degerini tahmin
etmek icin en yakin K komsusunun etiketlerine veya
degerlerine bakar. Bu algoritma, belirli bir noktanin
yakinindaki diger noktalarla olan benzerligine dayanarak

calisir (Bentley, 1975).

KNN algoritmasi su temel adimlari igerir:

I. Veri Kiimesinin Hazirlanmasi: Algoritma, veriler
lizerinde ¢ahsir. Her bir veri noktasy, 6zellik
vektorlerine ve etiketlerine sahiptir.

II. Mesafe Hesaplama: Yeni bir veri noktasi geldiginde,
bu noktanin tim egitim veri noktalarina olan
mesafesi hesaplanir. Genellikle Oklidyen mesafesi
kullanilir, ancak Manhattan veya Minkowski mesafesi
gibi diger mesafe metrikleri de kullanilabilir.

Oklidyen mesafesi, iki veri noktasi arasindaki en kisa

dogrusal mesafeyi hesaplar ve Esitlik 9 ile ifade edilir:

d(p,q) = Z?_ (i —4)? )

Manhattan mesafesi, koordinat eksenlerine paralel
yollarin toplam uzunlugunu hesaplar (Esitlik 10).

» pve q veri noktalarini,
» pi ve qi veri noktalarinin i’inci 6zellik degerlerini
temsil eder.

[II. K Komsusunun Sec¢imi: Hesaplanan mesafelerden
en kii¢lik olan K tanesi segilir. Bu komsular, yeni veri
noktasinin en yakin K komsusu olarak belirlenir.

IV. Tahmin Yapma: Regresyon problemlerinde, K
komsusunun ortalama degeri alinarak tahmin yapilr.

KNN regresyon i¢in kullanilan karar kural Esitlik 12 ile
hesaplanir:

1 K
y= Eziﬂy’\’k("")

Burada:

(12)

»  $ yeni veri noktasinin tahmin edilen degerini,
> YN, (x;) K komsusunun gercek degerlerini temsil
eder.
Bu béliimde scikit-learn kiitiiphanesi kullanilarak KNN
yapilmistir. O0grenmesi
algoritmalar1 ve veri isleme adimlari i¢in genis kapsaml
bir kiitiiphanedir (Buitinck ve ark., 2011). KNN modeli
icin adimlar ve ¢iktilar1 asagida agiklanmustir.
KNN, yukarida bahsedildigi sekliyle mesafelere dayal bir
tahmin modeli setinde
birbirinden farkh o6l¢ceklerde degiskenler yer aldig1 i¢in
degiskenlerin 6lceklendirilmesi gereklidir. Bu bélimde
CDR diizeyinde basit
parametrelerinin arastirildig (hiperparametre ayarlama)
bir model olusturulmustur. Model i¢in adimlar ve ¢iktilar
asagida agiklanmistir.
a) Model asamalari i¢in gerekli kiitiiphanelerin import
edilmesi: KNN modeli i¢in gerekli import islemini
gerceklestiren kod Sekil 11’de gosterilmistir.

analizi Scikit-learn, makine

kurdugu ve mevcut veri

olmayan, modelin en iyi

|from sklearn.neighbors import KNeighborsRegressor|

n
d(p.q) = Z,_1|Pi - qil (10) Sekil 11. KNN kiitiiphanesi import kodu.
Minkowski mesafesi, genellestirilmis bir mesafe b) Verinin okunmas:: Veri seti degerlerinin
hesaplama yontemidir ve Esitlik 11'de verilmistir. okutulabildigi kod parcacigi  Sekil 12°de
n 1/p verilmistir.
a0 = (. bi-aP) (1)
i=
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ngpc = pd.read_excel(
"C:\\Users\\cosku\\ngpc_veriler.xlsx",
usecols=["diameter",
"length",
"line_valve",
"take_off_valve",
"pigging_station",
"adj_cost",
"cost_km"] )

Sekil 12. Excel verilerinin okutulmasi.

c) Ug degerler atilarak bagimli-bagimsiz degiskenlerin
belirlenmesi;
degisken siniflamasini saglayan kod Sekil 13’te
verilmistir.

IQR yonteminin fonksiyonu ve

outlier_degiskenler = ["cost_km", "adj_cost", "length"]
ngpc_clean= remove_outliers_iqr(ngpc, outlier_degiskenler)

X=ngpc_clean.drop(["cost_km", "adj_cost"], axis=1)
y=ngpc_clean["adj_cost"]

Sekil 13. Ug degerlerin atilmasi ve degisken gruplamasi.

d) Standardizasyon: Standartlastirma, KNN
algoritmasinin performansini ve dogrulugunu
artiran kritik bir adimdir. Bu siireg, farkh
birimlerdeki degiskenlerin ayni &lgek {izerinde
Kkarsilagtinilabilir olmasini saglar. Ozellikle veri
setindeki degiskenlerin farkli o6lceklerde oldugu
durumlarda, standartlastirma adimi  KNN

algoritmasinin daha etkili calismasina katkida

bulunur. Scikit-learn biinyesinde yer alan
StandardScaler’in import edilmesi ve
degiskenlerin standart sapmasinin 1,

ortalamalarinin ise 0 olmasini saglayacak kod
parcacigi Sekil 14‘te verilmistir.

from sklearn.preprocessing import StandardScaler

scaler = StandardScaler()
X_scaled = scaler.fit_transform(X)

Sekil 14. Degiskenlerin standartlagtirilmasi.

e) Modelin olusturulmasi ve fit edilmesi: Sekil 15’te

KNN model nesnesinin hiperparametreleri
gorilmektedir.
# KNN modeli (Tune Oncesi)
knn = KNeighborsRegressor()
knn.fit(X_scaled, y)
knn
KNeighborsRegressor

KNeighborsRegressor(algorithm='auto', leaf_size=30, metric='minkowski',
metric_params=None, n_jobs=None, n_neighbors=5, p=2,
weights="uniform')

Sekil 15. Degiskenlerin modele fit edilmesi ve varsayilan
parametre degerleri.

Sekil 15’ten gorildigi lizere KNN modeli varsayilan
olarak belirli parametrelerle modeli olusturmaktadir.
Bunlardan en oOnemlileri ve sonraki adimlarda
ayarlamaya c¢alisilacak olanlar ise n_neighbors ve
leaf size parametreleridir. n_neighbors parametresi yeni
bir veri noktasi olusturulurken modelin en yakinindaki

ka¢ gozleme ugrayacagini belirtir. leaf size ise KNN
icerisinde aga¢ yapilart gseklinde saklanan veri
kiimelerinde en fazla ne kadar veri tutulmasi gerektigini
gosteren bir parametredir. Modelde goriilen degerler bir
baslangi¢ noktasi olarak diisiiniilmelidir. Bu baslangi¢
noktasinin en iyi degerler olabilecegi ihtimali de g6z ardi
edilmemelidir.
f) Tahmin ve sonuglar: Varsayilan parametreler ile
Sekil 16’da kod pargacifi gosterilen model
calistirldiginda R?=0,690 ve RMSE=6.625.707,23 $

degerleri elde edilmisgtir. Bu onciil
degerlendirmenin ardindan modelin n_estimator ve
leaf size parametreleri degistirilerek, en iyi

belirleme katsayisina ulasilmaya ¢alisilmistir.

y_pred = knn.predict(X_scaled)

R2_score_train_BT = r2_score(y, y_pred)
RMSE_train_BT = np.sgrt(mse(y, y_pred)})

Sekil 16. Model basar1 parametreleri olan R* ve RMSE
hesaplamasi.

g) Hiperparametre ayarlama islemi ve sonrasinda
tahmin ve sonuclar: Hiperparametre ayarlama
islemi, yani KNN model nesnesinin en iyi hangi
parametrelerle calistiginin arastirilmasi siirecinde
GridSearchCV yontemi kullanilmistir. GridSearchCV,
bir modelin hiperparametrelerini sistematik olarak
denemek ve en iyi
kombinasyonu belirlemek i¢in kullanilan bir ¢apraz
dogrulama yontemidir. Bu yontem, modelin
dogrulugunu artirmak ve asir1 uyum sorunlarini

performans gosteren

azaltmak amaciyla farkl setlerini

degerlendirir (Sekil 17).

parametre

knn_params = {'n_neighbors': [3, 4, 5, 6, 7, 8, 9, 18],
‘leaf size': [20, 38, 48] }

# KNN modeli ic¢in en iyi hiperparametreleri bulma
knn_grid = GridSearchCV(KNeighborsRegressor(),

knn_params,

cv=5,

scoring="r2")
knn_grid.fit(X_scaled, y)

# En iyi parametreler ile KNN modelini egitme

knn_grid.best_estimator_

# Modeli egit

best_knn.fit(X_scaled, y)

# Tune sonrasi tahmin yap

y_pred = best_knn.predict(X_scaled)

R2_score_train AT = r2_score(y, y_pred)
RMSE_train_AT = np.sqrt(mse(y, y_pred))

Sekil 17. Hiperparametre ayarlama islemi ve model
basar1 metriklerinin hesaplanmasi.

Hiperparametre ayarlama islemi sonrasi elde edilmis
parametreler ile model ¢alistirildiginda R%*=0,660 ve
RMSE=6.934.296,43 $ degerleri ortaya ¢ikmistir. Bu
deger ayarlanmis hiperparametreler ile elde edildigi i¢in
giivenilirligi daha fazladir.
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4. Tartisma ve Sonug¢

Bu c¢alismada, Tirkiye'de gerceklestirilen DGBH proje
maliyetlerinin, cesitli proje parametreleri ile iki farkl
model tahmin basaris1  belirlenmeye
calisilmistir. Verilerde yer alan nicel kisithlik sebebiyle
klasik model liretme ve tahmin yapma siirecinden farkl
olarak mevcut veriler CDR ve KNN modellerine
yerlestirilmis ve maliyet iizerindeki agiklama kapasitesi
diizeyi tespit edilmeye calisilmistir.
bagimsiz degiskenler olarak boru ¢api, hat uzunlugu, hat
vanasl sayisl, take-off vana sayisi ve pig istasyonu sayisi

araciligiyla

Yontemlerde

parametreleri kullanilmistir.

CDR modelinde, boru ¢ap1 ve hat uzunlugu parametreleri
maliyet ilizerinde en etkili degiskenler olarak belirlenmis
ve bu degiskenlerin bagimh degiskendeki varyans
degerinin %75’ini aciklayabildigi (R?=0,748)
belirlenmistir. KNN modelinde varsayilan parametrelerle
elde edilen belirleme katsayisi R? = 0,690 olup,
ayarlanmis hiperparametreler ile bu deger 0,660 olarak
bulunmustur.

Sonuglar, mevcut veri setinin kisithligina ragmen her iki
yontemin de maliyet tahmininde makul ancak yeterli
olmayan bir performans sergiledigini gostermektedir.
Elde edilen R? degerleri yiiksek olmasa da, veri
kalitesinin ve sayisinin artmasi durumunda tahmin
o6nemli olgiide artabilecegini
gostermektedir. Daha genis ve kaliteli veri setleri elde
edilerek maliyet dogrulugu
artirillabilir. Mevcut veri setinin kisithligi nedeniyle
sadece belirli parametreler kullanilmistir. Veri setine

dogrulugunun

tahmin modellerinin

daha fazla ve farkh parametrelerin (Orn; zemin cinsleri,
iscilik  tcretleri,  kamulastirma  bedelleri ~ vb.)
eklenmesinin miimkiin oldugu kosullarda, hem klasik
makine 6grenmesi siireclerinin isletilebilecegi hem de
model performans basari metriklerinde gozle goriilir
iyilesmeler saglanacagi distiniilmektedir. ~SMOGN
(Synthetic Minority Over-sampling Technique for
Regression) gibi sentetik veri artirma ydntemleri
kullanilarak bu tarz tahmin ¢alismalarinin tekrarlanmasi
ve bu sayede modellerin genelleme 6zelliginin artirilmasi
Farkl 0grenmesi
algoritmalar kullanilarak (Orn; agag yontemleri, rastgele
ormanlar, destek vektor vb.) maliyet
tahminlerinin dogrulugu artirilabilir. Ayrica veri 6n
isleme siireclerinin iyilestirilmesi ve u¢ degerlerin daha
etkin  yoOnetilmesinin de model performansini
artirabilecegi degerlendirilmistir. Bu ¢alisma, dogalgaz
boru hatti projelerinde maliyet tahminleri konusunda
onemli bir baslangic noktasi olusturmaktadir ve

mimkiin  olabilecektir. makine

makineleri

gelecekte yapilacak arastirmalara 151k tutacaktir.

Katki Oran1 Beyani
Yazarlarin katki yiizdeleri asagida verilmistir. Yazarlar
makaleyi incelemis ve onaylamistir.

CG. M.E.
70 30
T 70 30
Y 10 90
VTI 40 60
VAY 80 20
KT 90 10
YZ 80 20
KI 20 80
GR 80 20
PY 10 90

K= kavram, T= tasarim, Y= yonetim, VTI= veri toplama ve/veya
isleme, VAY= veri analizi ve/veya yorumlama, KT= kaynak
tarama, YZ= Yazim, KI= kritik inceleme, GR= gonderim ve
revizyon, PY= proje yonetimi

Catisma Beyani
Yazarlar bu c¢alismada higbir ¢ikar iliskisi olmadigini
beyan etmektedirler.

Etik Onay Beyam

Bu arastirmada hayvanlar ve insanlar iizerinde herhangi
bir c¢alisma yapilmadigi icin etik kurul onay1
alinmamustir.
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