AgrilR
Science
Arastirma Makalesi / Research Article ‘ e-ISSN: 3062-0058 ‘ 2024- 6 (2): 122-128

Yapay sinir aglar1 kullanarak iklim parametrelerinden Pan
buharlasmanin tahmin edilmesi

Cafer GENCOGLANY®' Hasan BADEM?
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Oz: Calismanin amact, A smnifi buharlagma kabindan olan buharlasmanin (Ep) riizgar hizi, solar radyasyon, sicaklik ve oransal
nem degerlerini kullanarak yapay sinir aglarindan (YSA) tahmin etmektir. Gizli katmandaki noron sayisi 5, 7 ve 10 olarak
se¢ilmistir. YSA modelinin egitilmesinde tansig ve pureline aktivasyon fonksiyonu; egitim algoritmas: olarak Levenberg-
Marquardt (LM), Scaled conjugate gradient (SCG) ve Resilient Propagation (RP) kullanilmigtir. ANN modelleri 250, 500, 750
ve 1000 kez yineleme (epochs) yapilarak egitilmistir. Bu sayede 36 farkli YSA modeli elde edilerek sonuglar rapor edilmistir.
Modellerin tahmin yeteneginin degerlendirilmesinde Belirleme Katsayisi (R?), Ortalama Mutlak Hata (MEA) ve Tahmin Hatast
Standart Sapmas1 (RMSE) istatistiksel yontemleri kullanilmustir. Onerilen yoéntemin egitim siirecinde R?’den 0.76-0.88,
MEA’dan 0.88-1.34 (mm) ve RMSE’den 1.13-1.65 (mm) degerleri elde edilmistir. Onerilen yontemin test siirecinde ise R?’den
0.49-0.788, MEA’dan 1.19-2.11 (mm) ve RMSE’den 1.58-2.19 (mm) degerleri elde edilmistir. Elde edilen deneysel sonuglarda
gore egitim siirecinde 36 farkli model arasinda en basarili olan model ((LM,4-7-1) ve 250 yineleme) ile R?, MEA ve RMSE’1
sirastyla 0.86, 0.97 ve 1.254 skorlar1 elde edilmistir. Test siirecinde ise en bagarili modelden ((LM,4-7-1) ve 500 yineleme) R?,
MEA ve RMSE’1 ise sirastyla 0.79, 1.195 ve 1.579 skorlart elde edilmistir. Bu modele gore belirleme katsayisi bagiml
degisken, bagimsiz degiskeni %79 oraninda temsil etmektedir. MEA ve RMSE istatistigine gore YSA ile tahmin edilen degerler
(TEp) ile dlgiilen degerler (OEp) arasindaki hata sirasiyla 1.195 mm ve 1.579 mm olarak belirlemistir.

Anahtar Kelimeler: iklim verisi, Pan buharlasma, Yapay sinir agi, LM, RMSE

Prediction of Pan evaporation from climate parameters using artificial neural networks

Abstract: The aim of the study is to predict the evaporation (Ep) from the Class A evaporation pan using wind speed, solar
radiation, temperature and relative humidity values in the artificial neural network (ANN). The number of neurons in the hidden
layer was selected as 5, 7 and 10. In the training of the ANN model, Tansig and pureline have been used as activation functions,
and Levenberg-Marquardt (LM), Scaled conjugate gradient (SCG) and Resilient Propagation (RP) have been utilized as training
algorithm. The ANN models have been trained over 250, 500, 750 and 1000 iterations (epochs). Hence, 36 different ANN
models have been obtained and the results have been reported. Coefficient of Determination (R?), Mean Absolute Error (MEA)
and Root Mean Square Error (RMSE) statistical metrics were used to evaluate the prediction ability of the models. In the
training process of the proposed method, values of 0.76-0.88 from R?, 0.88-1.34 (mm) from MEA and 1.13-1.65 (mm) from
RMSE have been obtained. In the test process of the proposed method, values of 0.49-0.788 from R?, 1.19-2.11 (mm) from
MEA and 1.58-2.19 (mm) from RMSE have been obtained. According to the experimental results, the most successful model
among 36 different models in the training process ((LM,4-7-1) and 250 epochs) obtained R?, MEA and RMSE scores of 0.86,
0.97 and 1.254, respectively. In the testing process, the most successful model (LM,4-7-1) and 500 epochs) obtained R2, MEA
and RMSE scores as 0.79, 1.195 and 1.579, respectively. According to this model, the coefficient of determination dependent
variable represents the independent variable by 79%. According to MEA and RMSE statistics, the error between the values
estimated by ANN (TEp) and the measured values (OEp) were determined as 1.195 mm and 1.579 mm, respectively.
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Giris
A sinifi kaptan atmosfere olan buharlasma, hidrolojik ve su kaynaklari ¢aligmalarinda her zaman
onemli bir rol oynamistir. Buharlagma miktari, su kaynaklar1 yonetimi (Chin ve Zhao, 1995; Yahaya ve
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Ark., 2018) ve iklim degisikligi ¢alismalar1 (Burn ve Hesch 2007) i¢in onemlidir. A sifi kap
buharlasma miktarina radyasyonun, riizgar hizinin, sicakligin ve nemin biitiinlesik etkisi oldugu i¢in
(Doorenbos ve Pruitt, 1977; Ertek, 2011) hem yurt i¢inde hem de yurt disinda A sinifi buharlagma kabi
kullanilarak tarla ve bahge bitkilerinde sulama programinin olusturulmasina yonelik c¢aligmalar
yuriitiilmiistiir. Bu caligmalar sonucunda A smifi buharlasma kabinin sulama programinin
olusturulmasinda kullanilabilecegini ortaya konulmustur (Allen ve Ark., 1998; Ertek ve Ark., 2006;
Gengoglan. Ark., 2019). Diger yandan bu kap, standart buharlagsma 6l¢lim cihazina doniistiiriilmuistiir
(Burgess ve Hanson, 1981). Kullanim kolayligi, verilerin basitligi ve diisitk maliyet avantajlarindan
dolay1 bir¢ok iilkede genis g¢apta uyarlanmasi tesvik edilmistir (Hatfiled, 1990). Ancak A sinifi
buharlasma kabindan olan giinliik buharlagsma miktarinin 6lglimii ve yonetimi (yer se¢imi, su dolumu,
kabin biiyiikliigli, yosun temizligi, etrafinda yetisen bitkilerin temizligi vb) énemli bir problem olarak
goriilmektedir. Bu problem, mevcut teknolojiler kullanarak azaltilabilir.

Giintimiizde pek ¢ok mithendislik problemlerinde umut vaaden yapay zeka ¢alismalarinda Yapay Sinir
Aglart (YSA) mimarileri 6ne ¢ikmaktadir (LeCun ve Ark. 2015, Inneci ve Badem 2023, Wiegrebe
2024). Dolayisiyla, yapay zeka alaniin bir alt dalin1 olusturan bu teknoloji, 6grenebilen sistemlerin
temelini olusturmaktadir. YSA, insan beyninin temel islem birimi olan néronu (neuron) (Villarreal,
2007) ve aksiyonlarini, iligkisel fonksiyon olarak modelleyen (Leverington, 2009) sistemdir.
Insanoglunun deneyerek (yasayarak) dgrenme yetenegi, YSA’inda verilerden 6grenme ye karsilik
gelmektedir. Giin gegtikge de gelisen bu teknolojiden, giiniimiizde bir¢ok alanda faydalanilmaktadir
(Yurtoglu, 2005, Wiegrebe 2024).

YSA’da 6grenme ile hafizaya alma ve veriler arasindaki iligkiyi ortaya ¢ikarilmaktadir. YSA, 1943
yilinda yapay sinir tanimimi yaparak bir hiicre modeli gelistiren McCullogh ve Pitts tarafindan
baglatildig1 kabul edilir (McCullogh ve Pitts, 1943). Calismalarinda sinir hiicrelerini sabit esik degerli
mantiksal elemanlar olarak modellemislerdir. Daha sonra grenme iizerine ¢aligmalarin yogunlastig
1949 yilinda Hebb, yapay sinir aglarindaki 6grenme igin baslangi¢ noktasi sayilayan optimizasyon
modelini gelistirmistir (Hebb,1949). Genel olarak YSA; 3 katman halinde ve her katman iginde paralel
olarak bir araya gelen néronlar ile ag1 olusturulmaktadir. Bu katmanlar; girdi katmani, ara katmanlar
(gizli katman) ve ¢ikt1 katmanidir. Bir yapay sinir hiicresi (noron), kendisine gelen bir giris degerini,
kendisine gelen birden fazla baglantiya ait agirlik degerleri ile carparak toplamini hesaplar. Sonra toplam
degerini etkinlik fonksiyonundan gegirerek bir sonraki katmana ¢ikig olarak iletir (Kurucan ve Ark.
2024) . Cok katmanli aglarda, ara katmanlarda genellikle sigmoid etkinlik fonksiyonu, ¢ikis katmaninda
ise lineer etkinlik fonksiyonu kullanilir (Jang, 1993). Gizli katman bazen birden fazla da olabilir. Girdi
katmani, dig diinyadan girdileri alarak gizli katmana gonderir. Gizli katman, bu girdileri isleyerek ¢ikti
katmanina, ¢ikt: katmam da gelen bilgileri isleyerek dis diinyaya gonderir (Oztemel, 2003, Montesinos
ve Ark. 2022).

Yurtoglu (2005)' ya gore, YSA, birbirlerine baglanmis birgok islem elemanlarindan (néronlar) olusan
matematiksel sistemlerdir. Agda bulunan her islem elemani belli bir agirliga sahiptir. Islem elemanlars,
transfer fonksiyonu olarak adlandirilan denklemlerdir. Bu islem elemanlari, dig diinyadan veya
kendisine girdi saglayan diger ndronlardan sinyalleri alarak birlestirir ve doniistiirerek sayisal bir sonug
{iretir. Insan beyni sinir hiicrelerinde bu islem sirasiyla; dentrit, hiicre gdvdesi ve akson tarafindan
gergeklestirilir. Gergek noronlarin uzak bir taklidi olarak degerlendirilen islem elemanlari, belli bir
diizen igerisinde birbirlerine baglanarak yapay sinir aglarimi olustururlar. YSA'nin ¢ogunda, benzer
karakteristige sahip noronlar tabakalar halinde yapilandirilirlar ve transfer fonksiyonlar1 es zamanlh
olarak calistirilirlar. Hemen hemen tiim aglarda, veri alan néronlar ve ¢ikt1 lireten néronlar mevcuttur

YSA, farkli iklim kosullarinda buharlasmanin tahmininde kullanilmistir. Bu ¢alismalardan
konuya yakin olan bir kism1 bu makalede verilmistir. Kisi (2006) yapay sinir aglari ile farkl
meteorolojik verileri kullanarak buharlagsmanin modellenmesi tahmin etmistir. Sudheer ve Ark.
(2002) cok degiskenli hidrolojik modellerin olusturulmasinda Radyal tabanli yapay sinir
aglarmi kullanarak gdolde meydana gelen giinlik buharlasmay1 hesaplamislardir. Terzi ve
Keskin (2005) yapay sinir aglarinda genellestirilmis regresyon modeli ile A sinifi kabindan olan
buharlagmay1 kestirmeye calismiglardir. Dogan ve Isik (2005), Yildirim ve Ark. (2019), Chung
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ve Ark. (2012), Yildirim ve Ark. (2019) yaptiklar1 ¢alisma farkli meteorolojik parametreleri
kullanarak YSA ile buharlagma tahmini yapmislardir.

Bu calismanin amact A sinifi buharlasma kabindan olan buharlagma (Ep)’y1 riizgar hizi, solar radyasyon,
sicaklik ve nem degerlerini kullanarak yapay sinir aglart (YSA) aracilig ile tahmin ettirmektir.

Materyal Metot

Bu calismada A sinifi buharlasma kabindan olan buharlasma (Ep)’y1 riizgar hizi, solar radyasyon,
sicaklik ve nem degerlerini kullanarak yapay sinir aglarl (YSA) araciligi ile tahmin edilmis ve sonug
karsilastirilnustir. Caligma, Kahramanmaras Siitcii Imam Universitesi Ziraat Fakiiltesi Uygulama
Bahgesinde yiiriitiilmiistiir.

Pan buharlasma (Ep)’nin Ol¢iilmesinde en ¢ok standart A sinifi buharlasma kabi (Class A Pan)
kullanilmaktadir. A sinifi buharlasma kabinin yerlestirildigi alanin etrafinda meyve bahgeleri vardir.
Kap, 10 cm yiiksekliginde 1zgara iizerime yerlestirilmistir. Yaban hayvanlarin kaptan su igmesini
onlemek ic¢in lizere 1zgarali telle kapatilmistir. A sinifi buharlagsma kabi1 Ep, A sinifi buharlasma
kabindan mikrometre araciligi ile elle dlgtilmektedir. Ancak bu ¢alismada 2019 yili yaz donemine ait
Ep degerleri, programlanabilir lojik kontrol (PLC) ve ultrasonik sensoér kullanilarak yapilan 6lgiimlerden
hesaplanmigtir. A siifi buharlasma kabi; 121 cm ¢apinda, 25.5 cm yiiksekliginde, galvanizli sacdan
yapilmig ustii agik silindirden ibarettir (Sekil 1). Ultrasonik sersor kullanilarak A sinif buharlagma
kabindan su derinligi 6l¢limii yontemi Gengoglan ve Ark. (2023)’te ayrintili olarak verilmistir.

Sekil 1. A Sinift buharlasma kab1 (Gengoglan, 2023).

Riizgar hizi, solar radyasyon, sicaklik ve oransal nem gibi iklim faktorleri A sinifi buharlagsmadan olan
buharlasma (Ep)’yi etkileyen en énemli etmenlerdendir. Bu iklim parametreleri Sekil 2°de verilen iklim
istasyonunda 6l¢iilmiistiir. Riizgar hizi, anonometre; radyosyon, pyronometre; sicaklik, sicaklik sensorii
ve oransal nem, nem sensori kullanilarak 6lgtilmiistiir. Riizgar hizi, sicaklik ve oransal nem giinliik
ortalama; solar radyasyon ise giinliik toplam degeridir (Usta ve Ark., 1922).

Solar radiation sensor
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Sekil 2. 1, riizhar hiz1 sensorii (U, m/sn); 2, solar radyasyon sensor (SR, MJ m day™); 3, hava sicaklig
(T,°C) ve oransal nem (RH, %)’dir (Usta ve Ark., 2022).
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Gilinliik pan buharlagsmasini (Ep) tahmin etmek icin giris, bir gizli ve ¢ikis katmanindan olusan YSA
modeli tanimlamis ve kullanilmistir. Gizli katmandaki noron sayisi deneme yanilma yontemiyle 5, 7 ve
10 olacak sekilde farkli degerler belirlenmistir (Sekil 3). YSA modelinde egitilmesinde tansig ve
pureline aktivasyon fonksiyonu kullanilmistir. Egitim algoritmasi olarak Levenberg-Marquardt (LM),
Scaled conjugate gradient (SCG) ve Resilient Propagation (RP) kullanilmistir. Elde edilen sonuglar 250,
500, 750 ve 1000 kez iterasyon (epochs) yapilarak hesaplanan degerler ile karsilastiriimustir.

Caligmada, 123 adet riizgar hizi, solar radyasyon, sicaklik ve oransal nem degerleri 6l¢iilmiistiir. Bu 123
degerden rastgele secilen %701 (87 adedi) egitim Verisi ve ayn1 yontemle segilen %30’luk (36 adedi)
kisim test verisi olarak kullanilmustir.

Modellerin tahmin yeteneginin belirlenmesinden kullanilan belirleme katsayis1 (R%), MEA ve RMSE
istatistiksel yontemleri Esitlik 1, 2 ve 3’de verilmistir. R?, bagimli degiskenlerin (OEpi) bagimsiz
degiskenleri (TEpi) temsil etme oranini géstermektedir ve 0-1 arasinda degismektedir. Ortalama mutlak
hata (MAE), sapmanin miktarini gosterir ve 0 ile o arasinda degerler alir (Lewis, 1982). Deger ne kadar
diisiikse o kadar iyi performans elde edilir. Tahmin Hatas1 Standart Sapmas1 (RMSE), 6l¢tim degerleri
ile model tahminleri arasindaki hata oranini belirlemek amaciyla kullanilmaktadir. Sifira yakin degerler,
tahmin giiciiniin yiiksek oldugunu gostermektedir (Yildirim ve Ark., 2019).

2 Yt (TEp,—OEp,)?
R = Y™ (TEp;—0Ep;)? 1)

n - .
RMSE = Zi=1(0Ep1 TEp;)? (3)
n

Esitliklerde, OEp; A sinifi buharlagma kabinda 6l¢iilen Ep degerleri (mm), TEp; YSA ile tahmin edilen
Ep degerleri (mm)’dir.

Giriglel Ciki

Gizli Katmar

Sekil 3. Onerilen YSA mimarisi

Calismada Ep’yi tahmin etmek icin MATLAB’mn YSA uygulamalarindan Regresyon Ogrenme
(Regression Learner) modeli secilmistir. Newff: ileri beslemeli geri yayilma ag (feed-forward
backpropagation network)’dir. Bu fonksiyondaki minmax fonksiyonu, matrisin satirindaki en diisiik ve
en yiiksek degerini dondiirmektedir. Tansig ve pureli, sirasiyla tanjant sigmoid hiperbolik teget ve lineer
transfer fonksiyonlaridir. Trainlm, agirlik ve bais degerlerini Levenberg-Marquardt optimizasyonuna
gore giincelleyen bir ag egitim fonksiyonudur. Trainlm, genellikle kullanilan geri yayilim algoritmasini
barindir. Bu nedenle denetimli (supervised) algoritma olarak tavsiye edilmektedir (Matlab 2024).
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Bulgular ve Tartisma

A smifi buharlasma kabindan olan buharlasma (Ep), riizgar hizi, solar radyasyon, sicaklik ve nem
degerlerini kullanarak YSA araciligi ile tahmin edilmistir. Giinlik Ep’yi tahmin etmek i¢in tek katmanl
YSA kullanilmigtir. Gizli katmandaki noron sayist 5, 7 ve 10 olarak se¢ilmistir. YSA modelinde
egitilmesinde tansig ve pureline aktivasyon fonksiyonu; egitim algoritmasi olarak LM, SCG ve RP
kullanilmigtir. Elde edilen sonuglarda 250, 500, 750 ve 1000 kez yineleme (epochs) yapilarak
hesaplanan degerler ile karsilagtirilmistir. Modellerin tahmin basarisinin degerlendirilmesinde R?, MAE
ve RMSE istatistiksel yontemleri kullanilmistir. Yukarida verilen parametreler kullanilarak elde edilen
sonuclar Cizelge 1°de verilmistir.

Cizelge 1. Bazi iklim parametrelinin kullanarak ¢esitli YSA modellerinin Ep tahmin yetenegini

degerleri
- . Egitim Test

Model Ag yapisi Yineleme R? MAE RMSE R? MAE RMSE
M1 (LM,4-5-1) 250 0.854 0.972 1.295 0.644 1.566 2.109
(LM,4-5-1) 500 0.833 1.071 1.384 0.700 1.510 1.922
(LM,4-5-1) 750 0.835 1.027 1.374 0.645 1.630 2.045
(LM,4-5-1) 1000 0.827 1.006 1.408 0.645 1.630 2.045
M2 (LM,4-7-1) 250 0.863 0.969 1.254 0.625 1.860 2.265
(LM,4-7-1) 500 0.809 1.110 1.479 0.788 1.195 1.579
(LM,4-7-1) 750 0.836 1.046 1.371 0.603 1.714 2.179
(LM,4-7-1) 1000 0.882 0.838 1.164 0.491 2.110 2.630
M3 (LM,4-10-1) 250 0.832 1.052 1.385 0.579 1.690 2.237
(LM,4-10-1) 500 0.791 1.187 1.546 0.731 1.490 1.818
(LM,4-10-1) 750 0.791 1.197 1.548 0.581 1.579 2.915
(LM,4-10-1) 1000 0.791 1.197 1.548 0.562 1.856 2.299
M1 (SCG,4-5-1) 250 0.786 1.263 1.565 0.685 1.437 1.924
(SCG,4-5-1) 500 0.786 1.268 1.565 0.752 1.299 1.722
(SCG,4-5-1) 750 0.801 1.182 1.508 0.715 1.378 1.839
(SCG,4-5-1) 1000 0.785 1.267 1.569 0.755 1.290 1.708
M2 (SCG,4-7-1) 250 0.786 1.260 1.570 0.738 1.402 1.787
(SCG,4-7-1) 500 0.784 1.279 1.574 0.740 1.347 1.768
(SCG,4-7-1) 750 0.796 1.210 1.528 0.747 1.354 1.754
(SCG,4-7-1) 1000 0.807 1.216 1.487 0.702 1.446 1.883
M3 (SCG,4-10-1) 250 0.795 1.251 1.536 0.734 1.402 1.807
(SCG,4-10-1) 500 0.822 1.146 1.427 0.725 1.417 1.824
(SCG,4-10-1) 750 0.761 1.339 1.653 0.749 1.319 1.731
(SCG,4-10-1) 1000 0.851 1.005 1.304 0.709 1.417 1.853
M1 (BR,4-5-1) 250 0.818 1.154 1.445 0.717 1.513 1.847
(BR,4-5-1) 500 0.818 1.154 1.445 0.717 1.513 1.847
(BR,4-5-1) 750 0.818 1.154 1.445 0.717 1.513 1.847
(BR,4-5-1) 1000 0.818 1.154 1.445 0.717 1.513 1.847
M2 (BR,4-7-1) 250 0.815 1.177 1.459 0.729 1.453 1.805
(BR,4-7-1) 500 0.848 1.008 1.319 0.687 1.566 1.946
(BR,4-7-1) 750 0.815 1.171 1.455 0.728 1.457 1.808
(BR,4-7-1) 1000 0.816 1.170 1.455 0.727 1.458 1.808
M3 (BR,4-10-1) 250 0.790 1.248 1.553 0.742 1.379 1.773
(BR,4-10-1) 500 0.791 1.242 1.547 0.739 1.392 1.782
(BR,4-10-1) 750 0.795 1.231 1.535 0.741 1.378 1.773
(BR,4-10-1) 1000 0.802 1.220 1.506 0.733 1.420 1.789

R?, MAE ve RMSE’nin degerleri egitimde sirastyla 0.76-0.88, 0.88-1.34 (mm) ve 1.13-1.65 (mm), testte
ise 0.49-0.788, 1.19-2.11 (mm) ve 1.58-2.19 (mm) arasinda degismistir. Modellerin tahmin yeteneginin
belirlenmesinde kullanilan istatistiksel yontem sonuglar1 egitim basarisinin, test basarisindan daha
yiiksek oldugunu gostermektedir. YSA egitiminde kullanilan degerler ile egitilmis YSA’nin tahmin
degerleri arasinda istatiksel sonuglarn yiiksek ¢ikmis ancak YSA’nin tahmin degerleri ile egitimde
kullanilmayan %30’luk deger arasinda istatiksel sonuglar diislik ¢ikmistir. Bu sonuglar, YSA’nin bu
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calismada verilen modeliyle yeni degerler tizerinden tahmin yapildiginda tahmin yeteneginin diistigii
tespit edilmistir.

Egitimde en basart modelde (M2(LM,4-7-1) ve 250) R2, MEA ve RMSE sirasiyla 0.86, 0.97 ve 1.254
olarak elde edilmistir. Ancak testte en basart modelde (M2(LM,4-7-1) ve 500) R2, MEA ve RMSE ise
strastyla 0.79, 1.195 ve 1.579 olarak elde edilmistir. LM,4-7-1 ve 500 modeline gore belirleme katsayisi
bagimli degisken, bagimsiz degiskeni %79 oraninda temsil etmektedir. MAE ve RMSE istatistigine gore
YSA ile tahmin edilen degerler (TEp) ile 6l¢giilen degerler (OEp) arasindaki hata sirasiyla 1.195 mm ve
1.579 mm olarak belirlemistir.

Olgiilen Pan buharlasma degerleri ile M2 (LM,4-7-1 ve 500) modeli ile tahmin edilen Pan degerleri
arasindaki esitlik Sekil 4’de verilmistir. Bu iki deger arasinda linear bir dagilim vardir. Bu iki deger
arasinda belirleme katsay1 R? 0.79°dir. Bu hatalarin kabul edilebilir diizeyde oldugu sdylenebilir.
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Olciilen Pan Buharlasma Degerleri (OEp,mm)
Sekil 4. Olgiilen pan buharlasma degerleri ile tahmin edilen pan degerleri arasindaki iliski.

Sonuc¢

Bu caligmada, A smifi buharlasma kabindan olan buharlasmanin (Ep) riizgar hizi, solar radyasyon,
sicaklik ve oransal nem degerlerini kullanarak yapay sinir agin (YSA)’da olusturulan modeller test
edilmistir. Bu modellerden egitimde 250 tekrarlama ile en basart model M2(LM,4-7-1) oldugu, bunun
R?, MAE ve RMSE istatiksel sonuglarinin sirasiyla 0.86, 0.97 ve 1.254 olarak elde edilmistir. Ancak bu
modellerden testte 500 tekrarlama ile en basart model M2(LM,4-7-1) oldugu, bunun R2, MAE ve RMSE
istatiksel sonuglarinin sirasiyla 0.79, 1.195 ve 1.579 olarak elde edilmistir. LM,4-7-1 ve 500 modeline
gore belirleme katsayis1 bagimli degisken, bagimsiz degiskeni %79 oraninda temsil etmektedir. MAE
ve RMSE istatistigine gore YSA ile tahmin edilen degerler (TEp) ile dl¢iilen degerler (OEp) arasindaki
hata sirasiyla 1.195 mm ve 1.579 mm olarak belirlemistir. Bu hatalarin kabul edilebilir diizeyde oldugu
sOylenebilir.
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